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Abstract

Änderungen am Quelltext einer Software können zu veränderter Performanz führen. Um
das Auftreten von Regressionen zu verhindern und die Effekte von Quelltextänderungen,
von denen eine Verbesserung erwartet wird, zu überprüfen, ist die Messung der Auswir-
kungen von Quelltextänderungen auf die Performanz sowie das tiefgehende Verständnis
des Laufzeitverhaltens der beteiligten Quelltextkonstrukte notwendig. Die Spezifikati-
on von Benchmarks oder Lasttests, um Regressionen zu erkennen, erfordert immensen
manuellen Aufwand. Für das Verständnis der Änderungen sind anschließend oft weitere
Experimente notwendig.

In der vorliegenden Arbeit wird der Ansatz Performanzanalyse von Softwaresystemen
(Peass) entwickelt. Peass beruht auf der Annahme, dass Performanzänderungen durch
Messung der Performanz von Unittests erkennbar ist. Peass besteht aus (1) einer Me-
thode zur Regressionstestselektion, d. h. zur Bestimmung, zwischen welchen Commits
sich die Performanz geändert haben kann basierend auf statischer Quelltextanalyse und
Analyse des Laufzeitverhaltens, (2) einer Methode zur Umwandlung von Unittests in
Performanztests und zur statistisch zuverlässigen und reproduzierbaren Messung der
Performanz und (3) einer Methode zur Unterstützung des Verstehens von Ursachen von
Performanzänderungen. Der Peass-Ansatzes ermöglicht es somit, durch den Workload
von Unittests messbare Performanzänderungen automatisiert zu untersuchen.

Die Validität des Ansatzes wird geprüft, indem gezeigt wird, dass (1) typische Per-
formanzprobleme in künstlichen Testfällen und (2) reale, durch Entwickler markierte
Performanzänderungen durch Peass gefunden werden können. Durch eine Fallstudie in
einem laufenden Softwareentwicklungsprojekt wird darüber hinaus gezeigt, dass Peass
in der Lage ist, relevante Performanzänderungen zu erkennen.
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Abstract

Changes to the source code of a software may result in varied performance. In order to
prevent the occurance of regressions and check the effect of source changes, which are
expected to result in performance improvements, both the measurement of the impact
of source code changes and a deep understanding of the runtime behaviour of the used
source code elements are necessary. The specification of benchmarks and load tests,
which are able to detect performance regressions, requires immense manual effort. To
understand the changes, often additional experiments are necessary.

This thesis develops the Peass approach (Performance analysis of software systems).
Peass is based on the assumption, that performance changes can be identified by unit
tests. Therefore, Peass consists of (1) a method for regression test selection, which deter-
mines between which commits the performance may have changed based on static code
analysis and analysis of the runtime behavior, (2) a method for transforming unit tests
into performance tests and for statistically reliable and reproducible measurement of
the performance and (3) a method for aiding the diagnosis of root causes of performan-
ce changes. The Peass approach thereby allows to automatically examine performance
changes that are measurable by the workload of unit tests.

The validity of the approach is evaluated by showing that (1) typical performance
problems in artificial test cases and (2) real, developer-tagged performance changes can
be found by Peass. Furthermore, a case study in an ongoing software development project
shows that Peass is able to detect relevant performance changes.
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1 Einleitung

1 Einleitung

In diesem Kapitel wird eingangs die Motivation für die Forschung dargestellt. Darauf
basierend wird der Ansatz der Arbeit vorgestellt. Anschließend werden die sich daraus er-
gebenden Forschungsfragen definiert. Die Beiträge der Arbeit zum Stand der Forschung,
die die Forschungsfragen beantworten, werden daraufhin erläutert. Abschließend wird der
Aufbau der Arbeit vorgestellt.

1.1 Motivation

Die Performanz eines Programms, d. h. die Effizienz eines Programms hinsichtlich seiner
Ressourcennutzung, ist für die Nutzung von Software für kritische Infrastrukturen, den
wirtschaftlichen Betrieb von Unternehmensanwendungen und für den Energieverbrauch
von Informationssystemen hochrelevant. Der Markt für Application Performance1 Ma-
nagement umfasste nach Schätzung von Gartner2 2020 weltweit ca. 6,3 Mrd. $ und wird
bis 2026 auf ca. 12 Mrd. $ wachsen.

Um die Performanz einer Software zu verbessern, existieren modellbasierte und mess-
basierte Ansätze [WFP07]. Modellbasierte Ansätze prognostizieren durch Performanz-
modelle, welche Architektur und welche Hardwareumgebung eine den Anforderungen
entsprechende Performanz erreichen kann. Messbasierte Ansätze hingegen ermitteln Po-
tentiale zur Performanzverbesserung durch Performanzmessung.

Die Messung der Performanz auf Quelltextebene gewinnt insbesondere durch die in-
härente Komplexität der Auswirkungen von Implementierungsentscheidungen auf die
Performanz an Bedeutung. Die Auswirkung einer Implementierungsentscheidung auf
die Performanz ist für die Softwareentwickler a priori nicht vollständig abschätzbar,
da das konkrete Laufzeitverhalten von verschiedenen nichtdeterministischen Einflüssen,
u. a. von der Just-in-Time-Kompilierung, von der Garbage-Collection und vom Thread-
Scheduling, abhängt [GBE07]. Die Performanz auf Quelltextebene wird zusätzlich durch
darunterliegende Ebenen wie benutzte Bibliotheken, benutzte Laufzeitumgebung, Kernel
und Hardware beeinflusst.

Problemstellung Die Performanz einer Software verändert sich während der Softwa-
reentwicklung [AB15; JSS+12; SP16; NJT13; ZAH11; LXC14]. Die Auswirkung einer
Änderung des Quelltextes auf die Performanz ist für die Softwareentwickler aufgrund
der inhärenten Komplexität des Verhaltens der Software nicht vorher bestimmbar.

Um Performanzänderungen von Software auf Quelltextebene untersuchen zu können,
ist es notwendig, die Performanz der Software zu messen. Hierfür ist die Spezifikation

1Im Deutschen bezeichnen die Begriffe Performance und Performanz die Effizienz eines Programms
hinsichtlich seiner Ressourcennutzung. Ein Bedeutungsunterschied liegt nicht vor. In der vorliegen-
den Arbeit wird, wie u. a. in [Bar09; FKB+05; BH12], der Begriff Performanz genutzt. In aus dem
Englischen übernommenen Fachbegriffen wie Software Performance Engineering und Application
Performance Management wird Performance genutzt.

2https://www.prnewswire.com/news-releases/global-application-performance-management-apm-
market-to-reach-12-billion-by-2026-301305398.html
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1 Einleitung

von Benchmarks oder Lasttests, die realistische Anwendungsfälle abbilden, ideal. Die
Implementierung und Wartung von Benchmarks und Lasttests ist mit hohem Aufwand
verbunden. Einer Studie von Stefan et al. [SHBT17] zufolge pflegen nur 3,4% aller
quelloffenen Java-Projekte, die auf GitHub öffentlich zugänglich sind, Benchmarks oder
Lasttests. Laut einer Umfrage an Mitglieder der SPEC (Standard Performance Evalua-
tion Corporation) und ähnlicher Interessengruppen führt nur ein Drittel der Teilnehmer
regelmäßig Performanzevaluationen durch [BEF+19]. Nur 19% führten die Tests auch
kontinuierlich durch.

Darüber hinaus ist die Ausführung von Performanzmessungen oft selbst zeitaufwändig.
Der Studie von Stefan et al. [SHBT17] zufolge erhalten nur 62% aller Projekte Ergebnis-
se von Performanzmessungen in unter vier Stunden. Wird die Performanzmessung nur
in größeren zeitlichen Abständen ausgeführt, kann die Ursache für eine Performanzän-
derung schwerer ermittelt werden, da viele Commits3 als Ursache für die Performanzän-
derung infrage kommen.

Lösung In dieser Arbeit wird daher ein leichtgewichtiger Ansatz zur Untersuchung von
Performanzänderungen auf Quelltextebene entwickelt, der ohne die manuelle Definition
von Benchmarks und Lasttests nutzbar ist. Dieser Ansatz reduziert die Testdauer und
ermöglicht die Ursachenanalyse für Performanzveränderungen.

1.2 Ansatz

Um die Performanz trotz fehlender Benchmark- und Lasttestdefinitionen messen zu kön-
nen, ist es notwendig, zu messende Workloads zu definieren. Als Workloads werden im
Rahmen dieser Arbeit alle Formen technischer Spezifikationen der Nutzung der API ei-
ner in Entwicklung befindlichen Software betrachtet. Um Workloads zu definieren ist es
möglich, bereits spezifizierte Workloads zu nutzen, bspw. [AB15; CS17], oder Tests zu
generieren, bspw. [VvHS+18; YP18; PHG14]. In dieser Arbeit wird von der Unittestan-
nahme ausgegangen:

Die Performanz von relevanten Anwendungsfällen einer Software korreliert
mit der Performanz mindestens eines Teils der Unittests, sofern die Perfor-
manz nicht hauptsächlich von externen Faktoren getrieben wird.4

Daher werden in dieser Arbeit die in Unittests spezifizierten Workloads zur Messung der
Performanz genutzt. Hierfür werden die Unittests in Performanzunittests umgewandelt.
Um die Performanzunittests zu messen und die Messwerte verstehen zu können, besteht

3Ein Commit im Kontext der Softwareentwicklung bezeichnet einen Stand aller Dateien eines Reposi-
tories, die durch Entwickler für den weiteren Entwicklungsprozess beigetragen werden. Eine Version
im engeren Sinn bezeichnet ein Release einer Software. In der Literatur wird Commit und Version
gelegentlich äquivalent verwendet, bspw. [YH12; SBV16]. Im Folgenden wird für den durch den Ent-
wickler beigetragenen Stand aller Dateien eines Repositories der Begriff Commit verwendet, sofern
nicht direkt Literatur zitiert wird, die den Begriff Version hierfür verwendet.

4Engl. The performance of relevant use cases of a program correlates with the performance of at least
a part of its unit tests, if the performance is not driven mainly by external factors. [RK18b]
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1 Einleitung

der Ansatz aus drei Komponenten: Regressionstestselektion, Messung und Ursachenana-
lyse.

Komponenten Neue Commits ändern oft nur einzelne Teile des Quelltextes. Daher
wird eingangs mittels einer Regressionstestselektion bestimmt, welche Performanzunit-
tests gemessen werden müssen und bei welchen keine Performanzänderung vorhanden
sein kann. Durch die Regressionstestselektion wird es möglich, Performanzänderungen
schneller zu bestimmen. Anschließend wird die Performanz der selektierten Performan-
zunittests jeweils für den Commit und seinen Vorgängercommit gemessen. Für die Mes-
sung der Performanz in virtuellen Maschinen ist es nötig, den Workload zu wiederholen,
um Performanzänderungen messen zu können [GBE07]. Durch die Spezifikation einer
Messmethode für Performanzunittests wird es möglich, Unittests für die Messung der
Performanz zu nutzen. Das Ergebnis der Messung ist je Commit und Test eine Stich-
probe von Messwerten, die sich der Verteilung des zugrundeliegenden Zufallsprozesses
annähert. Darauf basierend kann abgeleitet werden, in welchen Performanzunittests Per-
formanzänderungen stattgefunden haben. Da Performanzänderungen oft schwer zu ver-
stehen sind [YHZX14; JSS+12], wird anschließend eine Ursachenanalyse durchgeführt,
die bestimmt, welche Methodenaufrufe eine Änderung der Ausführungsdauer aufweisen.
Dadurch werden Entwickler beim Verständnis der Performanzänderung unterstützt und
können darauf basierend ggf. Änderungen am Quelltext vornehmen.

Dieser Ansatz ist in Abbildung 1 zusammengefasst und wird im Folgenden Peass-
Ansatz (Performanzanalyse von Softwaresystemen) genannt.

Nutzen Durch den Peass-Ansatz wird es möglich, Performanzmessungen ohne die hän-
dische Spezifikation von Workloads durchzuführen. Durch die schnelle Testausführung
mittels der Regressionstestselektion und die Mess- und Analysierbarkeit von Änderun-
gen auf Unittestebene wird es möglich, Performanzunterschiede auf Quelltextebene im
Softwareentwicklungsprozess für einzelne Commits zu untersuchen. So kann im Soft-
wareentwicklungsprozess Zeit für die Behebung von Performanzproblemen gespart wer-
den. Darüber hinaus kann die Produktivstellung von sonst nicht entdeckten Performanz-
regressionen verhindert werden.

1.3 Forschungsfragen

Ziel dieser Arbeit ist es, den Peass-Ansatz prototypisch umzusetzen und zu erpro-
ben. Hierfür kann die Performanzmessung auf verschiedenen virtuellen Maschinen, wie
die Java Virtual Machine (JVM), die Common Language Runtime (CLR) des .NET-
Frameworks oder verschiedene JavaScript-Engines untersucht werden. Zu jeder der vir-
tuellen Maschinen wären verschiedene Programmiersprachen, wie Java und Scala für die
JVM, Managed C++ und C# für die CLR und Javascript und Typescript für Javascript-
Engines zu betrachten. Das IEEE Ranking5 kombiniert Daten aus verschiedenen Quellen,

5https://spectrum.ieee.org/top-programming-languages-2021
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Abbildung 1: Ansatz der Arbeit

u. a. GitHub, Stack Overflow und Twitter. Basierend auf dem IEEE Ranking 2021 ist
Java die am höchstens bewertete Sprache, die auf virtuellen Maschinen ausgeführt wird.

Daher wird in dieser Arbeit der Peass-Ansatz prototypisch für die Anwendung an
Java-Projekten umgesetzt und erprobt. Hierfür werden die einzelnen Komponenten, die
Regressionstestselektion, die Messung und die Ursachenanalyse, prototypisch umgesetzt
und erprobt. Für deren Umsetzung sind verschiedene Forschungsfragen zur Umsetzung
der einzelnen Komponenten und zur Evaluation des Gesamtansatzes zu beantworten.

Komponenten Zur Reduktion der Ausführungsdauer von Regressionstests, d. h. bei
Softwaremodifikationen ausgeführten Tests, ist es üblich, die Methode der Regressions-
testselektion einzusetzen [YH12]. Da Performanztests in vielen Projekten zu viel Zeit
und Ressourcen in Anspruch nehmen, stellt sich daher eingangs die Frage, wie eine Per-
formanzregressionstestselektion Performanztests selektieren kann. Hier ist insbesondere
offen, wie eine schnelle, gröbere Selektion möglich ist und wie anschließend die selektier-
ten Tests mit mehr Rechenzeit weiter eingeschränkt werden können.

Darauf aufbauend stellt sich die Frage, wie Performanzänderungen effizient gemessen
werden können. Da bestehende Methoden den Fokus auf Benchmarks legen [GBE07;
KJ13; BBK+17], ist hier eine spezifische Lösung für Performanzunittests nötig. Hierbei
stellt sich die Frage, wie verschiedene Mess- und Analysemethoden verglichen werden
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können und welche Messkonfiguration für die Unterscheidung der Performanz von Unit-
tests in verschiedenen Commits geeignet ist.

Nach Feststellung einer Performanzänderung ist es aufwändig, diese zu verstehen. Ei-
ne Ursachenanalyse, die ermittelt, welche Ausführungsdauern die einzelnen Knoten des
Aufrufbaums haben und wo sich diese unterscheiden, kann das Verstehen von Perfor-
manzänderungen unterstützen. Deshalb stellt sich die Frage, wie eine Ursachenanalyse
für Performanzänderungen auf Quelltextebene durchgeführt werden kann. Performanz-
änderungen auf Quelltextebene sind oft klein, d. h. sie bestehen aus wenigen Metho-
denaufrufen und haben eine geringe Ausführungszeit. Daher ist zu untersuchen, wie in
diesem Kontext einzelne Methoden mit minimalen Monitoringaufwand gemessen werden
können. Darüber hinaus ist offen, mit welcher Messkonfiguration eine Ursachenanalyse
effizient durchgeführt werden kann.

Evaluation Da Unittests für das Messen der funktionalen Korrektheit erstellt wer-
den, kann ihr Workload für die Messung der Performanz ungeeignet sein. Bspw. kann
die Einführung eines Caches die Verarbeitung des Unittestworkloads verlangsamen, da
der Workload nur einmal ausgeführt wird, im realen Anwendungsfall aber zu einer Be-
schleunigung führen. Darüber hinaus können Werkzeuge für funktionale Tests, bspw.
Mockingbibliotheken, Einfluss auf die Performanz haben und damit die Messung verfäl-
schen. Allerdings wird bei der Nutzung von Unittests der Aufwand für die Spezifikation
von Benchmarks eingespart. Darüber hinaus haben Unittests oft eine hohe Testabde-
ckung und ermöglichen damit das Messen großer Teile des Quelltextes.

Daher stellt sich die Frage, wie effizient Performanzunittests für die Messung von Per-
formanzänderungen sind. Diese kann beantwortet werden, indem geprüft wird, inwiefern
Peass vergangene Performanzänderungen identifizieren kann. Darüber hinaus kann die
Effizienz des Einsatzes von Peass geprüft werden, indem dessen Effekte in realen Soft-
wareentwicklungsprozessen evaluiert werden.

Forschungsfragen Für die Entwicklung des Peass-Ansatzes stellen sich daher folgende
Forschungsfragen:

1. Wie kann eine Regressionstestselektion für Performanzänderungen erfolgen?
a) Wie lassen sich Workloads zur Messung potenzieller Performanzänderungen

möglichst schnell selektieren?
b) Wie lassen sich Workloads zur Messung potenzieller Performanzänderungen

möglichst präzise selektieren?

2. Wie können Performanzänderungen auf Quelltextebene gemessen werden?
a) Wie lassen sich Mess- und Analysemethoden vergleichen?
b) Mit welcher Mess- und Analysemethode können Performanzunterschiede effi-

zient gefunden werden?

3. Wie kann eine Ursachenanalyse von Performanzänderungen effizient durchgeführt
werden?

12
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a) Wie kann die Methodenausführungsdauer mit minimalem Overhead gemessen
werden?

b) Mit welcher Messkonfiguration lässt sich eine Ursachenanalyse für Perfor-
manzänderungen effizient durchführen?

4. Inwiefern sind Performanzänderungen durch die Messung von Unittests identifi-
zierbar?

a) Welcher Anteil bekannter Performanzänderungen lässt sich durch die Messung
von Unittests finden?

b) Inwiefern lösen Quelltextänderungen, die eine Performanzänderung von Unit-
tests verursachen, Performanzänderungen für relevante Anwendungsfälle einer
Software aus?

1.4 Beiträge

Ausgangspunkt des Peass-Ansatzes sind die Unittests, die in der Regel in einem Reposi-
tory mit einer Menge von Commits verwaltet werden. Die Commits bestehen dabei aus
Anwendungsquelltext und Testquelltext. Ausgehend von einer Testdauer von 10 Minu-
ten je Test würde es in der aktuellen Version des Anwendungsservers jetty6 45 Stunden
dauern, die Performanz aller Tests zu ermitteln. Allerdings ist nicht in allen Commits die
Ausführung aller Tests notwendig: Hat sich der beim Test ausgeführte Quelltext nicht
geändert, muss auch der Test nicht ausgeführt werden. Der erste Beitrag dieser Arbeit
ist daher der Ansatz und die Implementierung einer Regressionstestselektion für
Performanztests, publiziert in [RK18b] und beschrieben in Kapitel 3. Durch die Regres-
sionstestselektion wird bestimmt, welcher Test in welchem Commit ausgeführt werden
muss. Dabei ermöglicht eine statische Analyse des aktuellen Commits eine schnelle Be-
stimmung der zu messenden Tests und eine dynamische Analyse eine präzisere – d. h.
möglichst wenig geänderte Tests umfassende – Bestimmung der zu messenden Tests.

Anschließend werden die selektierten Tests ausgeführt und die ermittelten Messwerte
analysiert. Durch nichtdeterministische Effekte, wie die Ungenauigkeit der Zeitmess-
funktion, das Threadscheduling und die Just-in-Time-Compilation, verändert sich die
Ausführungszeit desselben Workloads. Um zuverlässige Messwerte zu erhalten, müs-
sen die Messungen wiederholt und die Messwerte analysiert werden. Zum Vergleich der
Mess- und Analysemethoden ist es notwendig, repräsentative Testfälle für den Perfor-
manzvergleich zu definieren. Durch den Vergleich der Anwendung verschiedener Mess-
und Analysemethoden auf die repräsentativen Testfälle kann anschließend ein Messpro-
zess definiert werden, der Performanzänderungen auf Quelltextebene effizient bestimmen
kann. Der Ansatz zum Vergleich von Mess- und Analysemethoden und die kon-
krete Parametrisierung von Mess- und Analysemethoden sind daher der zweite
Beitrag der Arbeit. Dieser Beitrag wurde in [RK18a; RKH22] publiziert und wird in
Kapitel 4 genauer beschrieben.

6https://github.com/eclipse/jetty.project

13

https://github.com/eclipse/jetty.project


1 Einleitung

Um das Verständnis von Performanzänderungen zu verbessern, wurde die Ursachen-
analyse für Performanzänderungen für die Messung von Unittests angepasst. Die Ursa-
chenanalyse basiert auf der Messung einzelner Methodenausführungsdauern. Mit her-
kömmlichen Messtechniken ist allerdings der Messoverhead zu groß, um kleine Perfor-
manzänderungen auf Quelltextebene nachzuvollziehen. Daher wird in Kapitel 5 beschrie-
ben, wie eine Reduktion des Messoverheads möglich ist. Dieser Beitrag wurde in
[RKH23] publiziert. Darauf basierend wird ein Vergleich verschiedener Messkonfigu-
rationen zur Ursachenanalyse dargestellt. Da die Strategien je nach Struktur des
Aufrufbaums des Testfalls und Größe der Performanzänderung unterschiedlich effizient
sind, kann die konkrete Auswahl der Strategie nur basierend auf dem konkreten Anwen-
dungsfall erfolgen.

Um die Mess- und Analysierbarkeit von Performanzänderungen durch Unittestmes-
sung zu überprüfen, wurde der Peass-Ansatz in verschiedenen Kontexten evaluiert. Die
Evaluation wird in Kapitel 6 beschrieben. Hierbei wird eingangs eine Validierung
durch künstliche Performanzunterschiede dargestellt, die in [RKH19a] publiziert
ist. Abschließend wurde in einer Repositorystudie7 und einer evaluativen Fallstudie8 ge-
prüft, inwiefern Peass in der Lage ist, reale Performanzänderungen zu identifizieren.
Die Repositorystudie an quelloffenen Projekten wurde in [RKH19b] publiziert und die
evaluative Fallstudie wurde in [RKKH22] vorgestellt.

1.5 Aufbau der Arbeit

Die Arbeit ist in drei Teile gegliedert: Eingangs werden Grundlagen, anschließend die
Komponenten des Peass-Ansatzes und abschließend die Anwendung von Peass darge-
stellt.

In Kapitel 2 werden dieGrundlagen der Arbeit dargestellt. Dabei wird ein Überblick
über Forschung und Praxis des Software Performance Engineering gegeben. Basierend
darauf wird auf Performanzmodelle, Performanzmessung im Testprozess und Perfor-
manzmonitoring im Betrieb eingegangen.

Anschließend werden die Komponenten des Peass-Ansatz dargestellt. Dieser um-
fasst die Darstellung der Regressionstestselektion in Kapitel 3, die Messmethode in Ka-
pitel 4 und die Ursachenanalyse in Kapitel 5.

Die Anwendung von Peass besteht aus einer Validierung sowie zwei Studien. Ein-
gangs wird validiert, dass Peass in der Lage ist, synthetische Performanzunterschiede zu
finden. Um zu überprüfen, inwiefern der Peass-Ansatz in der Lage ist, Performanzände-
rungen zu finden, wird in Kapitel 6 eine Evaluation durchgeführt. Dabei wird geprüft,
inwiefern künstliche Performanzänderungen gefunden werden können. Darüber hinaus
wird evaluiert, inwiefern Peass in der Lage ist, reale, durch Entwickler dokumentierte

7https://github.com/acmsigsoft/EmpiricalStandards/blob/master/docs/RepositoryMining.
md

8https://github.com/acmsigsoft/EmpiricalStandards/blob/master/docs/CaseStudy.md
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Performanzänderungen zu finden (Abschnitt 6.2.1) und inwiefern Peass im Entwicklungs-
prozess das Auffinden relevanter Performanzänderungen ermöglicht (Abschnitt 6.2.2).

In den einzelnen Kapiteln werden verwandte Arbeiten zum jeweiligen Thema disku-
tiert. Abschließend wird die Arbeit zusammengefasst und ein Ausblick gegeben.
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2 Grundlagen

Um Software zu entwickeln, die ihre Performanzanforderungen erfüllt, werden die Me-
thoden des Software Performance Engineering (SPE) eingesetzt. Dieses wird im ersten
Unterkapitel dargestellt. Darauf basierend werden dessen Teilbereiche, der modellbasier-
te und der messbasierte Ansatz, vorgestellt.

Der Fokus dieser Arbeit liegt auf der Entwicklung eines messbasierten Ansatzes. Daher
werden daraufhin die wichtigsten Teilbereiche der Messung der Performanz vorgestellt:
Die Messung in künstlichen Umgebungen und die Messung in realen Umgebungen.

2.1 Software Performance Engineering

In diesem Unterkapitel wird eingangs ein Überblick über die Softwaretechnik (engl. soft-
ware engineering) gegeben und anschließend Software Performance Engineering als Teil
der Softwaretechnik definiert.

Softwaretechnik Sommerville [Som16, S. 20] definiert Softwaretechnik wie folgt:

Softwaretechnik ist eine ingenieurswissenschaftliche Disziplin, die sich mit
allen Aspekten der Softwareherstellung von der initialen Konzeption bis zum
Betrieb beschäftigt.9

Ein zentraler Betrachtungsgegenstand der Softwaretechnik sind Softwareentwicklungs-
prozesse. Softwareentwicklungsprozesse bestehen aus vier Aktivitäten:

1. Durch die Anforderungsspezifikation werden die Anforderungen erhoben und
verstanden, die an die Software gestellt werden.

2. Durch den Architekturentwurf und die Implementierung der Software wer-
den die Struktur der Software, die Datenmodelle, die Schnittstellen und ggf. die
genutzten Algorithmen spezifiziert und anschließend implementiert.

3. Durch die Verifikation und die Validierung wird geprüft, inwiefern die Software
den Spezifikationen und den Anforderungen der Nutzer genügt.

4. Durch die Wartung wird die Software kontinuierlich an sich verändernde Anfor-
derungen und Kundenwünsche angepasst.

Verifikations- und Validierungsaktivitäten umfassen dabei in der Regel drei Testphasen:

1. Unittest: Der Unittest (auch: Komponententest) prüft eine Komponente unab-
hängig von anderen Komponenten. Dabei kommen typischerweise Frameworks für
funktionale Unittests wie JUnit10 in Java zum Einsatz.

9Original: Software engineering is an engineering discipline that is concerned with all aspects of soft-
ware production from initial conception to operation and maintenance.

10https://junit.org/
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2. Integrationstest: Der Integrationstest (auch: Systemtest) prüft, ob das Gesamt-
system seine funktionalen und nichtfunktionalen Anforderungen erfüllt. Dabei wer-
den Fehler, die durch unvorhergesehene Interaktionen zwischen Komponenten ent-
stehen, gefunden.

3. Akzeptanztest: Nutzer (oder potenzielle Nutzer) prüfen das System, bevor es in
die Produktivnutzung überführt wird [Som16, S. 54–61].

Die Korrektheit von Ergebnissen wird in Tests durch sog. Zusicherungen (engl. asserti-
ons) geprüft, die u. a. mit Hamcrest11 umgesetzt werden können.
In Softwareentwicklungsprozessen, die dem Wasserfallmodell [Roy87] folgen, werden

die einzelnen Aktivitäten sequentiell ausgeführt. Dabei rücken die Erfassung der An-
forderungen und der Entwurf der Architektur in den Mittelpunkt. Die Kooperation
mit dem Kunden und die Reaktion auf ggf. erfolgte Änderungen an den Anforderun-
gen rückt in den Hintergrund [BBvB+01]. Um sich ändernde Anforderungen erfassen
zu können, stellen agile Entwicklungsmodelle wie Extremprogrammierung [Bec99] oder
Scrum [SS11] die Interaktion mit den Stakeholdern in den Mittelpunkt. Die sich dabei
ergebenden Entwicklungsprozesse gehen in der Regel iterativ vor; bspw. werden in einem
Scrum-Entwicklungsprozess in regelmäßig stattfindenden Sprinttreffen die Anforderun-
gen festgelegt, die bis zum nächsten Sprinttreffen umzusetzen sind.

Um Fehler frühzeitig und effizient zu finden, wird Software daher in der Regel kon-
tinuierlich integriert und neue Commits werden in CI-Servern (Continuous-Integration-
Server) regelmäßig getestet [FF06]. Regressionstests stellen sicher, dass Teile eines Soft-
waresystems sich nach einer Veränderung noch korrekt verhalten [KGH+96]. Um das
Deployment der Software effizienter zu gestalten, wurden unter dem Stichwort DevOps
verschiedene Praktiken eingeführt. In der Regel werden hierbei Administratoren und
Entwickler in einem gemeinsamen Team eingesetzt, vereinheitlichte Deploymentprakti-
ken für Entwicklungs- und Produktivsysteme angewandt und kontinuierliche Deploy-
mentprozesse (Continous Deployment) umgesetzt [BWZ15].

Software Performance Engineering Software Performance Engineering bezeichnet
die Teilbereiche der Softwaretechnik, die der Erfüllung der Performanzanforderungen
dienen. Eine umfassende und anerkannte Definition des Software Performance Enginee-
ring wurde von Woodside et al. [WFP07] gegeben:

Software Performance Engineering (SPE) umfasst die gesamte Sammlung
von Softwareengineeringaktivitäten und verwandten Analysen, die im Soft-
wareentwicklungszyklus eingesetzt werden mit dem Ziel, die Performanzan-
forderungen zu erfüllen.12

11http://hamcrest.org/
12(Original: Software Performance Engineering (SPE) represents the entire collection of software en-

gineering activities and related analyses used throughout the software development cycle, which are
directed to meeting performance requirements.)
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In einem Entwicklungsprozess, der dem Wasserfallmodell [Roy87] folgt und der um
eine Deploymentphase erweitert ist, finden in der Regel die in Abbildung 2 dargestell-
ten Performance-Engineering-Aktivitäten begleitend zu den jeweiligen Softwareenginee-
ringaktivitäten statt. Nach der Anforderungsspezifikation wird der Architekturentwurf
durch Modellierung der Performanz unterstützt und so gestaltet, dass Performanzanfor-
derungen eingehalten werden können. Anschließend wird die Implementierung durchge-
führt, die in der Testphase dann durch Messungen der Performanz unterstützt werden.
Hierbei wird bspw. Profiling eingesetzt, d. h. eine detailliertere Erfassung der Perfor-
manzkennzahlen. Die Definition des Workloads und die Durchführung der eigentlichen
Performanztests folgt dabei meist festgelegten Prozessen, die oft zeit- und ressourcen-
aufwändig sind [Mol09]. Erfüllt die Anwendung die Performanzanforderungen, erfolgt
das Deployment des Produktivsystems. Anschließend wird die Performanz während Be-
trieb und Wartung durch Monitoring erfasst, d. h. einer weniger detaillierten und deshalb
weniger Messoverhead verursachenden Erfassung von Performanzkennzahlen.

Anforderungs-
analyse

Architektur-
entwurf

Implemen-
tierung Test Deployment Betrieb und

Wartung

Modellierung Messung (Profiling) Messung (Monitoring)

Abbildung 2: Softwareentwicklungsprozess mit Performance-Engineering-Aktivitäten,
nach [Ehl12]

In Softwareentwicklungsprozessen wird die Performanz oft mit dem „fix-it-later“-An-
satz [SW02b] adressiert, d. h. Performanzprobleme werden bis zum ersten Integrations-
test nicht betrachtet und erst dann oder später behoben. Das Beheben von Performanz-
problemen beruht dabei auf dem „Tuning“ des Codes. Dies birgt die Gefahr, dass der
ursprüngliche Architekturentwurf verloren geht und ggf. schwer wartbarer oder ineffizi-
enter Code entsteht.

In agilen Prozessen ändert sich auch der Prozess der Erfassung von Performanzan-
forderungen und des Performanztestens. Ein frühes Testen der Performanz ermöglicht
es – vergleichbar zu funktionalen Fehlern – Performanzprobleme frühzeitig festzustellen.
Auch die Einzelnutzerperformanz kann dabei aussagekräftig sein: „Ist die Performanz
für eine Nutzerin oder einen Nutzer nicht gut, wird sie es für mehrere Nutzer auch nicht
sein“ [Pod13]13. Es ist deshalb möglich, durch das Testen der Einzelnutzerperformanz
Probleme eher zu erkennen.

Zum SPE gehören nach Woodside et al. [WFP07] der modellbasierte und der messba-
sierte Ansatz. Beide werden im Folgenden vorgestellt.

13Original: If performance for one user isn’t good, it won’t be any better for multiple users.
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2.2 Modellbasierter Ansatz

In diesem Unterkapitel wird eingangs ein Überblick über den modellbasierten Ansatz
des SPE gegeben. Anschließend wird auf eine zentrales Ergebnis der Forschung zum
modellbasierten Ansatz eingegangen, die Performanzantipattern.

2.2.1 Überblick

Der modellbasierte Ansatz zielt darauf ab, durch die Erstellung von Performanzmodellen
und deren Auswertung die Architektur so anzupassen, dass Performanzanforderungen
erfüllt werden. Dieser wurde ursprünglich von einigen Autoren als Software Performance
Engineering bezeichnet14. Im modellbasierten Ansatz werden auf Basis eines Architek-
turentwurfs Performanzvorhersagen gewonnen. Darauf basierend wird die Architektur
so angepasst, dass Performanzanforderungen erfüllt werden [Smi90].

Zum praktischen Einsatz des messbasierten Ansatzes existieren verschiedene Metamo-
delle für Performanzinformationen in Architekturmodellen, u. a. die UML-Erweiterung
MARTE15 sowie deren Vorgängerin SPT [Gro02] und das Palladio-Komponentenmodell
[BKR07], dass UML SPT stark ähnelt. Darauf basierend existieren Verfahren, um aus
den Daten der Performanzmodelle Vorhersagen zu erzeugen, bspw. unter Einsatz von
Petrinetzen [MKK11] und Warteschlangenmodellen [BPI03]. Das Werkzeug Palladio16
ermöglicht es, die Performanz einer geplanten Architektur basierend auf Modellen, die
dem Palladio-Komponentenmodell entsprechen, vorherzusagen.

2.2.2 Performanzantipattern

Grundlegende Arbeiten zur Definition von Performanzproblemen auf Architekturebe-
ne bilden die Definitionen der Performanzantipattern von Smith und Williams [SW00;
SW01; SW02a; SW03], die diese in verschiedenen Kontexten gefunden und anschließend
systematisiert haben.

Diese beschreiben Performanzprobleme, die aufgrund unterschiedlicher Eigenschaften
der Software auftreten, u. a. anhand des beobachtbaren Verhaltens (z. B. Die Rampe),
aufgrund der Architektur auf Komponentenebene (z. B. Fallende Dominos) oder auf-
grund von Implementierungsdetails (z. B. Turmbau zu Babel). Diese Antipattern werden
im Folgenden beispielhaft dargestellt:

• Die Rampe (engl. the ramp): Die Verarbeitungszeit für Anfragen erhöht sich wäh-
rend der Nutzungszeit eines Systems. Dies kann auftreten, wenn für jede neue An-
frage mit einfacher Suche geprüft wird, ob die Anfrage bereits vorhanden ist. Das
Problem kann u. a. behoben werden, indem effizientere Datenstrukturen verwendet
werden, bspw. ist es möglich, die Suche nach Duplikaten mit einer hashbasierten
Datenstruktur zu beschleunigen.

14Performance Engineering wurde von anderen Autoren bereits eher auch auf Benchmarking und Per-
formanzmessung bezogen, u. a. von [Fox89].

15https://www.omg.org/omgmarte/
16https://www.palladio-simulator.com/tools/
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• Fallende Dominos (engl. falling dominoes): Durch den Ausfall einer Komponen-
te werden andere Komponenten größerer Last ausgesetzt, so dass diese ebenfalls
ausfallen, äquivalent zu eine Reihe von Dominosteinen, die nacheinander umfal-
len. Das Auftreten des Problems lässt sich durch höhere Resilienz der einzelnen
Komponenten verhindern.

• Turmbau zu Babel (engl. tower of babel): Durch die häufige Transformation der-
selben Daten in andere Datenformate entsteht Overhead. Dies kann der Fall sein,
wenn Daten in einem XML-Format (Extensible Markup Language) in ein in-
ternes strukturiertes Format umgewandelt werden, für einen weiteren Verarbei-
tungsschritt eine erneute Transformation in ein XML-Format erfolgt und für den
nächsten Schritt die Daten in das interne Format umgewandelt werden etc. Das
Auftreten des Antipatterns lässt sich durch Erstellung eines einheitlichen, für die
Anforderungen angemessenen Datenformats, vermeiden.

Die Antipattern spiegeln sich in der Regel in einer Architektur, die das unerwünschte
Verhalten der Software ermöglicht. Sie sind daher durch Architekturanalysen auffindbar.
Performanzprobleme auf Quelltextebene können durch Performanzprobleme auf Archi-
tekturebene entstehen, bspw. wenn Datentypen unnötig ineinander verschachtelt werden
(Turmbau zu Babel) und der Overhead auf Quelltextebene messbar ist. Es ist jedoch
möglich, dass Performanzprobleme auf Architekturebene nicht auf Quelltextebene er-
kannt werden können. Beispielsweise kann das Auftreten des Antipatterns Fallende Do-
minos nicht gefunden werden, wenn nur der Quelltext einer Komponente geprüft wird.
Darüber hinaus ist es möglich, dass Performanzprobleme auf Quelltextebene in Architek-
turmodellen nicht erkennbar sind, bspw. wenn Schnittstellen von Bibliotheken ineffizient
genutzt werden. Die Suche nach Antipattern auf Architekturebene kann daher nicht die
Betrachtung der Performanz auf Quelltextebene ersetzen.

2.3 Messbasierter Ansatz

Der messbasierte Ansatz „wendet Testen, die Diagnose und das Tunen spät im Entwick-
lungszyklus an, wenn das entwickelte System ausgeführt und gemessen werden kann“.17
Hierfür ist ein Messprozess, der reproduzierbare Messwerte erzeugt, sowie eine systemati-
sche Auswertung der Messwerte entscheidend. Die beiden Teilbereiche des messbasierten
Ansatzes werden im Folgenden dargestellt.

2.3.1 Messprozess

Moderne Software wird oft zuerst zu Zwischencode, oft Bytecode, kompiliert. Dieser Zwi-
schencode ermöglicht anschließend u. a. die Ausführung der Software über eine Virtuelle
Maschine auf verschiedenen Betriebssystemen und Prozessorarchitekturen. Die dabei
stattfindenden Prozesse werden im Folgenden am Beispiel der Java Virtual Machine

17Original: „[...]applies testing, diagnosis and tuning late in the development cycle, when the system
under development can be run and measured.“ [WFP07]
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(JVM) dargestellt. Die Prozesse sind weitestgehend auf andere virtuelle Maschinen, wie
die Common Language Runtime des .NET-Frameworks, übertragbar.

Der Aufbau des Messprozesses in der JVM ergibt sich aus dem Verhalten der JVM zur
Laufzeit. Daher wird zuerst das Verhalten der JVM vorgestellt. Darauf basierend wird
dargestellt, wie Messprozesse üblicherweise durchgeführt werden. Abschließend wird auf
die Konfiguration der Ausführungsrahmenbedingungen eingegangen.

Verhalten der JVM Die Performanz einer Software kann durch Messung nicht exakt
bestimmt werden, da ihr verschiedene, nicht oder nur mit unverhältnismäßigem Aufwand
kontrollierbare, Prozesse zugrunde liegen. Bereits bei der Ausführung von Binärprogram-
men tritt Nichtdeterminismus auf, u. a. durch (1) das CPU-Scaling, (2) parallel laufende
Prozesse und (3) die Ungenauigkeit der Zeitmessung.

Virtuelle Maschinen führen den Bytecode aus und automatisieren dabei die Speicher-
freigabe weitestgehend. Diese zusätzliche Abstraktionsebene führt zu weiteren Quellen
für Nichtdeterminismus, u. a. durch (1) das Classloading, (2) die Optimierung des Quell-
textes, (3) die Just-in-Time-Kompilierung (JIT), (4) das Threadscheduling und (5) die
Freigabe des Speichers durch Garbagecollection [GBE07].

Die Messung der Performanz muss daher durch einen systematischen Messprozess
geschehen, der die Streuung dieser nichtdeterministischen Prozesse erfasst.

Messung Im Folgenden werden die Messungen als Stichproben betrachtet, die aus
Wahrscheinlichkeitsverteilungen gezogen werden. Ziel des Messprozesses ist es, die Mes-
sung so durchzuführen, dass die Messwerte repräsentativ für die Ausführung des Workloads
in realen Anwendungsfällen sind. Typischerweise wird dabei zwischen der Performanz
der Aufwärmphase (Warmup) und der Performanz im stationären Zustand unterschie-
den [GBE07]. Während in der Aufwärmphase die Performanz der Optimierung, der JIT-
Kompilierung und weiterer nichtdeterministischer Prozesse einbezogen wird, wird bei der
Performanz im stationären Zustand so lange gemessen, bis diese Effekte die Performanz
nicht mehr ändern.

Üblicherweise wird die Performanz eines Workloads durch die mehrfache Messung des
Workloads innerhalb einer VM18 bestimmt. Diese Ausführungen innerhalb einer VM
werden Iterationen genannt, wobei den Messiterationen oft Warmupiterationen voraus-
gehen, mithilfe derer das Ende des Warmups abgewartet wird. Da die Optimierung,
die JIT-Kompilierung, das Threadscheduling und die Garbagecollection nichtdetermi-
nistisch erfolgen, können verschiedene stationäre Zustände erreicht werden. Aus diesem
Grund werden mehrere VM-Starts19 ausgeführt.
Die Ausführung führt zu Warmupmesswerten sωvi und Iterationsmesswerten tωvi für

Commit ω, VM-Index v und Warmupiteration i. In der Regel werden anschließend die

18VM wird im Folgenden äquivalent zu JVM genutzt. Es besteht kein Zusammenhang zu virtuellen
Maschine im Sinn der Abstraktionsebene für Hardware.

19In [GBE07] wird ebenfalls der Begriff VMs (bzw. VM invocations) verwendet. JMH verwendet
hier den Begriff forks, u. a. in https://github.com/openjdk/jmh/blob/master/jmh-samples/
src/main/java/org/openjdk/jmh/samples/JMHSample_12_Forking.java
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Mittelwerte der Iterationsmesswerte tωv für den jeweilige Commit ω und den VM-Index v
für die Messwertanalyse genutzt. Abbildung 3 zeigt diesen Messprozess beispielhaft für
zwei Commits 1 und 2, d. h. ω ∈ Ω = {1, 2}.

VM11 VM12 I...I VM1v

VM21 VM22 I...I VM2v

s111, .., s11w

t111, .., t11m

⇒ t11

s121, .., s12w

t121, .., t12m

⇒ t12

I...I
I...I
⇒ I...I

s1v1, .., s1vw

t1v1, .., t1vm
⇒ t1v

s211, .., s21w

t211, .., t21m

⇒ t21

s221, .., s22w

t221, .., t22m

⇒ t22

I...I
I...I
⇒ I...I

s2v1, .., s2vw

t2v1, .., t2vm
⇒ t2v

Stichprobe
t11, t12, .., t1v
t21, t22, .., t2v

Abbildung 3: Messprozess

Georges et al. [GBE07] empfehlen, die Messiterationen zu beenden, sobald der Koeffi-
zient der Variation der Mittelwerte der letzten k Messiterationen unter einen Grenzwert
fallen. Der Koeffizient der Variation bezeichnet dabei die relative Standardabweichung
der letzten k Messiterationen, d. h. die Standardabweichung s geteilt durch den Mit-
telwert µ. Es werden 0,01 oder 0,02 als Grenzwerte vorgeschlagen. Als Messwert wird
anschließend der Mittelwert der letzten k Messungen genutzt.

Konfiguration der Ausführungsrahmenbedingungen Beim Messprozess wird zwi-
schen kontrollierten Variablen (bspw. der Ausführungsplattform, der Heapgröße und den
Compileroptionen), Zufallsvariablen (Zeit zwischen Hardwareinterrupts oder Thread-
scheduling) und ggf. unkontrollierten Variablen (bspw. Linkingreihenfolge) unterschieden
[KJ13]. Unkontrollierte Variablen im Messprozess sollten vermieden werden, bspw. kann
die Linkingreihenfolge durch zufällige Anordnung in eine Zufallsvariable umgewandelt
werden.

Im Kontext dieser Arbeit werden die Ausführungsplattform und Konfigurationen,
bspw. die Heapgröße, beim Performanzvergleich stets konstant gehalten. Die Linkin-
greihenfolge muss bei JVM-Ausführungen nicht beachtet werden, da kein Linking statt-
findet. Die Reihenfolge von Bibliotheken im Classpath ist durch Buildtools bereits fest
vorgegeben.

Neben der Wiederholung des Workloads bis zum Erreichen des stationäre Zustands
ist es möglich, u. a. durch Deaktivierung, sofortige Ausführung oder Replay der Kom-
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pilierung [GEB08], die nichtdeterministischen Einflüsse zu kontrollieren. Diese Ansätze
wurden nicht verfolgt, da sie hohen manuellen Overhead für die Konfiguration erfor-
dern, und es notwendig machen, die Ansätze für spezielle Workloads anzupassen und es
dennoch unmöglich ist, damit nichtdeterministische Effekte außerhalb der VM-Ebene,
bspw. durch das Betriebssystem, zu vermeiden.

2.3.2 Messwertanalyse

Um zu entscheiden, ob eine Performanzänderung vorliegt, müssen durch die Messung
ermittelte Stichproben von Zufallsvariablen verglichen werden. Hierfür werden verschie-
dene statistische Tests eingesetzt [GBE07]. Im Folgenden werden statistische Tests im
Allgemeinen, der T-Test, der Konfidenzintervallvergleich und weitere statistische Tests
vorgestellt.

Statistische Tests Statistische Tests (auch: Hypothesentests, Signifikanztests) bewer-
ten, ob eine Hypothese korrekt ist. Einzelne Messwerte ergeben dabei eine Stichprobe, die
aus der Grundgesamtheit gezogen wird [JP15, Seiten 21ff]. Die statistischen Parameter
der Grundgesamtheit sind in der Regel unbekannt und werden durch die Stichproben-
statistik angenährt, bspw. beschreibt der Mittelwert µ den Mittelwert der Stichprobe
und nicht notwendigerweise den Mittelwert der Grundgesamtheit. Da der Mittelwert
der Grundgesamtheit erst nach dem Ausführen aller möglichen Experimente bestimmt
werden kann, ist seine exakte Bestimmung in der Regel unmöglich.

Um zu prüfen, ob zwei Verteilungen der gleichen Stichprobe unterliegen, wird die
Nullhypothese H0 und eine Alternativhypothese H1 aufgestellt. Die Nullhypothese for-
dert dabei, dass die Grundgesamtheiten der zugrundeliegenden Zufallsvariablen gleich
verteilt sind und die Alternativhypothese, dass die Grundgesamtheiten unterschiedlich
verteilt sind [JP15, Seiten 34ff].

T-Test Der Begriff T-Test wird genutzt, um verschiedene Tests zu bezeichnen, die
u. a. die Verteilung der Grundgesamtheit von normalverteilten und unabhängigen Stich-
proben miteinander vergleichen [JP15, Seite 41]. Im Kontext dieser Arbeit bezeichnet
der T-Test den unabhängigen T-Test, bei dem die Erwartungswerte zweier voneinander
unabhängiger Stichproben miteinander verglichen werden.

Der T-Test vergleicht die Stärke der Unterschiede zwischen den Stichproben mit der
Abweichung innerhalb der Stichproben. Die Prüfgröße t, die ein Maß dafür ist, wie un-
wahrscheinlich die Nullhypothese H0 ist, d. h. dass die Grundgesamtheiten der beiden
Stichproben den gleichen Erwartungswert aufweisen. Diese wird folgendermaßen berech-
net:

t =
µ1 − µ2√
s2p
n1

+
s2p
n2

(1)

mit der gewichteten Varianz
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s2
p =

(n1 − 1)s2
1 + (n2 − 1)s2

2

n1 + n2 − 2
(2)

wobei s1 und s2 die Standardabweichungen und n1 und n2 die Anzahl der Werte der
Stichproben beschreiben [Fie13, Seiten 334ff].
Die Nullhypothese, also die Annahme, dass die Grundgesamtheiten der beiden Stich-

proben den gleichen Erwartungswert haben, wird mit einer Irrtumswahrscheinlichkeit
(auch: Signifikanzniveau) α abgelehnt, wenn

|t| > t(1− 1

2
α, n+m− 2) (3)

d. h. wenn der ermittelte t-Wert betragsmäßig größer als der Wert der t-Verteilung
mit den Freiheitsgraden n+m− 2 von 1− 1

2
α ist.

Eine Voraussetzung für die Anwendung des T-Tests ist, dass die zugrundeliegenden
Grundgesamtheiten normalverteilt sind [JP15, Seite 50]. Der zentrale Grenzwertsatz be-
sagt, dass sich die Verteilung der Summe einer ausreichend großen Anzahl von unab-
hängig und identisch verteilten Zufallsvariablen einer Normalverteilung annähert [KJ13].
Aus diesem Grund wird bei Auswertungen von Performanzmessungen in der Regel ab 30
Messungen von einer Normalverteilung ausgegangen und der T-Test angewandt [GBE07].

Sofern diese Annahme in Einzelfällen nicht zutreffend sein sollte, steigt die Wahr-
scheinlichkeit einer Ablehnung der Nullhypothese [JP15, Seite 50].

Konfidenzintervallvergleich Georges et al. [GBE07] empfehlen den Einsatz des Konfi-
denzintervallvergleichs, um festzustellen, ob zwei Messungen unterschiedlich sind. Dabei
wird das α-Konfidenzintervall, d. h. das Intervall, in dem mit Wahrscheinlichkeit α der
Mittelwert der Grundgesamtheit liegt, bestimmt [Fie13, Seite 45]. In der Regel wird hier-
bei davon ausgegangen, dass der zentrale Grenzwertsatz gilt und deshalb die Mittelwerte
der Messwerte normalverteilt sind.

Weitere Tests Für die Performanzanalyse werden in der Literatur weitere Tests ein-
gesetzt. Der Mann-Whitney-Wilcoxon-Rangsummentest [BBH+16; CGT+14; JHHF09]
[Fie13, Seiten 541ff] kann ebenfalls eingesetzt werden, um zu entscheiden, ob sich zwei
Stichproben signifikant unterscheiden. Der Mann-Whitney-Wilcoxon-Rangsummentest
hat keine Anforderungen über die Unabhängigkeit der Messwerte hinaus, fordert al-
so keine Normalverteilung der Grundgesamtheiten. Der Kolmogorov-Smirnov-Test kann
eingesetzt werden, um zu entscheiden, ob die Grundgesamtheit einer Stichprobe als nor-
malverteilt angenommen werden kann [HCT14].

2.4 Messung in künstlichen Umgebungen

Um Software vor der Produktivstellung zu überprüfen, wird deren Performanz in künst-
lichen Ausführungsumgebungen geprüft. Dazu sind Benchmarks, Lasttests und Perfor-
manztests in der Praxis verbreitet. Diese werden im Folgenden dargestellt.
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2.4.1 Benchmarking

Benchmarks dienen dazu, die Performanz von verschiedenen Systemen zu vergleichen
[SK08]. Die Performanz eines Systems kann dabei sowohl durch Probleme in der Soft-
ware, CPU-Zeit oder andere Hardwareressourcen begrenzt werden. Durch die standar-
disierten Benchmarks wird es möglich, die Performanz verschiedener Hardware- und
Softwareanbieter zu vergleichen.

Nach Huppler [Hup09] sind gute Benchmarks (1) relevant für eine Zielgruppe, (2) mit
denselben Ergebnissen wiederholbar, (3) fair gegenüber verschiedenen Herstellern, (4) ve-
rifizierbar, d. h. es sollte sicher sein, dass tatsächlich das angestrebte System getestet
wird, und (5) ökonomisch, d. h. das Experiment kann mit für die Ziele verhältnismäßi-
gen Kosten ausgeführt werden.

Benchmarking wird als wissenschaftliche Methode zur Evaluierung neuer Ansätze ein-
gesetzt [Has21]. Die Anforderungen an Benchmarks entsprechen dabei den durch Huppler
definierten Anforderungen und sind durch die ACM als empirische Standardmethode im
Software Engineering anerkannt.20
Verbreitet ist die Benchmarksammlung der SPEC (Standard Performance Evaluation

Corporation21), die verschiedene realitätsnahe Anwendungen, bspw. einen C-Compiler
und OpenGL Graphiksysteme, testet. Bekannt ist ebenfalls die DaCaPo-Benchmark-
sammlung [BGH+06]. Darüber hinaus existiert mit MooBench ein Benchmark, der den
Overhead von Monitoringtools vergleicht [WEH15]. Um Benchmarks mit einer stan-
dardisierten Ausführungsumgebung ausführen zu können, wurde das jmh-Framework
geschaffen. Die drei Benchmarks und Benchmark-Ausführungsumgebungen werden im
Folgenden beschrieben.

SPEC-Benchmarks Die SPEC veröffentlicht und wartet eine Reihe von Benchmarks,
u. a. für den Vergleich der Performanz verschiedener CPUs, Festplatten in Servern und
Java-Implementierungen. Für den Vergleich von Java-Implementierungen bietet bspw.
der SPECjvm®200822 die Möglichkeit, verschiedene Java Runtime Environments (JRE)
zu vergleichen, wobei der Fokus auf prozessor- und speicherintensivem Workload liegt.
Der SPECjvm ist frei verfügbar und verwendet eine eigene Benchmarkumgebung23.

DaCaPo Die DaCaPo-Benchmark-Suite24 wurde erstellt, um verschiedene reale An-
wendungen abzubilden und einfache Benutzbarkeit des Benchmarks sicherzustellen. Sie
besteht aus elf verschiedenen Benchmarks, die jeweils reale Anwendungsfälle prüfen, u. a.
basierend auf der Entwicklungsumgebung eclipse25, der relationalen Datenbank hsqldb26

20Website des Benchmarkings in den empirischen Standards: https://github.com/acmsigsoft/
EmpiricalStandards/blob/master/docs/Benchmarking.md

21https://www.spec.org, früher Systems Performance Evaluation Cooperative
22https://www.spec.org/jvm2008/
23https://github.com/connorimes/SPECjvm2008/tree/master/src/spec/harness
24https://github.com/dacapobench/dacapobench
25https://www.eclipse.org/ide/
26https://hsqldb.org/
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und dem XSLT-Prozessor27 xalan28. DaCaPo verwendet, ähnlich wie SPECjvm®2008 ei-
ne eigene Benchmarkingumgebung.29 Die Benchmarkingumgebung prüft, ob die Checks-
ummen der Standardausgabe und der Standardfehlerausgabe gleich sind, um die korrekte
Ausführung des Benchmarks sicherzustellen. Darüber hinaus organisiert sie die Wieder-
holung der Benchmarks, die Konfiguration der Größe des Workloads und die Ausführung
einer Aufwärmphase.

MooBench MooBench ermöglicht es, den Overhead verschiedener Monitoringframe-
works zu vergleichen [WEH15]. Monitoringoverhead beeinflusst Messwerte durch den
Zeitverbrauch der Zeitmessung selbst und der Verwaltung der Messwerte. Durch die Ver-
änderung des Programmverhaltens können auch nichtdeterministische Entscheidungen,
bspw. der JIT-Kompilierung sowie der Speicheraufbau verändert werden, was wiederum
Einfluss bspw. auf Cache Misses haben kann [WFH14; HKLT16a]. Der Monitoringover-
head sollte daher so niedrig wie möglich sein.

In MooBench wird daher jeweils der Overhead gemessen, der entsteht, wenn eine
Methode durch verschiedene Frameworks gebenchmarkt wird. Die Methode ruft dabei
solange System.nanoTime() auf, bis die geplante Methodenausführungsdauer beendet ist.30
MooBench benutzt ähnlich wie die anderen Umgebungen eine eigene Benchmarkingum-
gebung.31

Benchmarkingumgebung Die Ausführung von Benchmarks erfordert, wie von Hupp-
ler [Hup09] dargestellt, Wiederholbarkeit und Ökonomie. Um wiederholbare Messwerte
zu erzeugen, müssen in der Regel Messungen wiederholt und anschließend statistische
Kennzahlen ermittelt werden [GBE07]. Zur ökonomischen Erfassung der Messwerte ist
ein möglichst früher Abbruch der Messungen notwendig. Darüber hinaus ist eine Verwal-
tung der Messdaten notwendig. Die Benchmarkingumgebungen der genannten Bench-
marks ermöglichen dies; dabei handelt es sich allerdings um Reimplementierungen ähnli-
cher Funktionalitäten. Um diese Reimplementierungen zu verhindern, existiert mit dem
jmh-Framework32 ein in der Praxis verbreitetes Werkzeug für Performanzbenchmarks.
jmh unterstützt die neben der Benchmarkausführung auch die Ursachensuche mittels
perfasm, mit dem sich der Zeitverbrauch einzelner Funktionen Assemblerkommandos
zuweisen lässt. Hierfür wird das perf -Tool des Linuxkernels verwendet.
Das Benchmarkingframework caliper33 verfolgt ähnliche Ziele, wurde aber primär für

Blockchain-Anwendungen implementiert.

27Extensible Stylesheet Language Transformation: XSLT ist eine XML-basierte Sprache, die die Defi-
nition von Verarbeitungsschritten für XML-Dokumente ermöglicht.

28https://xalan.apache.org/
29https://github.com/dacapobench/dacapobench/tree/master/benchmarks/harness
30https://git.se.informatik.uni-kiel.de/kieker/moobench/blob/master/src/mooBench/

monitoredApplication/MonitoredClassSimple.java
31https://git.se.informatik.uni-kiel.de/kieker/moobench/tree/master/src/mooBench/benchmark
32http://openjdk.java.net/projects/code-tools/jmh/
33https://github.com/hyperledger/caliper.git
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Benchmarks können genutzt werden, um die Performanz regelmäßig im Buildprozess
zu messen. Vor allem wird hier jmh genutzt, bspw. in ReactiveJava34, jetty und fast-
json35. In wissenschaftlichen Arbeiten wurden auch selbst implementierte Benchmar-
kingumgebungen genutzt, u. a. im bereits genannten MooBench [WEH15] und in den
Benchmarks der Datenbank Cassandra [GLB19]. Ergebnisse lassen sich von CI-Servern
verwalten, bspw. durch Einsatz des Benchmark-36 oder des Performance-Plugins37 in
Jenkins.

2.4.2 Lasttests

Lasttests simulieren das Nutzerverhalten in einer reproduzierbaren Art [SK08], wobei in
der Regel der gleichzeitige Zugriff mehrerer Nutzer simuliert wird. Um die Performanz
mit einem Lasttest zu messen, wird das System einem definierten Workload ausgesetzt.
Workloads sind dabei eine Menge von Systemeingaben über einen Zeitraum [CP18].
Lasttestausführung ist in der Praxis etabliert und wird von verschiedenen Praxishand-
büchern beschrieben, u. a. [Axe18; AM05; Mol09]. Im Folgenden wird auf Lasttestarten,
typische Komponenten von Lasttestwerkzeugen und anschließend auf Workloadgenerie-
rung eingegangen.

Lasttestarten Je nach Ziel der Messungen werden in der Praxis folgende Lasttestarten
ausgeführt [Mol09, S. 38–40]:

• Baselinetest: Der Baselinetest schafft einen Vergleichspunkt für zukünftige Tests
und misst typischerweise die Antwortzeit.

• Lasttest: Beim klassischen Lasttest wird das System typischen, realitätsnahen
Lasten ausgesetzt, um Antwortzeit, Verfügbarkeit und Durchsatz zu bestimmen.

• Stresstest: Sofern die obere Grenze der Lastgröße bestimmt werden soll, wird
mittels eines Stresstests so viel Last erzeugt, dass das System die Performanzan-
forderungen nicht mehr erfüllt.

• Stabilitätstest/Soaktest(dt. Einweichtest): Der Stabilitätstest sucht nach Pro-
blemen, die nur nach längerem Betrieb auftreten, bspw. sofern ein Memoryleak
vorhanden ist.

• Smoketest (dt. Rauchtest): Der Rauchtest prüft, ob eine geänderte Komponente
ein geändertes Verhalten verursacht. Der Begriff orientiert sich am Testen von
Hardwarekomponenten, bei dem Rauch nach dem Austausch einer Komponente
Probleme aufzeigte.

• Isolierungstest: Sofern eine Problemursache identifiziert werden soll, werden aus-
gewählte Transaktionen erneut ausgeführt.

34https://github.com/ReactiveX/RxJava
35https://github.com/alibaba/fastjson
36https://plugins.jenkins.io/performance
37https://github.com/jenkinsci/benchmark-plugin
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Komponenten von Lasttestwerkzeugen Werkzeuge für die Ausführung von Last-
tests bestehen in der Regel aus vier Komponenten: (1) dem Skriptmodul, mit dem die
Workloads spezifiziert werden und mit dem ggf. Workloads vom Livebetrieb aufgenom-
men werden können, (2) dem Lastinjektor, der die Last generiert, normalerweise von
verschiedenen Servern, (3) dem Testmanagementmodul, in dem Testsessions erstellt und
ggf. verschiedene Endnutzeraktivitäten kombiniert werden, um mittels Lastinjektoren
Last zu erzeugen und (4) dem Analysemodul, das graphische Reports oder automati-
sierte Analysen erstellt [Mol09, S. 14].

In der Praxis haben sich verschiedene Werkzeuge etabliert, die diese Komponenten
enthalten [WMSH15]. Dabei existieren sowohl kommerzielle Werkzeuge, bspw. Blazeme-
ter38, HP Load Runner39 und Neotrys Neoload40, als auch quelloffene Werkzeuge, bspw.
JMeter,41 Grinder42 und Gatling43.

Workloadgenerierung Um einen Lasttest ausführen zu können, ist es notwendig, die
Workloads zu definieren. An diese wird die Anforderung gestellt, repräsentativ für das
echte Nutzerverhalten zu sein. Dies erfordert regelmäßige Änderung der Workloads
[CP18].

Workloads können durch manuelle Durchführung der Prozesse und anschließende Aus-
führung (Capture and Replay, CR) oder durch modellbasierte Testansätze generiert wer-
den. Verschiedene Werkzeuge44 ermöglichen die CR-Spezifikation von Workloads. Die
CR-Spezifikation erfordert allerdings das Wissen über typische Nutzerworkloads und
erzeugt Aufwand beim Tester. Rodrigues et al. zeigen in einer Fallstudie, dass CR-
Werkeuge für komplexe Testaufgaben weniger effizient sind als modellbasierte Testan-
sätze.

In modellbasierten Testansätzen werden deshalb aus analytischen Workloadmodellen
oder realen Protokollanfragelisten45 der Ausführung Workloads erstellt. Beispielswei-
se generiert SONG [EYR11] Schreibworkloads für soziale Onlinenetzwerke basierend
auf einem Modell des Nutzerverhaltens und Markov4JMeter [VRH08] probablistischen
Workload aus einem Anwendungs- und einem Nutzerverhaltensmodell. Die Erstellung
der Testskripte kann basierend auf Logs vorheriger Ausführungen automatisiert werden
[VvHS+18].

38https://www.blazemeter.com/
39https://www.microfocus.com/de-de/products/loadrunner-load-testing/overview
40https://www.neotys.de/neoload/overview
41https://jmeter.apache.org/
42http://grinder.sourceforge.net/
43https://gatling.io/
44Bspw. JMeter: https://jmeter.apache.org/usermanual/jmeter_proxy_step_by_step.html und Load-

Ninja: https://loadninja.com/features/record-and-playback/, Abgerufen am 30. 11. 2019, 12:37
45Curiel et al. [CP18] nennen diese Anfragelisten Trace. In dieser Arbeit wird (Ausführungs-)Trace für

die Liste der Methodenausführung verwendet, weshalb stattdessen im Lastgenerierungskontext der
Begriff Protokollanfragelisten genutzt wird.

28

https://www.blazemeter.com/
https://www.microfocus.com/de-de/products/loadrunner-load-testing/overview
https://www.neotys.de/neoload/overview
https://jmeter.apache.org/
http://grinder.sourceforge.net/
https://gatling.io/


2 Grundlagen

2.4.3 Performanztests

Benchmarks und Lasttests prüfen meist die Performanz des Gesamtsystems. Darüber
hinaus wurden verschiedene experimentelle Ansätze und Werkzeuge entworfen, die die
Performanz von Software mittels Messungen im CI-Prozess überprüfen. Dabei werden
Benchmarks, Lasttests oder selbst definierte Testansätze genutzt. Diese werden im Fol-
genden Performanztests genannt.
Ziel der Performanztests, gelegentlich auch Performanzunittests, ist es, äquivalent zur

Erfassung von funktionalen Fehlern Performanzprobleme durch automatisierte Tests zu
finden. Dabei sollen die Performanztests in der Regel wie Regressionstests funktionieren,
d. h. vor allem signifikante Verschlechterungen der Antwortzeit erkennen [HHF13]. Die
Abgrenzung zu Benchmarks und Lasttests besteht darin, dass bereits im Messframework
die Möglichkeit vorhanden ist, Regressionen zu erkennen. Erweiterungen ermöglichen
es, Benchmarks und Lasttests wie Performanztests einzusetzen. Beispielsweise können
Benchmarks in quelloffenen Projekten in CI-Prozesse integriert werden [SHBT17] und die
MMS Performancesignatur46 erlaubt es, Lasttests regelmäßig im CI-Prozess auszuführen
und deren Ergebnis zu überprüfen.

Stochastic Performance Logic (SPL) [BBK+12; HHK+13] basiert dabei auf der Idee,
dass absolute Zeitangaben für die Performanzmessung von Software nicht sinnvoll sind,
da Entwickler die Performanz nur schwer schätzen können und Performanzmessungen
auf verschiedener Hardware unterschiedlich sind. Deshalb wird in SPL die Performanz
einer Methode gemessen und mit einer anderen Methode für verschiedene Eingabegrö-
ßen verglichen. Dabei kann die Vergleichsmethode auch der Vorgängercommit derselben
Methode sein. Beispielhaft zeigt Listing 1 ein Vergleich von zwei Sortieralgorithmen, wo-
bei die Methode fasterSort gegen java.util.Arrays#sort verglichen wird. Hierbei muss
für die Eingabegrößen 100, 1000 und 10000 fasterSort schneller sein. Die Eingabedaten
werden durch Ziehen aus einer Gleichverteilung von Long-Werten ermittelt.

1 @SPL(
2 methods = "javaSort␣=␣java.util.Arrays#sort(␣long␣[])" ,
3 generators = "data␣=␣SPL␣:␣LongUniform ( ’0;1000 ’)" ,
4 formula = "␣for␣(␣i␣{100␣,␣1000␣,␣10000}␣)␣"
5 + "␣SELF␣[␣data␣](␣i␣)␣ <=(2␣,␣1)␣javaSort␣[␣data␣](␣i␣)"
6 )
7 public void fasterSort ( long [] data ) {
8 // Tested method ...
9 }

Listing 1: Beispiel-SPL-Assertions aus [HHK+13]

Weiterhin können SPL-Performanztests in Dokumentation umgewandelt werden. Da-
durch werden Entwickler stärker für Auswirkungen ihrer Commits auf die Performanz
sensibilisert [HLM+15].

Weiss et al. [WWHM13] definieren die Measurelet API, um Performanz im Buildpro-
zess zu erfassen und anschließend zu prüfen. Innerhalb eines Measurelets wird dabei das
domänenspezifische Vorgehen definiert. Die Ausführungsumgebung und die Kontrolle

46https://github.com/T-Systems-MMS/perfsig-jenkins
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der Messung selbst werden von einem Benchmarkingframework durchgeführt. Sie evalu-
ieren ihren Ansatz für eine JPA-Anwendung47 und identifizieren Performanzprobleme.
Der Ansatz wurde bisher nicht in anderen Domänen angewandt.

Ferme et al. [FP18; FP17] definieren einen weiteren Ansatz, um Performanzmes-
sung und Überprüfung der Messwerte in den Buildprozess zu integrieren. Dabei wer-
den verschiedene Performanztests, u. a. Lasttests, eingangs mit einer domänenspezi-
fischen Sprache definiert, im CI-Prozess ausgeführt und anschließend wird den Ent-
wicklern eine Rückmeldung gegeben. Hierbei wird von einer Microservicearchitektur
ausgegangen, die eine nach außen verfügbare API anbietet. Die Lösung basiert dabei
auf BenchFlow [FIP16], einem Benchmarkingtool für das Benchmarking von BPMN-
Workflowmanagementsystemen.
quiho [JWS+18] bestimmt mittels generierten Microbenchmarks die reale Hard- und

Softwareperformanz der Rechner eines Clusters, die ggf. von der Spezifikation abweicht.
Damit wird ein abgeleitetes Ressourcennutzungsprofil erstellt, das für einzelne Features
jeweils die Relevanz für die Gesamtperformanz feststellt. Verändert sich die Relevanz
eines Features in einem neuen Commit stärker als ein Grenzwert ε, hat eine Regression
stattgefunden. Die Regression hängt dann mit dem relevantesten Feature zusammen,
dessen Relevanz sich geändert hat. Damit konnten Performanzverschlechterungen u. a.
in MariaDB gefunden werden.

Laaber [Laa19] arbeitet daran, Softwaremicrobenchmarks (SMBs) in CI-Prozesse zu
integrieren. Dabei ist das Ziel, diese in Cloudumgebungen verlässlich auszuführen und
durch Benchmarkpriorisierung die Ausführungszeiten zu reduzieren. PerfDiff [KIZ+14]
misst die Performanz von Testfällen mittels gprof. Die Bestimmung der Performanz-
unterschiede erfolgt durch Pre-Commit-Hooks, d. h. nach jedem Commit ausgeführte
Skripte, in git.

Es existieren darüber hinaus verschiedene für die Praxis einsatzbereite Werkzeuge,
die Performanzunittests ermöglichen, u. a. JUnitPerf48, JUnitBench49, ContiPerf50 und
Caliper [BGB+16]. Die Ansätze zeichnen sich dadurch aus, dass sie in der Regel von den
Entwicklern in verwandten Projekten eingesetzt werden und bisher keine Verbreitung wie
bspw. JUnit im Unittestumfeld erreichen konnten [SHBT17; LB17]. Nach der Studie von
Leitner und Bezmer [LB17] nutzen von den quelloffenen Projekten, die Performanztests
enthalten, 51% JUnit, 50% standalone Java-Programme und nur 16% Frameworks wie
jmh oder Caliper. Nach der Studie von Stefan et al. [SHBT17] nutzen weniger als 0,4%
aller quelloffenen Projekte eines der Frameworks Caliper, ContiPerf, Japex, jmh oder
JUnitPerf, wobei jmh mit 0,28% am verbreitetsten ist.

47Jakarta Persistence API ist eine Schnittstelle für die Abbildung von Objekten in relationalen Daten-
banken. Sie wird u. a. von Hibernate (https://hibernate.org/) implementiert.

48https://github.com/noconnor/JUnitPerf
49https://github.com/tpounds/junitbench
50https://github.com/lucaspouzac/contiperf
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2.5 Messung in realen Umgebungen: Monitoring

In diesem Kapitel wird eingangs ein Überblick über Monitoring gegeben. Anschließend
wird die technische Umsetzung und die konkrete Implementierung verschiedener Moni-
toringwerkzeuge dargestellt.

2.5.1 Überblick

Monitoring dient der Sammlung von Informationen über die Ausführung eines Pro-
gramms während seiner Produktivausführung unter realen Bedingungen51. Monitoring
kann neben der Erfassung von softwarespezifischen Informationen (bspw. Ausführungs-
dauer einer Methode) der Erfassung von Informationen des Hardwareverhaltens (bspw.
Informationen über CPU-Zustand oder Speicherzustand) erfassen [BvHW+15]. Neben
dem Monitoring auf System- und Anwendungsebene kann ein Fokus auf Monitoring
verteilter Anwendungen gelegt werden [HvHMO17].

Profiling bezeichnet die Anwendung von Monitoringanwendungen auf individuelle Pro-
gramme während des Entwicklungsprozesses [SK08, S. 231] und wird vor allem dafür ge-
nutzt, um die performanzkritischen Stellen eines Programms zu finden oder Aufrufpfade
zu extrahieren. Hierfür werden detaillierte Ausführungsinformationen während der in
der Regel lokal erfolgenden Ausführung eines Programms erfasst. Da es sich nicht um
Produktivsysteme handelt, ist damit auch ein höherer Monitoringoverhead akzeptabel.
Dabei werden in der Regel generierte Workloads verwendet [Wal15]. In der Literatur
werden Monitoring und Profiling graduell unterschiedlich verwendet: Während Waller
[Wal15] Monitoring als die Messung von Produktivsystemen ansieht (s. o.), ist Profiling
aus Sicht von Bulej [Bul07] das Erfassen von detaillierten Informationen.

Im Folgenden wird Monitoring als technischer Prozess der Sammlung von Informa-
tionen über die Ausführung eines Programms während seiner Ausführung betrachtet
und Profiling als der Teil des Softwareentwicklungsprozesses, in dem performanzkriti-
sche Stellen eines Programms unter Zuhilfenahme von Monitoringanwendungen für in-
dividuelle Programme manuell identifiziert werden. Monitoring wird dabei in der Regel
während des Produktivbetriebs verwendet. Monitoringwerkzeuge können dennoch auch
während des Testbetriebs genutzt werden.

In der Praxis sind eine Reihe von Werkzeugen für Monitoring etabliert. Einen Über-
blick über Werkzeuge gibt der jährlich erscheinende Gartner’s Magic Quadrant for Ap-
plication Performance Monitoring [RSG19]. Führende kommerzielle Werkzeuge sind da-
bei Dynatrace,52 AppDynamics53 und New Relic54. Dabei wird bewertet, inwiefern die
Werkzeuge folgende Anforderungen unterstützen:

1. Digital Experience Monitoring: Die Qualität der Benutzungserfahrung einer An-
wendung, sowohl für menschliche als auch für digitale Nutzer soll erfasst werden.

51„A software tool used to collect information about the execution of a software system during its live
operation under real conditions.“ [Wal15]

52https://www.dynatrace.de/
53https://www.appdynamics.com/, Teil von Cisco
54https://newrelic.com/
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2. Anwendungserkennung, -tracing und -diagnose (engl. Application discovery, tra-
cing and diagnostics): Die Erkennung von Webservern, die Speicherung von An-
fragen und die Sammlung von Ausführungsdaten von Anwendungen verschiedener
Technologien, u. a. Java- und .NET, zur Erkennung von Performanzproblemen soll-
te unterstützt werden.

3. KI für IT-Betrieb (engl. Artificial Intelligence for IT Operations): Durch den Ein-
satz von Methoden aus den Bereichen Big Data und Maschinelles Lernen wird
der Betrieb von IT-Systemen unterstützt, bspw. indem Anomalien automatisch
erkannt werden.

Die effiziente Erfassung von Ausführungstraces wird derzeitig von verschiedenen Mo-
nitoringwerkzeugen umgesetzt [OvHH+16]. Die Problemdiagnose und Lösung wird von
den Werkzeugen mit unterschiedlichen Ansätzen und in unterschiedlicher Qualität un-
terstützt. Durch eine Vereinheitlichung der Erfassung der Ausführungstraces würde es
möglich werden, Ansätze werkzeugagnostisch und vergleichbar zu erstellen.

OPEN.xtrace definiert deshalb einen offenen Standard für die Erfassung von Mo-
nitoringdaten, der eine Vergleichbarkeit der Werkzeuge ermöglichen würde [OvHH+16].
Darüber hinaus bietet OpenTelemetry55, das aus opentracing56 und OpenCensus57 ent-
stand, eine quelloffene API für das herstellerneutrale Erfassen von Monitoringdaten.

2.5.2 Umsetzung

Die Erfassung von Ausführungsinformationen kann ereignisbasiert, bspw. bei jeder Me-
thodenausführung, oder samplebasiert, d. h. in regelmäßigen Zeitabständen erfolgen. Mo-
nitoring beansprucht Systemressourcen, da die Ausführungsinformationen verwaltet und
ggf. gespeichert werden müssen. Diese Nutzung von Systemressourcen wird Monitoring-
overhead genannt. Bei der samplebasierten Erfassung von Ausführungsinformationen
wird der Monitoringoverhead stark reduziert gegenüber einem vollständig ereignisba-
sierten Monitoring. Um bei der samplebasierten Erfassung ein vollständiges Ausfüh-
rungsprofil zu erhalten, müssen die fehlenden Informationen extrapoliert werden. Die
extrapolierten Ausführungsdauern von Methoden sind ungenau [SK08].

Um Ausführungsinformationen ereignisbasiert zu erfassen, muss das ausgeführte Pro-
gramm geändert werden. Dabei wird Messcode hinzugefügt. Dieser Prozess wird Instru-
mentierung genannt [SK08]. Die Instrumentierung kann auf Instrastruktur-, Anwendungs-
und Geschäftsprozessebene geschehen [Wal15].

Um Java-Anwendungen zu instrumentieren sind drei58 Techniken möglich [Wal15,
S. 56–66]

55https://opentelemetry.io/
56https://opentracing.io/
57https://opencensus.io/
58Waller [Wal15, S. 56-66] unterteilt diese in vier Techniken, wobei er Bytecodeinstrumentierung und

aspektorientierte Programmierung als separate Techniken ansieht. Da Aspekte üblicherweise mit
-javaagent zur Ausführung eines Javaprogramms hinzugefügt werden, werden sie hier als Form der
Instrumentierung betrachtet und in 2. zusammengefasst.
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(1) Der Messquelltext kann manuell durch Änderung hinzugefügt werden.

(2) Der Bytecode kann angepasst werden. Dies kann an der .class-Datei (Kompilierzeit-
instrumentierung oder statische Instrumentierung), beim Laden der .class-Dateien
(Ladezeitinstrumentierung) oder bei der Ausführung (Laufzeitinstrumentierung
oder dynamische Instrumentierung). Eine spezielle Form der Instrumentierung ist
die aspektorientierte Programmierung, bei der Aspekte, d. h. in Java- und AspectJ
definierter Bytecode, durch sog. weben (weaving) in den Quelltext an definierten
Stellen eingefügt wird. Auch die Nutzung anderer Instrumentierungstechnologien
wie ByteBuddy59 ist möglich.

(3) Middlewareüberwachung (engl. Middleware Interception) nutzt Erweiterungspunk-
te der benutzten Middleware, um Messungen durchzuführen, bspw. pre- und post-
processor-Filter in Jakarta Enterprise Edition60 Anwendungen.

Hinzugefügter Quelltext zur Messung wird Monitoringprobe (deutsch etwa: Monitoring-
sonde) genannt.

Um Ausführungsinformationen samplebasiert zu erfassen, kann eine regelmäßige Ab-
frage der Stacktraces, d. h. der Liste der Methoden auf dem Stack der aktuell ausgeführ-
ten Threads, und eine entsprechend konfigurierte Instrumentierung genutzt werden. Eine
regelmäßige Abfrage der Stacktraces wird auch als Sampling bezeichnet. Hierbei können
allerdings nur Stacktraces an Safepoints61 erfasst werden. Dies macht bspw. das Erfassen
von Methoden nach dem Inlining, d. h. dem Verschieben des Methodenbytecodes in eine
andere Methode zur Beschleunigung der Ausführung, unmöglich.

2.5.3 Werkzeuge

Im Rahmen der vorliegenden Arbeit werden Performanzänderungen gemessen und analy-
siert. Hierfür ist das Monitoring einzelner Programmausführungen notwendig. Die kom-
merziellen Werkzeuge bieten lizenzrechtlich nicht die Möglichkeit, in Forschungswerkzeu-
ge integriert zu werden. Ein quelloffenes Werkzeug mit geringem Overhead [RKH21a],
das Monitoring auf Anwendungsebene unterstützt, ist Kieker.62 Daneben unterstützen
verschiedene andere Werkzeuge das Monitoring auf Anwendungsebene. Im Folgenden
wird ein Überblick über diese Werkzeuge gegeben.

Kernanforderungen an Monitoringwerkzeuge sind aus Sicht dieser Arbeit die Erfas-
sung von Ausführungsdauern einzelner Methoden sowie die automatisierbare und kon-
figurierbare Instrumentierung von Ausführungen. Insbesondere die Umsetzung dieser
Anforderungen wird dargestellt.

59https://bytebuddy.net/
60https://jakarta.ee/
61Siehe http://psy-lob-saw.blogspot.com/2015/12/safepoints.html, abgerufen am 1. 9. 2021
62http://kieker-monitoring.net/
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Abbildung 4: Architektur von Kieker, aus [vHoo14]

Kieker Kieker ist ein quelloffenes Werkzeug, das von verschiedenen Universitäten und
im Rahmen verschiedener Promotionen [Wal15; vHoo14; Ehl12; Roh15; Wul19] entwi-
ckelt und weiterentwickelt wurde. Grundkonzepte wurden in Toolpapern beschrieben
[vHWH12; Hv20]. Kiekers grundlegende Architektur ist in Abbildung 4 dargestellt: In
der Monitoringkomponente werden Monitoringdaten erzeugt und verwaltet. Die eigent-
liche Erfassung der Daten erfolgt durch MonitoringProbes, die von MonitoringController
verwaltet werden. Die gesammelten Daten werden als MonitoringRecords durch einen
MonitoringWriter persistiert, bspw. durch den FileWriter in eine Datei. In der Analy-
sekomponente können anschließend die Daten durch einen MonitoringReader eingelesen
und mit verschiedenen Plugins analysiert oder visualisiert werden. Die Plugins stellen
einen einfachen Erweiterungspunkt für die Analyse von Monitoringdaten dar, der auch
in dieser Arbeit genutzt wird. Der OpenTracing-Ansatz [OvHH+16] hat das Ziel, die ak-
tuell Kieker-spezifischen MonitoringRecords zu standardisieren und damit eine Austausch-
barkeit zwischen Monitoringformaten zu ermöglichen. Dies ermöglicht es, verschiedene
Analysewerkzeuge für dieselben Monitoringdaten zu nutzen.

Um Daten erfassen zu können, muss eine Instrumentierung der Anwendung erfol-
gen. Kieker ermöglicht eine manuelle Instrumentierung oder eine automatisierte In-
strumentierung über AspectJ [Pro17, S. 43–48]. Hierfür bietet Kieker eine AspectJ-
Jar und für die Erfassung von Kieker-Messdaten definierte Aspekte. Um diese zu nut-
zen, ist es notwendig, die Java-VM mit dem Kieker-AspectJ-Agenten zu starten (bspw.
-javaagent:kieker-1.13-aspectj.jar) und in einer aop.xml zu spezifizieren, welche Funk-
tionen instrumentiert werden sollen.

1 <!DOCTYPE aspectj PUBLIC " -//AspectJ //DTD//EN\" "http://www.aspectj.org
/dtd/aspectj_1_5_0.dtd">

2 <aspectj >
3 <weaver options="-verbose">
4 <include within="de.example.Example" />
5 </weaver >
6 <aspects >
7 <aspect
8 name="kieker.monitoring.probe.aspectj.operationExecution.

OperationExecutionAspectFull" />
9 </aspects >
10 </aspectj >

Listing 2: Beispiel aop.xml
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Ein Beispiel für eine aop.xml ist in Listing 2 dargestellt: Hier werden alle Methoden
(OperationExecutionAspectFull) der Klasse de.myexample.Example instrumentiert.
Der Monitoringoverhead entsteht hauptsächlich durch die Messung und Datenverar-

beitung, eine deaktivierte Probe verursacht beinahe keinen Overhead [Ehl12, Seite 183].
Aus diesem Grund kann durch das (partielle) Abschalten des Monitorings der Overhead
stark reduziert werden. Kieker ermöglicht das Abschalten von Probes durch zwei Metho-
den: Durch die Angabe der zu aktivierenden bzw. zu deaktivierenden Probes in einer
Datei oder die Steuerung durch JMX [Pro17, S. 23ff].

Ziel des Monitorings ist es oft, Performanzprobleme oder vom Normalfall abweichendes
Verhalten zu erkennen. Daher wurden verschiedene Ansätze entwickelt, um Anomalien
mit Kieker zu erkennen [Ehl12, S. 102–123; WH12].
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Abbildung 5: inspectIT Ocelot Integration

Weitere Werkzeuge Neben Kieker existieren verschiedene quelloffene Werkzeuge zur
Unterstützung des Monitorings von Anwendungen. Diese teilen sich in Werkzeuge zur
Datenerfassung (Alternative zu Kieker.Monitoring) und zur Auswertung des Monitorings
(Alternative zu Kieker.Analysis).

Für die Erfassung verteilter Traces existieren die bereits erwähntenWerkzeuge OpenCen-
sus, OpenTracing und OpenTelemetry. Die Datenerfassung ist darüber hinaus mit ver-
schiedenen wissenschaftlichen Werkzeugen wie SPASS-meter [ES12] möglich.

Für die Analyse der Daten existieren anschließend verschiedene Werkzeuge, u. a. Jae-
ger63, Zipkin64 oder ExploreViz [HKZ20]65.
inspectIT66 ist ein quelloffenes, von der IT-Beratungsfirma NocaTec Consulting GmbH

entwickeltes Monitoringwerkzeug. Es automatisiert die Nutzung von OpenCensus und
plant die Nutzung von OpenTelemetry67. Ergebnisdaten können in gängigen Werkzeugen
wie Jaeger oder Zipkin ausgewertet werden. Diese Integration von inspectIT in beste-
hende Werkzeuge ist in Abbildung 568 zusammengefasst.

63https://www.jaegertracing.io/
64https://zipkin.io/
65https://www.explorviz.net/
66https://www.inspectit.rocks/
67https://www.inspectit.rocks/#roadmap - Planung der OpenTelemetry Migration für Quartal 4

2020, abgerufen am 19. 8. 2020
68Aus: https://inspectit.github.io/inspectit-ocelot/docs/doc1, abgerufen am 19. 8. 2020

15:00
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3 Regressionstestselektion

Die zuverlässige Messung der Performanz ist zeitaufwändig: Nur 62 % aller Projekte
erhalten Messergebnisse für Performanz- und Lasttests in unter vier Stunden [SHBT17].
Dies führt beim Einsatz in CI-Systemen dazu, dass Entwickler erst spät Rückmeldung
über Probleme erhalten und ggf. nicht mehr vor einem Release reagieren können. Darüber
hinaus führt die Ausführung ggf. vieler Performanztests zu einem hohen Ressourcenver-
brauch in Form von Rechenzeit, benutzter Hardware und Strom. Im Kontext von Peass
führt die wiederholte Ausführung aller Tests zu hoher Analysedauer für alle Commits
eines Projekts bzw. zu einem erhöhten Bedarf an benutzter Hardware. Deshalb werden
durch die in dieser Arbeit entwickelte Regressionstestselektion PRONTO (Performance
RegressiON Test selectiOn) die Tests und Commits ausgewählt, in denen eine Perfor-
manzänderung stattgefunden haben kann.

Im Folgenden wird eingangs der Ansatz von PRONTO erläutert. Anschließend wird
erläutert, wie die schnelle Testselektion durch statische Testselektion erfolgen kann (For-
schungsfrage 1a). Darauf basierend wird erläutert, wird durch den Tracevergleich mög-
lichst exakt bestimmt werden kann, ob eine potenzielle Performanzänderung vorliegt
(Forschungsfrage 1b). Daraufhin wird PRONTO gegenüber verwandten Arbeiten evalu-
iert. Abschließend werden verwandte Arbeiten diskutiert.

3.1 Ansatz

In diesem Unterkapitel wird zuerst die Grundidee von PRONTO dargestellt. Daraus
werden die Voraussetzungen für die Anwendung abgeleitet. Anschließend werden der
Aufbau und die Benutzung beschrieben.

3.1.1 Grundidee

Zur Beschleunigung der Performanzmessung soll eine Methode entwickelt werden, um ei-
ne Menge von Tests zu bestimmen, deren Performanz sich in einem untersuchten Commit
gegenüber dem Vorgängercommit geändert haben kann. Dies ist eine Form der Regressi-
onstestselektion. Daher wird zuerst Regressionstestselektion im Allgemeinen eingeführt.
Anschließend wird dargestellt, wie eine Regressionstestselektion für Performanztests auf-
gebaut werden kann.

Regressionstestselektion Bei der herkömmlichen Ausführung von Tests werden al-
le Tests T1, T2, .., Tn in jedem Commit vi ausgeführt, d. h. die ausgeführten Tests von
vi umfassen alle Tests T = {T1,i, T2,i, ..., Tk,i}. Um Messzeit und -ressourcen zu sparen,
können für jeden Commit vi Tests Si ⊆ T selektiert werden, bei denen sich die untersuch-
te Eigenschaft (bspw. funktionale Korrektheit, Performanz) geändert haben kann. Die
nichtselektierten Tests Ni = T \ Si, bei denen sich die untersuchte Eigenschaft nicht ge-
ändert haben kann, werden dann nicht ausgeführt. Die selektierten Tests Si werden auch
die modifizierungsaufzeigenden Tests (engl. modification-revealing test cases) genannt.
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Ziel der Regressionstestselektion ist es, die Testcommitpaare Tk,i ∈ Si zu ermitteln, d. h.
die Tests Tk die in Commit vi ausgeführt werden [YH12].

Regressionstestselektion für Performanztests Die Performanz einer Software ergibt
sich aus der Hardware, der Ausführungsumgebung wie Betriebssystem, Virtueller Ma-
schine und deren Konfigurationen, dem Quelltext der Software mit allen Konfigurationen
und dem Lastprofil. Bei der wiederholten Ausführung von Unittests, wie in Peass, ergibt
sich das Lastprofil durch die Definition der Tests, d. h. das Lastprofil ist ein Teil des
Quelltexts der Software. Abbildung 6 zeigt die Einflussfaktoren für Performanztests.

Um Performanzänderungen, die durch den Quelltext bei gleichem Lastprofil verursacht
werden, zu finden, werden alle anderen Einflussfaktoren konstant gehalten. Dies gilt
in Peass. Darüber hinaus gilt es auch bei kontinuierlich ausgeführten Lasttests und
Benchmarks, sofern diese nicht Performanzänderungen durch andere Einflussfaktoren
wie geänderte Konfigurationen prüfen sollen.

Testspezifikationen
Commit i− 1

T1,i−1 T2,i−1 ... Tn,i−1

Quelltexti−1

Klasse 1i−1 Klasse 2i−1
...

Testspezifikationen
Commit i

T2,i T2,i ... Tn,i

Quelltexti

Klasse 1i Klasse 2i ...

Virtuelle Maschine (bspw. JVM)

Betriebssystem

Hardware

Abbildung 6: Ausführung verschiedener Softwarecommits in Peass

Sind bis auf den Quelltext alle Einflussfaktoren der Performanz konstant, so kann sich
die Performanz eines Tests Tk,i in einem Commit vi im Vergleich zum Vorgängercommit
vi−1 nur ändern, wenn sich der aufgerufene Quelltext ändert. Grundidee von PRONTO
ist daher, dass ein Test genau dann selektiert wird, wenn sich der aufgerufene Quelltext
geändert haben kann. Um zu bestimmen, ob sich der aufgerufene Quelltext während
der Performanzmessung ändert, wird bestimmt, ob sich der aufgerufene Quelltext bei
einmaliger Ausführung ändert.

38



3 Regressionstestselektion

3.1.2 Voraussetzungen

Die Methode PRONTO kann für die Selektion von Performanztests angewandt werden,
wenn:

(1) Performanztests aus der Wiederholung von gleichen Workloads w0, w1, ..., wn be-
stehen.

(2) Performanztests deterministisch sind, d. h. die mehrfache Ausführung des gleichen
Workloads zum gleichen Kontrollfluss führen.

Die Anwendung von PRONTO ist nur dann sinnvoll, wenn mindestens ein Perfor-
manztest existiert, der nur Methoden eines Teils des Quelltextes misst, d. h. abdeckt.
Decken alle vorhandenen Tests den gesamten Quelltext ab, werden immer alle Tests
selektiert.

Daraus ergeben sich drei Typen von Anwendungsfällen: Anwendungsfälle, in denen
PRONTO anwendbar ist, Anwendungsfälle, in denen PRONTO durch konzeptuelle Er-
weiterungen anwendbar wäre und Anwendungsfälle, in denen PRONTO generell nicht
anwendbar ist. Diese werden im Folgenden dargestellt.

Anwendbar Peass vergleicht die wiederholte Ausführung von transformierten Unit-
tests in verschiedenen Commits. Diese decken in der Regel nur Teile des Quelltexts ab.
Darüber hinaus sind sie in der Regel deterministisch und nicht von externen Konfigu-
rationsdateien abhängig. PRONTO ist damit in Peass anwendbar. Die Methode von
PRONTO ist darüber hinaus anwendbar für Benchmarks, bspw. jmh-Benchmarks,
die bspw. auf CI-Servern nach jedem Commit ausgeführt werden, sofern kein Nichtde-
terminismus in den Benchmarks auftritt. Dies ist ebenfalls implementiert [RKH21b].
Da der Fokus auf der Arbeit auf der Messung transformierter Unittests liegt, wird im
Folgenden die Implementierung der Regressionstestselektion für Unittests dargestellt.

Anwendbar mit konzeptuellen Erweiterungen Bei kontinuierlich ausgeführten
Lasttests ist die Methode PRONTO in der aktuellen Form nicht anwendbar. Da das
Threadscheduling für die Bearbeitung der Anfragen der Lasttests nichtdeterministisch
ist, würde die Wiederholung der einmaligen Ausführung desselben Testfalls nicht als
gleich erkannt werden, auch, wenn die Kontrollflüsse für die gleiche Anfrage gleich sind.
Um PRONTO auf Lasttests anzuwenden, wäre es notwendig, die Ausführungstraces
jeweils gleicher Anfragen separat zu betrachten und aufeinander abzubilden.

Auch wenn Konfigurationen, die nicht Bestandteil des Quelltextes sind (bspw. Da-
tenbankkonfigurationen, die als XML-Dateien vorliegen), zu geändertem Programm-
verhalten führen, ist PRONTO in der aktuellen Implementierung nicht anwendbar.
Hierfür wäre es notwendig, die Konfigurationsdateien in ihrem jeweiligen Kontext zu
analysieren und die beeinflussten Bestandteile des Quelltextes zu identifizieren.
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Nicht anwendbar PRONTO kann generell nicht angewandt werden, wenn die Mehr-
fachausführung zu einem geänderten Kontrollfluss führt, bspw. wenn nichtdeterminis-
tische Ausführungen im Quelltext enthalten sind oder bei Stresstests, bei denen
abweichendes Verhalten durch hohe Last untersucht wird. Darüber hinaus ist der Einsatz
von PRONTO nicht sinnvoll, wenn ein großer Benchmark den gesamten oder beinahe den
gesamten Quelltext einer Anwendung abdeckt, da in diesem Fall jeder Commit selektiert
würde.

3.1.3 Zweistufiger Prozess

Um schnell zu ermitteln, wo potenziell eine Performanzänderung vorliegen kann, wird
zuerst eine statische Testselektion ausgeführt. Dabei wird basierend auf der Analyse des
Quelltextes und vorher ermittelten Aufrufrelationen festgestellt, ob eine Performanzän-
derung vorliegen kann. Dies wird in Unterkapitel 3.2 dargestellt.

Eine exaktere und aufwändigere Methode, um zu bestimmen, ob eine Performanzän-
derung für ein Testcommitpaar Tk,j vorliegen kann, bietet der Tracevergleich. Dabei wird
ermittelt, ob sich der Quelltext einer aufgerufenen Methode oder die nach der Startzeit
geordnete Liste der Ausführung der Methoden, der sog. Ausführungstrace, im Vergleich
zum Vorgängercommit geändert wurde. Da die durch den Tracevergleich ermittelten
Testcommitpaare eine Untermenge der statisch selektierten Testcommitpaare sind, wird
der Tracevergleich nur auf die bereits statisch selektierten Testcommitpaare angewandt.
Der Tracevergleich wird in Unterkapitel 3.3 dargestellt.

3.2 Statische Testselektion

Im Folgenden wird zuerst definiert, welche Änderungen durch die statische Testselektion
selektiert werden können. Anschließend wird beschrieben, mit welchem Prozess die Än-
derungen selektiert werden. Abschließend wird auf die Implementierung des Prozesses
eingegangen.

3.2.1 Selektierte Änderungen

Eine Ausführung eines Tests ist zeitaufwändig. Um schnell zu bestimmen, ob eine po-
tenzielle Performanzänderung vorliegt, ist nur eine statische Analyse des Quelltextes
möglich. Die Performanz eines Testcommitpaares Tk,i in Commit vi kann sich ändern,
wenn sich das Verhalten einer aufgerufenen Methode ändert. Bleibt das Verhalten aller
Methoden gleich, kann eine Performanzänderung unter den genannten Voraussetzungen
(Kapitel 3.1.2) nicht auftreten. Im Folgenden wird zuerst dargestellt, wie in Java mit
statischer Analyse die Menge von Testcommitpaaren bestimmt wird, deren Verhalten
sich geändert haben kann. Anschließend wird dies an einem Beispiel erläutert.

Statisch selektierbare Quelltextänderungen in Java Methoden sind in Java Teil
von Entitäten. Dies können Klassen, Aufzählungen (enum) oder Schnittstellen (interface)
sein. Methodeninterne Änderungen sind dabei Änderungen innerhalb des Quelltexts der
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Methode und entitäteninterne Änderungen sind Änderungen am Quelltext einer Klasse,
der sich jedoch nicht in einer Methode befindet (bspw. geänderte Initialisierungen für
Instanzvariablen oder Klassenvariablen). Das Verhalten einer Methodem in der Entität c
kann sich im Vergleich zum Vorgängercommit ändern, wenn

(1) in der Methode m selbst eine interne Änderung stattgefunden hat,

(2) eine entitäteninterne Änderungen in der Entität c, oder

(3) eine entitäteninterne Änderungen in der Super-Entität, bspw. Superklasse, von c,
eine Änderung der Vererbungshierarchie, eine entitäteninterne Änderung in einer
importierten oder im selben Package befindlichen Entität stattfindet.

Andere Änderungen, bspw. neu hinzukommende Methoden in nicht aufgerufenen En-
titäten, neue Entitäten oder Änderungen in nicht aufgerufenen Entitäten, können das
Verhalten des Testfalls nicht ändern.

TestA
testA1

ClassA
1 methodA

ClassB
2 methodB

ClassC
methodC

ClassE
methodE

ClassD
3 methodD

Abbildung 7: Beispiele für Änderungen, die eine Testausführung hervorrufen

Der Aufrufbaum in Abbildung 7 verdeutlicht diese Fälle. Eine Performanzänderung
des Tests TestA.testA1 kann auftreten, wenn Änderungen

1 in direkt aufgerufenen Methoden, bspw. ClassA.methodA,

2 in Klassen, bspw. ClassB.methodB, oder

3 in transitiv aufgerufenenen Methoden, bspw. ClassD.methodD

vorliegen. Jede Änderung führt einzeln zu einer Selektion von TestA.testA1. Eine Ände-
rung in der nicht aufgerufenen ClassE.methodE führt hingegen nicht zu einer Änderung
des Verhaltens des Testfalls, ebenso wie neu definierte Entitäten oder Änderungen in
nicht aufgerufenen Methoden der vorhandenen Entitäten.
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Beispiel Listing 3 zeigt beispielhaft Java-Quelltext für mögliche Änderungen: Eine
Performanzänderung des Tests TestA.testA1 kann erfolgen, wenn eine aufgerufene Me-
thode, also TestA.testA1 selbst oder ClassA.methodA1 aufgerufen wird (1). Darüber hinaus
könnte eine Änderung von Initialisierungen – bspw. der Initialisierungswert der Variable
var zu einer Veränderung der Geschwindigkeit führen, da darauffolgend andere Pfade
der Methode ausgeführt werden können (2). Weiterhin kann eine Veränderung der Su-
perklasse Sub zu Other dazu führen, dass sich die Performanz ändert, bspw. wenn ein
Ressourcenaufwändiger Konstruktor hinzugefügt wird (3).
1 class TestA {
2 @Test
3 public void testA1 () {
4 new ClassA (). methodA1 (); }
5 }
6 class ClassA extends Sup {
7 static int var = 3;
8 static int var2 = 5;
9 public void methodA1 () {
10 var ++;
11 if (var == 4)
12 System.out.println("4!");
13 }
14 public void methodA2 () {
15 var ++;
16 }
17 }

class TestA {
@Test
public void testA1 () {
new ClassA (). methodA1 (); }

}
class ClassA extends Other {
static int var = 4;
static int var2 = 5;
public void methodA1 () {
var ++; var++; var++
if (var == 4)
System.out.println("4!");

}
public void methodA2 () {
var ++;

}
}

Listing 3: Statisch selektierte Änderungen

Eine Änderung in der nicht aufgerufenen Methode ClassA.methodA2 kann hingegen nicht
zu einer Änderung der Performanz führen.

3.2.2 Prozess

Um zu bestimmen, ob ein Testcommitpaar Tk,i selektiert wird, müssen zwei Informatio-
nen vorhanden sein:

• Die Quelltextunterschiede zwischen vi und vi−1 müssen bekannt sein, d. h., dass
für jede Entität und jede Methode bekannt ist, ob eine Änderung vorliegt.

• Die Abhängigkeiten des Tests d(Tk,i) müssen für jeden Test Tk,i in Commit vi
bekannt sein. Dabei ist die Menge der Abhängigkeiten d(Tk,i) = {C1.m1, C1.m2, ..}
die Menge der Methoden, die von T mindestens einmal aufgerufen wird.

In dem Beispiel aus Listing 3 sind in Commit v1 die Abhängigkeiten

d(TestA.testA1, v1) = {TestA.testA1, Class.methodA1}

und es existiert eine entitäteninterne Änderung in ClassA. Da in ClassA eine entitätenin-
terne Änderung besteht, muss die methodeninterne Änderung in methodA1 nicht separat
betrachtet werden.
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Um die Tests zu selektieren, müssen die Abhängigkeiten des Vorgängercommits erst
ermittelt werden. Anschließend kann die Testselektion erfolgen. Abschließend werden die
Abhängigkeiten aktualisiert. Diese Prozessschritte werden im Folgenden dargestellt.

Abhängigkeiten Es ist nicht möglich, im allgemeinen Fall durch einen Algorithmus A
zu bestimmen, welche Methode von einem Test aufgerufen wurde. Wäre dies möglich,
könnte man die Methode durch das Beenden des Programms, d. h. in Java System.exit,
ersetzen und alle anderen Aufrufe von System.exit durch den Aufruf der ersten Methoden
ersetzen. A würde dann für das transformierte Programm entscheiden, ob das Programm
beendet wird. A würde also das Halteproblem lösen. Da dieses unlösbar ist, ist auch die
Bestimmung aller durch einen Test aufgerufenen Methoden nicht allgemein möglich.

Die Abhängigkeiten d(Tv0) müssen stattdessen durch einmalige Ausführung ermittelt
werden. Diese einmalige Ausführung wird statisch instrumentiert, so dass ein Ausfüh-
rungstrace erzeugt wird. Jede Methode, die der Ausführungstrace mindestens einmal
enthält, ist eine Abhängigkeit. Die initial bestimmten Abhängigkeiten werden bei der
Analyse der folgenden Commits aktualisiert.

Testselektion Für jeden Commit vi wird anschließend der Quelltextunterschied durch
Parsen des Quelltextes ermittelt. Basierend auf diesem Quelltextunterschied kann nach
dem oben definierten Regeln bestimmt werden, welche Tests selektiert werden. Diese
können nun untersucht werden.

Abhängigkeitenaktualisierung Für die selektierten Tests wird ein aktualisierter Trace
generiert. Basierend auf diesem Trace werden die neuen Abhängigkeiten d(Tki) bestimmt,
die dann ggf. hinzugekommene Methodenaufrufe enthalten und entfernte Methodenauf-
rufe nicht mehr enthalten. In neuen Commits bilden die aktualisierten Abhängigkeiten
die Grundlage für die weitere Kandidatenauswahl.

Der Gesamtprozess ist in Abbildung 8 zusammengefasst.

3.2.3 Implementierung

Im Folgenden wird auf die Implementierung der Ermittlung des Quelltextunterschieds
und der Abhängigkeiten eingegangen. Abschließend wird die Parallelisierbarkeit der sta-
tischen Testselektion erläutert.

Quelltextunterschied Die Ermittlung des Quelltextunterschiedes wurde für Java-Pro-
jekte, die mit dem Versionskontrollsystem git verwaltet werden, implementiert. Eine
Umsetzung für andere Technologien ist möglich, wurde aber im Rahmen der Promotion
nicht durchgeführt.

Um zu ermitteln, welche Methoden in welchen Klassen geändert wurden, wird zuerst
ermittelt, welche Dateien Änderungen enthalten. Hierfür wird git diff verwendet.

Ist bekannt, welche Dateien betroffen sind, wird ermittelt, welche Änderungen vorlie-
gen. Hierbei sind nur Änderungen relevant, die Laufzeitauswirkungen haben, Änderun-
gen der Dokumentation oder der Formatierung sind irrelevant. Eine Datei kann dabei
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Quelltextunterschied
vi .. vi−1

(1.1) Statische
Kandidaten-
auswahl vi

(1.2) Tracegenerierung vi
(1.3) Abhängigkeits-

aktualisierung

Abhängigkeiten
vi−1

Statisch
selektierte Tests

Abhängigkeiten
vi

Abbildung 8: Schritte der statischen Testselektion

in Java mehrere Entitäten enthalten, wobei nur eine Entität öffentlich sein kann. Die
nichtöffentlichen Entitäten können ebenfalls aufgerufen werden und müssen deswegen
ebenfalls untersucht werden.

Dabei ist es möglich, dass eine Entität

• Änderungen auf Entitätenebene hat, bspw. hinzugefügte Methoden, geänderte Ver-
erbungshierarchie oder neue Variablen,

• Änderungen auf Methodenebene hat, d. h. Veränderung des Quelltexts einer oder
mehrere Methoden oder

• keine Änderungen hat, bspw. weil nur die Formatierung oder die Kommentare
geändert wurden.

Um zu ermitteln, welcher Änderungstyp vorliegt und ggf. welche konkreten Metho-
den betroffen sind, werden beide betroffenen Dateien mit Javaparser69 analysiert. Dabei
werden zuerst unnötige Quelltextelemente, bspw. Dokumentation, entfernt. Danach wird
der Syntaxbaum schrittweise parallel durchlaufen. Wird ein Unterschied außerhalb ei-
ner Methode erkannt, wird er der ersten jeweils darüberliegenden Entitätendefinition
zugewiesen. Wird ein Unterschied innerhalb einer Methode erkannt, wird diese Methode
als geändert markiert. Dadurch entsteht eine Abbildung der Klassen auf die geänderten
Methoden und einen Flag, ob eine Änderung auf Entitätenebene stattgefunden hat.

Ein Spezialfall tritt ein, wenn ein Import sich verändert. Während dies meist mit
Änderungen des Quelltexts einhergeht, können Änderungen der importierten Klassen
auch bei Nutzung anderer Klassen mit gleichen Schnittstellen entstehen. Beispielsweise
wird in Apache Commons Fileupload in 4c32be03e2c33dd1dcb22a9afb3e68e15c70ca34 eine
eigene Klasse für MimeUtility eingeführt. Diese Klasse hat denselben Namen und dieselbe
Schnittstelle, es wird also lediglich der Import von
69GitHub-Repository von Javaparser: https://github.com/javaparser/javaparser
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import javax.mail.internet.MimeUtility;

zu
import org.apache.commons.fileupload.util.mime.MimeUtility;

geändert. Um derartige Änderungen erfassen zu können, werden Änderungen an der
Menge der vorhandenen import-Statements als Entitätenänderungen aller Entitäten in
der betroffenen Datei betrachtet.

Traceermittlung Um einen Ausführungstrace zu erhalten, werden alle Methodenaus-
führungen erfasst. Dies geschieht durch Instrumentierung und anschließende Traceana-
lyse mit Kieker (dargestellt in Kapitel 2.5.3).

Um die Traces bestehender Unittests zu erfassen, ist es nötig, deren Ausführung zu
instrumentieren. Dies ist durch die Nutzung des Performanzunittestframeworks KoPeMe
[RB14]70 möglich, das die Ausführung der Unittest sowie die Verwaltung der Kieker-
Ergebnisdaten ermöglicht. Daher werden die Tests durch Hinzufügen der entsprechenden
JUnit-Rule bzw. Extension in KoPeMe-Tests umgewandelt und anschließend ausgeführt.

Insgesamt ergeben sich damit folgende Änderungen an einem Projekt, die für die
Traceerstellung vorgenommen werden müssen:

• Die Tests müssen in KoPeMe-Tests umgewandelt werden.

• Die Bibliotheken KoPeMe und Kieker müssen hinzugefügt werden.

• Bei der Testausführung muss AspectJ aktiviert und konfiguriert werden.

Darüber hinaus können Tests von sich aus oder durch die Instrumentierung sehr lange
dauern. Deshalb ist ein Zeitlimit für die Ausführung der Tests zu beachten.

Im Folgenden wird das Vorgehen beschrieben, wie diese Änderungen in Maven- und
Gradleprojekten vorgenommen werden.

Unmwandlung der Tests Für die Umwandlung der Tests ist es notwendig, alle Pfade,
in denen Tests sein können, zu ermitteln. Hierbei geht PRONTO bei maven und Gradle
von Standardpfaden aus, d. h. src/test/java bzw. src/test. Sind verschiedene Submo-
dule vorhanden, werden die Quelltextordner der Module untersucht. Initialisierungen
statischer Klassen oder von Tests werden nur einmal pro virtueller Maschine ausgeführt.
Um auch solche Initialisierungsänderungen zu erfassen, wird jede Testmethode in einer
einzelnen VM ausgeführt. In Maven-Projekten, deren Tests in JUnit 4 ausgeführt wer-
den, wäre dies durch Hinzufügen von -Dtest=Klasse#Methode möglich. Für Tests in älteren
Gradleversionen und JUnit 3 Tests in Maven ist dies allerdings nicht möglich.

Für die Einfachausführung der Tests in JUnit 3 in Maven und in älteren Gradleversio-
nen werden die Tests gekürzt, so dass nur der auszuführende Test vorhanden ist. Hierfür
werden alle Methoden, die test enthalten und die öffentlich sind (für JUnit 3) und al-
le Methode, die die Annotation @Test enthalten (für JUnit 4 und 5) entfernt, sofern sie

70GitHub-Repository von KoPeMe: https://github.com/DaGeRe/KoPeMe
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nicht die gewünschte Testmethode sind. Dabei werden die nötigen Initialisierungs-(setUp,
@Before, @BeforeClass, @BeforeEach, @BeforeAll) und Aufräummethoden (tearDown, @After,
@AfterClass, @AfterEach, @AfterAll) erhalten. Nach jeder Testausführung muss der alte
Commit wiederhergestellt werden, um die anderen Testmethoden ausführen zu können.
Problematisch kann es dabei sein, wenn sich Tests gegenseitig aufrufen. Unittests sollten
voneinander unabhängig sein, deshalb sollte ein gegenseitiger Aufruf nicht geschehen.

Hinzufügen von Bibliotheken Für das Hinzufügen von Bibliotheken ist es in maven
notwendig, die pom.xml anzupassen. Diese wird hierfür mit dem maven-model71 eingelesen
und verändert. Die Bibliotheken werden in das dependencies-Element hinzugefügt.

Da Gradles Builddaten Groovy- oder Kotlin-Skripte sind, lassen sie sich nicht in jedem
Spezialfall erweitern. Stattdessen wird für Goovy-Buildskripte, in denen standardkon-
form im dependencies-Block die Abhängigkeiten definiert sind, die benötigte Abhängig-
keit hinzugefügt.

Testausführung mit AspectJ UmAspectJ bei der Testausführung zu aktivieren, muss
der Kieker-Agent als javaagent beim java-Aufruf der Testausführung hinzugefügt werden.
Problematisch ist, dass das Weben der MonitoringRecord-Erstellung in alle beteiligten
Klassen sehr lange dauert. Aus diesem Grund werden nur die Klassen im eigenen Projekt
ins Weben einbezogen, Klassen aus anderen Projekten hingegen nicht. In maven wird der
javaagent zu surefire unter Nutzung des mavenparsers hinzugefügt. In Gradle wird er in
reinen Java-Projekten dem test-Task und in Android-Projekten dem testOptions- oder
dem unitTests-Block hinzugefügt.

Um nur die Projektklassen hinzuzufügen, wird bei maven und Gradle eine aop.xml
erstellt, die definiert, welche Klassen hinzugefügt werden. Die Projektklassen werden bei
beidem unter Annahme der Standardpfade src/main/java und src/java sowie src/test/java
und src/test in allen Modulen ermittelt.
Tests können sehr lange dauern. Unittests selbst sollten weniger als eine Zehntel Se-

kunde dauern [Fea04, Seite 13]. Es ist jedoch möglich, dass Tests länger dauern oder
Endlosschleifen enthalten. Darüber hinaus kann auch die Instrumentierung mit Kie-
ker zu Verlangsamungen führen, da die Erzeugung von OperationExecutionRecords Re-
chenzeit benötigt und das Serialisieren der Traces zusätzliche Zeit verbraucht. Erfol-
gen sehr viele Methodenaufrufe, bspw. in 1d0c2d0ba1ddc78070e415d05b2bd26cb288cecb in
IOUtilsCopyTestCase.testCopy_inputStreamToOutputStream_IO84, wo 2 GB Daten kopiert
werden, kann eine Testausführung sehr lange dauern. Da derartig lange Testausführun-
gen auch bei hoher Wiederholungsanzahl, die für die Messung notwendig ist, unmöglich
ist, wurde die Auswahl getroffen, dass Tests, die länger als ein definiertes Zeitlimit für
eine instrumentierte Ausführung benötigen, nicht berücksichtigt werden. Standardmäßig
wurde dieses Limit auf eine Minute gesetzt.

Ein Zeitlimit könnte in Maven durch forkedProcessTimeoutInSeconds, bei der KoPeMe-
Testausführung oder in PRONTO beim Subprozessstart gesetzt werden. Problematisch

71https://mvnrepository.com/artifact/org.apache.maven/maven-model/3.8.6
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am Zeitlimit in der KoPeMe-Testausführung ist, dass nichtdefiniertes Verhalten inner-
halb der JVM entstehen kann, wenn bspw. Thread.stop eingesetzt wird, um ein nicht
beendbaren Thread zu beenden. Bei Maven Surefire müssten dafür für Test-Methoden
ein einzelner Timeout gesetzt werden; in Surefire 2.18 war dies mit dem IsolatedTest-
Provider72 möglich, allerdings beruht dies darauf, dass Surefire bis 2.18 die Test-Klassen
als String weitergegeben hat, und damit Methodenangaben mit Klasse#Methode mög-
lich sind. Da dies ab 2.19 nicht mehr möglich ist, würde eine Einrichtung isolierter
JUnit-VM-Starts Refactorings von Surefire nach sich ziehen; der damit verbundene Im-
plementierungsaufwand ist zu hoch.

Aus diesem Grund wurde das Zeitlimit in PRONTO implementiert. Der Nachteil ist,
dass jede Testausführung separat gestartet werden muss. Dadurch entsteht bei jedem
Test ein Overhead für die Maven- und Surefire-JVM-Starts.

Parallelisierbarkeit Da die Abhängigkeiten für jeden Commit aktualisiert werden müs-
sen, ist eine Parallelisierung der einzelnen Commits nicht möglich. Sofern die Anzahl der
Commits die Anzahl der Tests übersteigt, ist es sinnvoll, Teilprozesse parallel in mehre-
ren Commits zu starten und anschließend die Ergebnisse zusammenzufassen.

3.3 Tracevergleich

Im Folgenden wird in Abgrenzung zur statischen Selektion definiert, welche Testcom-
mitpaare durch die Traceanalyse erfasst werden. Anschließend wird der Prozess zur Tra-
ceanalyse beschrieben. Abschließend wird auf die Implementierung dieses Prozesses ein-
gegangen.

3.3.1 Selektierte Änderungen

Statische Testselektion selektiert Tests, bei denen eine Performanzänderung durch sta-
tische Quelltextanalyse nicht ausgeschlossen werden kann. Dies ist bspw. auch der Fall,
wenn eine Methode hinzugefügt wird, die nicht aufgerufen wird oder wenn eine Varia-
bleninitialisierung geändert wird, die nicht benutzt wird.

Listing 4 zeigt zwei Änderungen, die diese unnötige Selektion veranschaulichen: Wird
im ursprünglichen Quelltext die Variable var2 mit 17 statt 5 initialisiert oder wird eine
weitere Methode methodA3 hinzugefügt, so selektiert die zuvor beschriebene statische
Testselektion den Test TestA.testA1, da dieser Classα aufruft. Ob die Performanz bei
dieser Änderung beeinflusst werden kann, hängt vom Konstruktor der Klasse Sup ab:
Ruft dieser bspw. Sup.methodA3 auf, so wird die Methode in ClassA überschrieben und
vom Konstruktor aufgerufen. Damit könnte die Änderung die Performanz beeinflussen.

72Github-Repository des IsolatedTestProviders: https://github.com/jon-bell/
surefire-isolatedjunitmethods/blob/master/src/main/java/net/jonbell/surefire/
IsolatedJUnitProvider.java

47

https://github.com/jon-bell/surefire-isolatedjunitmethods/blob/master/src/main/java/net/jonbell/surefire/IsolatedJUnitProvider.java
https://github.com/jon-bell/surefire-isolatedjunitmethods/blob/master/src/main/java/net/jonbell/surefire/IsolatedJUnitProvider.java
https://github.com/jon-bell/surefire-isolatedjunitmethods/blob/master/src/main/java/net/jonbell/surefire/IsolatedJUnitProvider.java


3 Regressionstestselektion

1 class TestA {
2 @Test
3 public void testA1 () {
4 new Classα(). methodα1(); }
5 }
6 class Classα extends Sup {
7 static int var = 3;
8 static int var2 = 5;
9 public void methodA1 () {
10 var ++;
11 if (var == 4)
12 System.out.println("4!");
13 }
14 public void methodA2 () {
15 var ++;
16 }
17
18
19
20
21 }

class TestA {
@Test
public void testA1 () {
new Classα(). methodα1(); }

}
class Classα extends Sup {
static int var = 4;
static int var2 = 17;
public void methodα1() {
var ++; var++; var++
if (var == 4)
System.out.println("4!");

}
public void methodA2 () {
var ++;

}
public void methodA3 () {
System.out.println("Var␣is␣currently␣"

+ var);
}

}

Listing 4: Statisch zusätzlich selektierte Änderungen

Eine Entscheidung basierend auf statischer Codeanalyse, ob derartige Quelltextverän-
derungen aufgerufen werden und damit die Performanz ändern, erfordert das Nachvoll-
ziehen aller Aufrufe und ist deswegen sehr aufwändig. Deshalb wird in PRONTO durch
Traceanalyse ermittelt, welche Änderungen im Ausführungstrace vorliegen, d. h. ob sich
entweder die aufgerufenen Methoden oder deren Quelltext ändert.
Hierbei werden die Traces der beiden verglichenen Commits ermittelt und die Liste

der aufgerufenen Methoden sowie deren Quelltexte verglichen. Dadurch werden nur Tests
selektiert, in denen eine Traceänderungen stattgefunden hat.

Einschränkung Beim Tracevergleich werden auch Testfälle nicht selektiert, die Quell-
textänderungen aufrufen. Dies tritt auf, wenn Quelltextänderungen ausschließlich den
Kontrollfluss innerhalb einer Methode ändern: Wenn in Listing 5 der Initialisierungswert
von var geändert wird, kann das die Performanz beeinflussen. Die Änderung wird aber
nicht selektiert, weil der Trace nur auf MyTest.testMe besteht. Da Ausführungstraces nur
die aufgerufenen Methoden und nicht deren Schleifenausführungen enthalten, können
derartige Änderungen nicht durch Tracevergleich analysiert werden. Stattdessen ist eine
Instrumentierung der Schleifenausführungen notwendig. Da AspectJ keine Instrumen-
tierung unterhalb der Methodenebene ermöglicht, ist hierfür eine andere Instrumentie-
rungstechnologie bzw. eine automatisierte Anpassung des Quelltextes notwendig. Aus
Aufwandsgründen wurde darauf im Rahmen der Dissertation verzichtet.
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1 class MyTest {
2 int var = 5 ;
3 public void testMe () {
4 int sum = 0;
5 for (int i = 0; i < var ; i ++)
6 sum += i;
7 Assert.assertEquals(sum , var*var /2) ;
8 }
9 }

Listing 5: Beispiel für falsch nicht selektierte Änderung

3.3.2 Prozess

Der Unterschied zwischen zwei Traces lässt sich durch die Gegenüberstellung der einzel-
nen Methoden sowie deren Quelltexte, im folgenden Tracediff genannt, feststellen. Um
die selektierten Tests sowie die Tracediffs zu erstellen, wird jedes durch die statische
Selektion ermittelte Testcommitpaar Tk,i untersucht. Für die Commits und ihre Vorgän-
gercommits wird dabei ein Ausführungstrace erstellt, der alle aufgerufenen Methoden in
der zeitlichen Reihenfolge ihrer Ausführung enthält. Beide Traces werden gespeichert.
Für die Analyse werden diese anschließend mit den Quelltexten der jeweiligen Metho-

den angereichert. Traces enthalten oft eine Vielzahl von Methodenausführungen. Dabei
kann die mehrfache Ausführung derselben Methodensequenzen enthalten sein, da Schlei-
fen und Rekursionen zu denselben Methodensequenzen führen. Daher erfolgt anschlie-
ßend eine Komprimierung des Traces.
Änderungen können nur eintreten, wenn Quelltextänderungen außerhalb der Kom-

mentare auftreten. Deshalb wird weiterhin eine Variante der Traces ohne Kommentare
erzeugt. Anschließend wird der Unterschied der Traces ohne Kommentare untersucht. Ist
ein Unterschied vorhanden, kann dies eine Änderung sein, die die Performanz beeinflusst.
Sofern das der Fall ist, wird das jeweilige Testcommitpaar selektiert. Alle selektierten
Änderungen werden Ausführungsdefinition genannt und standardmäßig in einer Datei
gespeichert, deren Name mit execute_ beginnt.
Insgesamt wird dadurch der in Abbildung 9 dargestellte Prozess durchgeführt.

3.3.3 Implementierung

Für die Implementierung des Tracevergleichs ist es über die Schritte der statischen Test-
selektion hinaus nötig, den Trace für die Lesbarkeit und Verarbeitbarkeit zu komprimie-
ren, den Trace mit Quelltexten anzureichern und die Traceunterschiede zu analysieren.
Ausgangspunkt ist dabei der Kieker-Trace. Diese Schritte werden im Folgenden, basie-
rend auf einem beispielhaften Kieker-Trace, dargestellt.

Kieker-Trace Listing 6 zeigt beispielhaft den Kieker-Ausführungstrace des Commits
321700 des Testfalls GzipUtilsTestCase.testIsCompressedFilename von Apache Commons
Compress vor der Verarbeitung. In den durch Semikolon getrennten Daten ist jeweils das
zweite Element, bspw. public int [...]GzipUtilsTestCase.testIsCompressedFilename(), die
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Statisch selektierte Testfälle

(2.1) Tracegenerierung

(2.2) Traceanreicherung

Trace

(2.3) Traceanalyse
Tracediff

Ausführungsdefinition

Abbildung 9: Schritte für die Traceanalyse

aufgerufene Methode, wobei die vollständigen Packages hier zur Erhöhung der Lesbarkeit
entfernt wurden. Durch die Metadaten, u. a. die ersten beiden Metadaten-Trace-Einträge
und den zuletzt definierten Ausführungsreihenfolgeindex (execution order index ) und die
Ausführungsstackgröße (execution stack size) ist Kieker in der Lage, den Aufrufbaum
und die geordnete Liste der Methoden aus dem Trace zu rekonstruieren. Für die Rekon-
struktion wird die geordnete Liste der Methodenaufrufe als Ausgangsbasis genutzt.

1 $0 ; [ . . . ] 8 3 5 1 2 4 4 9 1 8 ; 1 . 1 3 ;KIEKER−KoPeMe ; r e i c h e l t −desktop ; 1 ; fa l se ; 0 ;NANOSECONDS;0
2 $0 ; [ . . . ] 8 4 0 8 1 0 8 1 7 7 ; 1 . 1 3 ;KIEKER−KoPeMe ; r e i c h e l t −desktop ; 1 ; fa l se ; 0 ;NANOSECONDS;0
3 $1 ; [ . . . ] 8 4 8 2 6 9 6 5 7 5 ; public [ . . . ] Fi leNameUtil .< i n i t >( java . u t i l .Map, java . lang . S t r ing ) ;<no−s e s s i on−id

> ; 7 440087321904414732 ; [ . . . ] 8 4 8 2603252 ; [ . . . ] 8 4 8 2692308 ; r e i c h e l t −desktop ; 1 ; 1
4 $1 ; [ . . . ] 8 4 8 2 9 3 2 4 3 1 ; public boolean [ . . . ] Fi leNameUtil . isCompressedFilename ( java . lang . S t r ing ) ;<no−

s e s s i on−id > ; 7 440087321904414732 ; [ . . . ] 8 4 8 2899190 ; [ . . . ] 8 4 8 2929594 ; r e i c h e l t −desktop ; 3 ; 2
5 $1 ; [ . . . ] 8 4 8 2 9 4 8 9 0 7 ; public stat ic boolean [ . . . ] gz ip . Gz ipUt i l s . isCompressedFilename ( java . lang . S t r ing ) ;<

no−s e s s i on−id > ; 7 440087321904414732 ; [ . . . ] 8 4 8 2805276 ; [ . . . ] 8 4 8 2946988 ; r e i c h e l t −desktop ; 2 ; 1
6 [ . . . ]
7 $1 ; [ . . . ] 8 4 8 5 3 7 2 5 8 5 ; public stat ic boolean [ . . . ] gz ip . Gz ipUt i l s . isCompressedFilename ( java . lang . S t r ing ) ;<

no−s e s s i on−id > ; 7 440087321904414732 ; [ . . . ] 8 4 8 4982993 ; [ . . . ] 8 4 8 5369486 ; r e i c h e l t −desktop ; 4 2 ; 1
8 $1 ; [ . . . ] 8 4 8 5 4 0 5 0 7 3 ; public boolean [ . . . ] Fi leNameUtil . isCompressedFilename ( java . lang . S t r ing ) ;<no−

s e s s i on−id > ; 7 440087321904414732 ; [ . . . ] 8 4 8 5399148 ; [ . . . ] 8 4 8 5403302 ; r e i c h e l t −desktop ; 4 5 ; 2
9 $1 ; [ . . . ] 8 4 8 5 4 1 4 9 0 9 ; public stat ic boolean [ . . . ] gz ip . Gz ipUt i l s . isCompressedFilename ( java . lang . S t r ing ) ;<

no−s e s s i on−id > ; 7 440087321904414732 ; [ . . . ] 8 4 8 5392737 ; [ . . . ] 8 4 8 5413071 ; r e i c h e l t −desktop ; 4 4 ; 1
10 $1 ; [ . . . ] 8 4 8 5 4 2 3 0 2 0 ; public void [ . . . ] GzipUti l sTestCase . testIsCompressedFi lename ( ) ;<no−s e s s i on−id

> ; 7 440087321904414732 ; [ . . . ] 8 4 4 9146431 ; [ . . . ] 8 4 8 5421170 ; r e i c h e l t −desktop ; 0 ; 0

Listing 6: Beispieltrace vor der Verarbeitung

Tracekompression Ist ein Trace erstellt, wird die geordnete Liste der Signaturen der
Methodenaufrufe mit einer Kombination aus Lauflängenencoding und Sequitur [RR01]
komprimiert. In Sequitur wird ein bestehendes Wort in einem zugrundeliegenden Alpha-
bet V in eine kontextfreie Grammatik G = (V, T, P, S) umgewandelt. Die öffentlich ver-
fügbare Implementierung ermöglicht es nicht, einzelne Objekte mit verschiedenen Iden-
titäten und verknüpften Daten als Terminalsymbole zu behandeln. Aus diesem Grund
wurde der Algorithmus reimplementiert,73 wobei jedes Symbol ein Content-Objekt be-
sitzt. In Subklassen von Content können dabei beliebige Elemente, z. B. einfache Strings
oder Ausführungstracedaten enthalten sein.

73Run-Length-Encoding und Sequitur-Implementierung: https://github.com/DaGeRe/requitur

50

https://github.com/DaGeRe/requitur


3 Regressionstestselektion

Listing 7 zeigt einen durch Lauflängenencoding und Sequitur komprimierten Trace.
Dabei werden zuerst GzipUtilsTestCase#testIsCompressedFilename und FileNameUtil#<init>
jeweils einmal aufgerufen. Anschließend werden 22 mal GzipUtils#isCompressedFilename
und FileNameUtil#isCompressedFilename nacheinander aufgerufen.

1 org . apache . commons . compress . compressors . GzipUti l sTestCase#testIsCompressedFi lename
2 org . apache . commons . compress . compressors . Fi leNameUtil#<in i t >([ java . u t i l .Map, java . lang . S t r ing ] )
3 22 x (2)
4 org . apache . commons . compress . compressors . gz ip . Gz ipUt i l s#isCompressedFilename ( [ java . lang . S t r ing ] )
5 org . apache . commons . compress . compressors . Fi leNameUtil#isCompressedFilename ( [ java . lang . S t r ing ] )

Listing 7: Beispieltrace nach Sequitur und RLE-Anwendung

Traceanreicherung Die Elemente eines Traces werden mit den Quelltexten der Metho-
den angereichert. Für das Ermitteln der Quelltexte wird erneut der Javaparser eingesetzt.
Hierbei wird sowohl eine Variante mit als auch eine Variante ohne Kommentare erzeugt,
da Änderungen in Kommentaren keine Performanzänderungen verursachen können. Lis-
ting 8 zeigt den resultierenden vollständigen Trace.

1 org . apache . commons . compress . compressors . GzipUti l sTestCase#testIsCompressedFi lename
2 public void testIsCompressedFi lename ( ) {
3 a s s e r tFa l s e ( Gz ipUt i l s . isCompressedFilename ( "" ) ) ;
4 a s s e r tFa l s e ( Gz ipUt i l s . isCompressedFilename ( " . gz" ) ) ;
5 asse r tTrue ( Gz ipUt i l s . isCompressedFilename ( "x . tgz " ) ) ;
6 [ . . . ]
7 a s s e r tFa l s e ( Gz ipUt i l s . isCompressedFilename ( "x .wmz. y" ) ) ;
8 }
9 org . apache . commons . compress . compressors . Fi leNameUtil#<in i t >([ java . u t i l .Map, java . lang . S t r ing ] )

10 public FileNameUtil (Map<Str ing , Str ing> uncompressSuff ix , S t r ing de fau l tExtens i on ) {
11 this . uncompressSuf f ix = Co l l e c t i o n s . unmodifiableMap ( uncompressSuf f ix ) ;
12 [ . . . ]
13 }
14 22 x (2)
15 org . apache . commons . compress . compressors . gz ip . Gz ipUt i l s#isCompressedFilename ( [ java . lang . S t r ing ] )
16 public stat ic boolean isCompressedFilename ( St r ing f i l ename ) {
17 return f i l eNameUt i l . isCompressedFilename ( f i l ename ) ;
18 }
19 org . apache . commons . compress . compressors . Fi leNameUtil#isCompressedFilename ( [ java . lang . S t r ing ] )
20 public boolean isCompressedFilename ( St r ing f i l ename ) {
21 f ina l St r ing lower = f i l ename . toLowerCase ( Locale .ENGLISH) ;
22 f ina l int n = lower . l ength ( ) ;
23 for ( int i = shorte s tCompressedSuf f ix ; i <= longestCompressedSuf f ix i < n ; i++) {
24 i f ( uncompressSuf f ix . containsKey ( lower . sub s t r i ng (n − i ) ) ) {
25 return true ;
26 }
27 }
28 return fa l se ;
29 }

Listing 8: Beispielausführungstrace nach Anreicherung (Grün: Hinzugefügter Quelltext)

Es existieren somit vier Varianten der Traces: Der nicht-komprimierte Trace, der kom-
primierte Trace, der vollständige Trace und der Trace ohne Kommentare.

Traceanalyse Die Traces werden standardmäßig durch das Unix diff-Werkzeug ver-
glichen. Sofern dieses nicht vorhanden ist, wird stattdessen die Java Diff Lib74 genutzt.
Dabei entstehen Trace-Diffs, in denen die Ursache der Änderung ersichtlich wird. Bei-
spielhaft ist dies in Listing 9 für einen Methodentrace aufgeführt: In dem Vorgänger-
commit wurde
GzipUtils#isCompressedFilename aufgerufen, das anschließend keinen Projektquelltext auf-
ruft. In dem aktuellen Commit ruft es hingegen FileNameUtil#isCompressedFilename auf.

74https://github.com/java-diff-utils/java-diff-utils
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1 GzipUti l sTestCase#testIsCompressedFi lename GzipUti l sTestCase#testIsCompressedFi lename
2 22 x GzipUt i l s#isCompressedFilename | 22 x #0 (2)
3 > GzipUt i l s#isCompressedFilename
4 > FileNameUtil#isCompressedFilename

Listing 9: Beispielhafter Tracediff

Parallelisierbarkeit Da durch die statische Selektion bereits die zu untersuchenden
Testcommitpaare feststehen, kann jeder Testfall und jeder Commit parallel betrachtet
werden. Nur das Zusammenfügen der Ausführungsdefinition ist anschließend nicht par-
allel auszuführen. Der Prozess ist damit mit sehr geringem erhöhten Rechenaufwand
parallelisierbar.

3.3.4 Kombination mit statischer Analyse

Die statischen Selektionsregeln selektieren mehr Tests und sind schneller als die Trace-
analyse. Die Traceanalyse selektiert exakter, benötigt aber mehr Zeit für die Selektion.
In einer CI-Umgebung ist es möglich, nur die statische Selektion anzuwenden, um die
Testausführung schnell starten zu können.

Darüber hinaus ist es möglich, die Prozesse zusammenzufassen und dabei die Traces
jeweils mehrfach zu benutzen. Abbildung 10 zeigt den kombinierten Auswahlprozess. In
diesem Prozess wird der Trace, der für die Abhängigkeitenaktualisierung genutzt wird,
anschließend weiterverwendet, um die Traceanalyse durchzuführen. Dadurch müssen die
Traces nicht mehrfach generiert werden.

Quelltextunterschied

(1.1) Statische
Kandidaten-
auswahl

(1.2) Tracegenerierung (1.3) Abhängigkeits-
aktualisierung

Abhängigkeiten

(2.1) Traceanreicherung Trace

(2.2) Traceanalyse

Tracediff Ausführungsdefinition

Abbildung 10: Kombinierte Implementierung von PRONTO
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3.4 Evaluation

PRONTO ist die erste Regressionstestselektion, die für Performanzunittests konzipiert
und implementiert wurde. Anforderung an PRONTO ist es, (1) exakt zu selektieren,
d. h. eine möglichst geringe Selektionsrate zu haben, um möglichst wenige Tests ausfüh-
ren zu müssen, und (2) korrekt zu selektieren, d. h. nur Testcommitpaare nicht zu se-
lektieren, die die Performanz nicht ändern. Keine der Techniken im Bereich Performanz-
testbestimmung selektiert Tests exakt. Sie sind deshalb nicht empirisch vergleichbar mit
PRONTO. Die Techniken für Regressionstestselektion funktionaler Tests EKSTAZI und
Infinitest selektieren ebenfalls Unittests exakt. Deshalb wird im Folgenden PRONTOmit
EKSTAZI und Infinitest hinsichtlich der Exaktheit und Korrektheit der Testauswahl
untersucht. Dieser Vergleich ist ein Benchmarking (siehe Abschnitt 2.4.1).

3.4.1 Implementierung

Um die ausgeführten Tests von EKSTAZI und Infinitest zu bestimmen existieren zwei
Implementierungsalternativen: Es könnten die Schnittstellen der Werkzeuge genutzt wer-
den, um die selektierten Tests zu ermitteln, oder es könnte die Ausführung der Tests
angestoßen werden und anschließend die Ausgabe geparst werden.

Da EKSTAZI ein Maven-Plugin ist, wurde hier die direkte Ausführung und das Par-
sen der Maven-Ausgabe genutzt. Infinitest hingegen wird in eclipse eingebunden. Eine
Automatisierung der Ausführung in der Entwicklungsumgebung wäre mit großem Imple-
mentierungsaufwand verbunden. Deshalb wurde für Infinitest die API genutzt, um die
Klassen zu bestimmen. Anschließend werden diese – wie bei EKSTAZI – in Maven aus-
geführt, um die Anzahl der ausgeführten Testmethoden zu ermitteln. Weiterhin werden
die Tests in Maven ohne Nutzung weiterer Werkzeuge ausgeführt, um zu bestimmen,
wie groß die Testanzahl insgesamt ist.

Technische Voraussetzung für die Ausführung in aktuellen Maven-Versionen ist, dass
die Maven-Projekte mit Java 8 lauffähig sind.

Diese Implementierung ist in Abbildung 11 zusammengefasst. Da PRONTO bereits
Ergebnisse in einem lesbaren JSON-Format ausgibt, musste hierfür keine weitere Aus-
führungsautomatisierung implementiert werden. Der Quelltext der Evaluation ist ver-
fügbar75.

3.4.2 Exaktheit

Um zu prüfen, inwiefern PRONTO exakt Testcommitpaare bestimmt, wurden die Se-
lektionsraten von PRONTO mit denen von Infinitest und EKSTAZI verglichen. Hierfür
wurden beispielhaft Projekte ausgewählt. Voraussetzung für die Projektauswahl war,
dass die technischen Voraussetzungen des Evaluationswerkzeugs und von PRONTO –
also Maven-Builds mit JUnit-Tests, erfüllt werden.

Apache Commons Bibliotheken weisen eine lange Commithistorie und eine hohe Tes-
tabdeckung auf. Daher wurden sie für die Überprüfung der Exaktheit ausgewählt. Das

75https://github.com/DaGeRe/pronto-evaluation
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PRONTO-Evaluation

Infinitest-API EKSTAZI-Plugin

maven-Ausführung maven-Ausführung maven-Ausführung

Parsing

Abbildung 11: Bestimmung der Testanzahlen mit Infinitest und EKSTAZI

Projekt Commits Tests EKSTAZI % Infinitest % PRONTO %
commons-compress 1 968 595 747 58 433 9,81% 0* 0% 7 504 1,24%
commons-csv 937 112 660 22 547 20 01% 12 757 11,32% 14 049 9,16%
commons-dbcp 119 13 927 1 527 10,96% 0* 0% 2 330 0,97%
commons-fileupload 656 28 474 2 844+ 9,99% 91+ 0,32% 309+ 2,59%
commons-io 1 193 205 171 40 534 19,76% 4 899 2,39% 22 751 2,80%
commons-numbers 157 48 365 7 403+ 15,31% 3 120+ 6,45% 22+ 0,04%
commons-text 325 142 487 9 061 6,36% 95 920 67,32% 230 0,22%
Durchschnitt 1 146 831 142 349 12,41 % 116 787 10,18 % 47 195 4,11 %

Tabelle 1: Änderungskandidaten für untersuchte quelloffene Projekte

Ergebnis der Prüfung ist in Tabelle 1 dargestellt. Es zeigt, dass EKSTAZI im Durch-
schnitt ca. 12,41 %, Infinitest 10,18 % und PRONTO 4,11 % der Tests selektiert. PRON-
TO selektiert also deutlich weniger Tests.

Dies passiert, da PRONTO die Quelltexte exakter parst und durch instrumentierte
Ausführung Änderungen auf Methodenebene erfassen kann. Für funktionale Testselek-
tion, für die EKSTAZI und Infinitest implementiert sind, wäre dies ein großer Aufwand,
da bereits mit der einmaligen Ausführung des Tests bestimmt werden kann, ob der Test
ausführbar ist. Die statische Kandidatenauswahl in PRONTO ließe sich hierfür einset-
zen. Für Performanztests, in denen derselbe Anwendungsfall mehrfach ausgeführt wird,
ist auch der Mehraufwand der Traceanalyse tolerierbar. Die Ausführung von ca. 6 % der
Tests, die bei einer Testselektion mit Infinitest notwendig ist, verursacht im Rahmen von
Peass und auch bei einem potenziellen Einsatz in anderen Kontexten einen erheblichen
Mehraufwand.

Fraglich ist, inwiefern die Ergebnisse in diesem technischen Umfeld verallgemeiner-
bar sind. Alle untersuchten Projekte sind Bibliotheken, die grundsätzliche Funktionen
im Java-Umfeld anbieten. Sie nutzen eine einheitliche Sprache und einheitliche Werk-
zeuge, u.a. maven und checkstyle. Darüber hinaus haben die Projekte geteilte Werte
bspw. hinsichtlich der Formatierungsrichtlinien und der Testabdeckung, die aufgrund
der Quelloffenheit mutmaßlich stärker umgesetzt werden als in Unternehmenssoftware.

Für die Verallgemeinerbarkeit hinsichtlich der Testselektion ist allerdings die Nutzung
von Werkzeugen sowie die Einhaltung von Formatierungsrichtlinien nicht relevant. In
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den untersuchten Apache Commons Projekten haben 73 von 225 Committern Commits
in mehr als einem Projekt erstellt76, die Mehrheit der Committer hat also lediglich an
einem Projekt mitgearbeitet. Weiterhin ist in langfristigen Projekten, u.a. um eine lang-
fristige Wartbarkeit zu gewährleisten, oft eine ähnliche hohe Testabdeckung vorhanden.
Deshalb ist davon auszugehen, dass die Ergebnisse für Projekte mit ähnlicher Größe und
Zeitdauer verallgemeinerbar sind.

3.4.3 Korrektheit

Die Regressionstestselektion funktioniert vollständig korrekt, sofern sie alle Testcom-
mitpaare bestimmt, in denen eine Performanzänderung stattgefunden hat. Die aktu-
elle Implementierung von PRONTO selektiert Performanzänderungen nur dann, wenn
(1) keine Konfigurationsänderungen vorhanden sind, (2) keine Änderungen bei aufgeru-
fenen Bibliotheken vorhanden sind, (3) Ausführungen deterministisch sind und (4) keine
Änderung von Initialisierungsvariablen, die nicht in Traceänderungen resultiert, erfolgt.
Es ist denkbar, dass alle Bedingungen in dem Unittestumfeld nicht erfüllt werden: In der
pom.xml können Konfigurationen und aufgerufene Bibliotheken geändert werden, Tests
können nebenläufige und damit in der Regel nichtdeterministische Prozesse anstoßen
und Initialisierungsvariablen können geändert werden.

Um zu prüfen, welchen Anteil aller performanzverändernden Testcommitpaare PRON-
TO dennoch selektiert, wird eine experimentelle Validierung durchgeführt. Hierfür wur-
den 1.000 Testcommitpaare gemessen, die mit OpenJDK 8 ausführbar sind. Als Beispiel-
projekt wurde Apache Commons Fileupload77 gewählt. Es wurde, beginnend mit dem
ersten aktuell ausführbaren Commit 99bb8565914c06ebdd777e5ec1d7c8925fba0bac Testcom-
mitpaare gewählt, bei denen jeweils der aktuelle Commit sowie der Vorgängercommit
für alle verfügbaren Tests gemessen werden. Die Messung erfolgte dabei mit OpenJDK
1.8.0_312 auf CentOS 7.9.2009 mit Intel(R) Xeon(R) CPU E5-2620 v3 @ 2.40GHz.

Von diesen Testcommitpaaren wurden 215 durch die Testselektion ausgewählt und
55 enthielten eine Performanzänderung, d. h. ≈ 25,6%. Von den nicht selektierten 785
Testcommitpaaren enthielt keines eine Änderung. Sofern Änderungen über Commits und
Tests gleich verteilt sind, kann man davon ausgehen, dass höchstens 0,256 %

785
≈ 0, 033 %

der Testcommitpaare fälschlicherweise nicht selektiert werden.

3.4.4 Diskussion der Validität

PRONTO ist, wie eingangs beschrieben, nur sinnvoll anwendbar, wenn Testfälle nur
einen Teil des Quelltextes abdecken, Testfälle aus mehreren Ausführungen des gleichen
Workloads bestehen und das Verhalten der Tests deterministisch ist. Für Peass treffen
die Bedingungen in der Regel zu: Unittests decken nur einen Teil einer Software ab,
die Mehrfachausführung desselben Unittests besteht aus dem gleichen Workload und
Unittests sind in der Regel deterministisch.

76Nachprüfbar mit dem Script getUnique.sh in peass in misc/scripts/.
77https://github.com/apache/commons-fileupload
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Allerdings gibt es Fälle, in denen Unittests sich nichtdeterministisch verhalten. Be-
nutzer definieren eigene Testfälle, die sich immer nichtdeterministisch verhalten können.
Beim Benchmarking der Werkzeuge sind folgende Beispiele aufgetreten:

• Nebenläufige Ausführungen: Wenn nebenläufige Threads gestartet werden, bspw.
der FileReaper in Apache Commons IO, kann die Reihenfolge der Ausführung der
Methoden nichtdeterministisch sein.

• Nichtkonstante Aufrufe: Aufrufe, die nicht dasselbe zurückgeben, bspw.
new Random().nextRandom() und System.currentTimeMillis(), oder Aufrufe, die nicht-
deterministisch andere Methoden aufrufen, bspw. System.gc(), das ggf. finalize-
Methoden aufrufen kann, können zu nichtdeterministischem Verhalten führen.

Es ist möglich, bekannte Versionen derartiger Aufrufe durch Parsen zu ändern und zu
verhindern, bspw. durch die Rückgabe konstanter Werte. Da derartiges Verhalten selten
auftritt, wurde es nicht weiter betrachtet.

Darüber hinaus gibt es Testfälle, in denen die instrumentierte Ausführung das Er-
gebnis verfälscht. Um zu spezifizieren, welche Methoden instrumentiert werden sollen,
muss eine aop.xml erstellt werden. Die Erstellung der aop.xml kann zu einer anderen
Ausführung führen, bspw. wird im Test DirectoryWalkerTestCase.testFilterAndLimitB der
Commit 7abbdd16ebee8cf4dc3d44e11f3a0f5b530c84ad des Projekts Apache Commons IO
geprüft, ob ein DirectoryWalker in der Lage ist, die Verzeichnisse ohne eine .svn-Datei
zu finden. Wird in META-INF die aop.xml hinzugefügt, schlägt dieser Test fehl, da ein
drittes Verzeichnis, META-INF, gefunden wird.

3.5 Verwandte Arbeiten

PRONTO, als Technik zur Regressionstestselektion, ist verwandt mit Arbeiten, die
(1) auszuführende funktionale Tests und (2) Tests, die die Performanz einer Softwa-
re messen, bestimmen. Im Folgenden werden beide Gruppen von Arbeiten dargestellt.

3.5.1 Funktionale Regressionstestbestimmung

Im Folgenden wird ein Überblick über Ansätze zur Regressionstestbestimmung gegeben.
Anschließend werden zwei in der Praxis verbreitete Werkzeuge, Infinitest und EKSTAZI,
vorgestellt.

Überblick Regressionstestbestimmung wird im Folgenden als Oberbegriff für Regressi-
onstestminimierung, -selektion und -priorisierung benutzt. Yoo et al. [YH12] geben einen
Überblick über Regressionstestbestimmung. Regressionstests werden dabei ausgeführt,
um sicherzugehen, dass neu eingeführte Funktionalitäten nicht existierende Funktiona-
litäten behindern (engl. „Regression testing is performed between two different versi-
ons of software in order to provide confidence that the newly introduced features of the
SUT do not interfere with the existing features.“). Diese Definition trifft ausschließlich
auf funktionale Eigenschaften zu. Änderungen, die Wartbarkeit, Oberflächengestaltung
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oder Performanz verbessern sollen, werden nach dieser Definition nicht geprüft. In der
Praxis werden Regressionstests auch angewandt, um die funktionale Korrektheit nach
nicht-funktionalen Änderungen zu prüfen, bspw. wenn Refactorings die Wartbarkeit des
Quelltextes erhöhen sollen [Fow97, Seite 97].

Dennoch bildet die Klassifikation von Techniken zur Regressionstestminimierung, -
selektion und -priorisierung die grundlegende Einteilung derartiger Arbeiten. Dabei ist
Testsuiteminimerung darauf ausgerichtet, redundante Testfälle zu identifizieren und sie
aus der Testsuite zu entfernen (engl. „Test suite minimization techniques aim to identify
redundant test cases and to remove them from the test suite in order to reduce the
size of the test suite.“). Regressionstestselektion hingegen wählt Testfälle aus, weil ihre
Ausführung relevant für die Änderung zwischen einer vorhergehenden und der aktuellen
Version des getesteten Systems ist (engl. „[...] [I]n RTS, test cases are selected because
their execution is relevant to the changes between the previous and the current version
of the SUT)“). Testfallpriorisierung hingegen zielt darauf ab, die ideale Anordung der
Testfälle zu finden, so dass der Tester einen maximalen Nutzen daraus zieht, auch wenn
die Testausführung vor dem Ende abbricht (engl. „Test case prioritization seeks to find
the ideal ordering of test cases for testing, so that the tester obtains maximum benefit,
even if the testing is prematurely halted at some arbitrary point.“).
Da PRONTO eine Technik für Regressionstestselektion ist, werden im Folgenden Tech-

niken zur Regressionstestselektion betrachtet. Regressionstestselektion basiert in der Re-
gel auf der Kontrollierte-Regressionstest-Annahme (engl. Controlled-Regression-Testing
Assumption): Wenn das Verhalten des Testfalls in der neuen Version getestet wird, wer-
den alle die Ausgabe beeinflussenden Faktoren gleich wie ihr Zustand bei der ursprüng-
lichen Ausführung des Testfalls gehalten, mit Ausnahme des Quelltextes [YH12]. Bei
den im Folgenden betrachteten Techniken wird davon ausgegangen, dass diese Annahme
gilt.

In der Praxis sind die Werkzeuge Infinitest78 und EKSTAZI [GEM15]79 verbreitet. Bei-
de nutzen eigene Techniken, um Änderungen zu bestimmen sowie betroffene Tests
zu identifizieren. Beide bauen, wie PRONTO, auf JUnit-Tests auf und setzen determi-
nistische Testausführungen voraus.

Infinitest Infinitest führt Tests kontinuierlich lokal auf dem Rechner des Entwicklers
aus, während dieser in einer Entwicklungsumgebung Änderungen vornimmt. Dadurch
wird es möglich, bereits vor einem Commit eine Rückmeldung über funktionale Fehler
zu erhalten, die Änderungen hervorrufen. Voraussetzung hierfür ist, dass schnelle und
wenig ressourcenaufwändige Tests vorhanden sind, da sonst der Rechner des Entwicklers
verlangsamt würde.

Um Änderungen zu erkennen, speichert Infinitest die Zeitstempel der letzten Än-
derungen einer Klasse80. Da Entwicklungsumgebungen Klassen neu kompilieren, sobald
78https://infinitest.github.io/
79http://www.ekstazi.org/
80Hierfür ist der FileChangeDetector verantwortlich:

https://github.com/infinitest/infinitest/blob/master/infinitest-lib/src/main/java/
org/infinitest/changedetect/FileChangeDetector.java
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Ansatz Untersuchungsgegenstand Änderungsselektion Betroffene Tests
Infinitest funktionale Korrektheit .class-Zeitstempel Parsing
EKSTAZI funktionale Korrektheit .class-Prüfsummen Instrumentierung
PRONTO Performanz Parsing Instrumentierung

Tabelle 2: Eigenschaften der Regressionstestselektionstechniken

Änderungen gespeichert werden, führt jedes Speichern einer Klasse zu einem neueren
Zeitstempel.

Basierend auf den Änderungen können die betroffenen Tests bestimmt werden.
Infinitest nutzt hierfür die package-Mitgliedschaften und die import-Statements: Jede
Klasse, die in demselben package ist oder von einer geänderten Klasse importiert wird,
wird als geändert angesehen81.

Dies führt ggf. zu unnötigen Mehrausführungen, da Tests ausgeführt werden, wenn po-
tenziell eine Aufrufbeziehung besteht. Diese Aufrufbeziehung muss nicht real sein. Wenn
bspw. TestA und TestB im selben Package sind, und TestB geändert wird, wird TestA er-
neut aufgerufen, auch, wenn TestA TestB nicht aufruft. Auch wenn TestA Class1.methodA
aufruft, aber nicht Class1.methodB, und sich Class1.methodB ändert, werden alle Testme-
thoden von TestA neu ausgeführt.

EKSTAZI EKSTAZI hingegen dient der Testselektion bei der Ausführung von Tests
mit Maven Surefire. Die Ausführung erfolgt dabei meist auf einem CI-Server, eine Un-
tersuchung ressourcenaufwändiger Tests ist deshalb möglich.

UmÄnderungen zu erkennen, speichert EKSTAZI die Prüfsummen der aufgerufenen
.class-Dateien und aktualisiert diese bei neuen Ausführungen. Dadurch werden Klassen,
bei denen keine Änderung stattgefunden hat, nicht als geändert angesehen.

Die Bestimmung betroffener Tests erfolgt in EKSTAZI durch die instrumentierte
Ausführung der Tests. Dadurch kann exakt bestimmt werden, welche Klassen aufgerufen
werden. EKSTAZI vermeidet so die falsch positiv bestimmten Aufrufe, die durch nicht
genutzte import-Statements oder package-Mitgliedschaften entstehen. Allerdings werden
Aufrufe nur auf Klassen- und nicht auf Methodenebene untersucht. Änderungen an einer
Methode, die nicht aufgerufen wird, werden damit ebenfalls als Änderungen erkannt.

Tabelle 2 fasst die Eigenschaften von Infinitest, EKSTAZI und PRONTO zusammen.
Neben EKSTAZI bieten STARTS [LSM17] und RETEST [LNTS19] ähnliche Funktio-

nalitäten, wobei RETEST auch den Vergleich verschiedener Konfigurationen innerhalb
einer Softwareproduktlinie unterstützt. Die Fallstudie von Yilmaz und Tarhan [YT18]
zeigt, dass STARTS und RETEST mehr Tests selektieren, d. h. eine weniger exakte
Testselektion als EKSTAZI definieren. Sie werden deshalb nicht weiter untersucht.

81Hierfür ist der ClassFileTestDetector verantwortlich:
https://github.com/infinitest/infinitest/blob/master/infinitest-lib/src/main/java/
org/infinitest/parser/ClassFileTestDetector.java
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3.5.2 Regressionstestbestimmung für Performanztests

Regressionstestbestimmung für Performanztests kann aus verschiedenen Gründen erfol-
gen: (1) Es können Commits und Benchmarks identifiziert werden, deren Ände-
rungen die Performanz beeinflussen und (2) es können Eingabevariablen, bspw. Benut-
zeranzahl, gewählt werden, um Modelle für die Performanzvorhersage exakter zu
bestimmen.

Commits und Benchmarks Alcocer et al. [SBV16] bestimmen Commits und Bench-
marks, die die Performanz beeinflussen, indem sie Kosten für einzelne Typen von Quell-
textänderungen festlegen. Basis hierfür ist der Quelltext und ein Ausführungsprofil, in
dem die aufgerufenen Methoden, deren Häufigkeit und deren Ausführungszeit erfasst
werden. Die Regressionstestselektion basiert auf einer Analyse der Methodenaufrufe, die
hinzukommen oder entfernt werden. Da die Ausführungszeit selbst instabiler ist als die
Häufigkeit der Ausführung des Sendens einer Methode in Pharo, wird die Ausführungs-
häufigkeit des Methodensendens zur Bestimmung der Kosten genutzt. Die Kosten einer
Änderung sind dann die Kosten der hinzugekommenen Methodenaufrufe abzüglich der
entfernten Methodenaufrufe.

Änderungen, die keine reinen Methodenaufrufänderungen sind, werden im Kostenmo-
dell als möglichst langsame Ausführungen betrachtet: Es wird davon ausgegangen, dass
jede bedingte Ausführung auch ausgeführt wird und dass eine Schleife so oft ausgeführt
wird, wie die nächstliegende Schleife, die die Ausführung umgibt. Damit ist es selten,
dass Regressionen verpasst werden. Externe Bibliotheken und deren ggf. erfolgte Aktua-
lisierungen werden mit der gleichen Methode analysiert. Alcocer et al. finden durch die
Analyse von 17 % der Commits 83 % der Regressionen, die eine Verlangsamung mehr
als 5 % verursachen. Während die Arbeit ein ähnliches Ziel verfolgt, ist die gewählte
Methode anders als in PRONTO: Statt durch Tracevergleich exakt zu bestimmen, wel-
che Testausführungen potenziell geändert wurden, wird durch eine Heuristik bestimmt,
ob Änderungen Regressionen verursachen könnten.

Oliveira et al. [DFD+17] definieren das Werkzeug Perphecy, das bestimmt, ob ein
Commit ausgeführt werden soll. Dabei wird mit anderen Commits verglichen, inwiefern
eine Änderung vorliegt und ein Commit ausgeführt werden muss. Hierfür werden Aus-
führungsdaten basierend auf dynamischer Analyse, u. a. mit dem Linux perf-Werkzeug,
erhoben. Dadurch werden syntaktische Änderungen oder Änderungen der Dokumenta-
tion übersprungen und nur Änderungen erfasst, die das Kompilat betreffen. Anschlie-
ßend wird basierend auf statischer und dynamischer Analyse ermittelt, wie oft definierte
Indikatoren erfüllt werden, bspw. ob von den Vergleichscommits eine gelöschte Funkti-
on öfter als X mal aufgerufen wird oder Funktionen, die unter den am X % häufigst
aufgerufenen Funktionen ist, geändert wurde. Aus den Indikatoren werden durch Oder-
Verknüpfung komplexere Indikatoren erstellt und anschließend wird durch eine Heuristik
ein projektspezifischer Grenzwert erstellt, ab dem ein Commit selektiert wird. Abhängig
vom Projekt ist Perphecy in der Lage, zwischen 46% (MongoDB) und 83% (HotSpot)
der nicht-performanzrelevanten Commits zu entfernen und findet dabei 85% der perfor-
manzverändernden Commits.
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Huang et al. [HMSZ14] priorisieren ähnlich wie Alcocer et al., analysieren aber den
Quelltext statt ein Ausführungsprofil zu nutzen. Dabei wird davon ausgegangen, dass
ein Aufruf eine konstante Dauer δ hat und n Aufrufe die Dauer n ∗ δ. Die Kosten der
Operation selbst werden über die Bytecodeinstruktionen, die aufgerufen werden, be-
stimmt, bspw. hat add die Dauer δ und multiply die Dauer 4δ. Die Aufrufhäufigkeit
wird geschätzt basierend darauf, ob ein Methodenaufruf selbst oder die Aufrufe seiner
Elternmethoden im Aufrufbaum innerhalb von Schleifen liegen. Eine Quelltextverände-
rung kann eine Performanzänderung direkt hervorrufen oder durch performanzkritische
Variablen Aufrufpfade potenziell ändern, die dann zu Performanzveränderungen füh-
ren. Die Ermittlung des Teils eines Programms, der durch eine Operation beeinflusst
wird, wird Forwärtsslicing (engl. forward slicing) genannt. Huang et al. ermitteln durch
Forwärtsslicing, welche Teile des Programms durch die Änderung an einer Operation
beeinflusst werden. Durch die Evaluation an 64 bekannten Regressionen zeigen sie, dass
92% aller Regressionen gefunden werden können. Durch die Analyse neuer, zufälliger
Commits zeigen sie, dass für die Erkennung von bis zu 95% aller Regressionen mit ihrer
Methode nur 14% bis 22% aller Tests notwendig sind.
PerfRanker [MWX17] priorisiert Testfälle für Collection-intensive Software. Collection-

intensive Software ist dabei Software, deren Ausführungszeit maßgeblich vom Laden,
Ändern und Schreiben großer Collection-Instanzen, d. h. Sammlungen von Objekten,
abhängt. Hierfür wird durch Profiling ermittelt, welche Methoden und Schleifen wie oft
ausgeführt werden. Darauf basierend wird ein Modell für jeden Testfall erstellt, wobei
Collection-Größen aus den Profiling-Daten extrahiert werden; wenn bspw. eine Methode
in einer Schleife n mal aufgerufen wird, und diese Schleife über die Liste list iteriert,
ist davon auszugehen, dass list.size()=n. Dieses wird für neue Commits genutzt, um
mit einer Performanzeinflussanalyse zu ermitteln, welche Testfälle von einer Änderung
stärker betroffen sind. Dabei werden die Informationen aus demModell sowie eine Daten-
flussanalyse genutzt, um zu bestimmen, wie sich Änderungen auf die Collection-Größen
und damit auf die Schleifenausführungen auswirken. Die drei am stärksten betroffenen
Testfälle sind dabei in den höchsten 37 % der priorisierten Testfälle.

Modelle für die Performanzvorhersage Die Modelle sagen in der Regel auf Basis von
unabhängigen Variablen, bspw. der Benutzerzahl, voraus, wie sich das System verhalten
wird. Hashemian et al. [HCKA17] definieren eine Methode, um für abhängige Variablen
Werte zu definieren, mit denen anschließend Experimente ausgeführt werden. Dabei
wird initial ein Menge von Punkten im Raum der unabhängigen Variablen gewählt,
im Normalfall gleichverteilt über den Definitionsbereich. Anschließend werden in der
iterativen Verfeinerungsphase Punkte so gewählt, dass ein möglichst großer Anstieg der
Genauigkeit erwartet werden kann. Der größte Anstieg kann dabei jeweils in der Region,
d. h. der Fläche zwischen Punkten im Definitionsbereich, erwartet werden, in denen
die Differenz zwischen den abhängigen Variablen am größten ist. Durch dieses iterative
Verfahren kann der Fehler der unabhängigen Variablen minimiert werden.

Westermann et al. [WKH11] nutzen die Methoden der Inferenzstatistik Kriging und
MARS, um aus Messdaten Modelle für die Performanzvorhersage zu erstellen. Dabei
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nutzen sie drei Selektionsmethoden, zufällige Selektion, äquidistante Selektion und ad-
aptive Selektion, wobei die adaptive Selektion immer den Punkt wählt, der den größten
Fehler bezüglich der Vorhersagefunktion hat. Durch adaptive Testselektion und Kriging
werden die besten Messergebnisse erzielt.
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4 Messprozess

In diesem Kapitel wird eine Methode beschrieben, um Performanzänderungen durch
die Messung der Performanz von Unittests zu finden. Hierfür ist es notwendig, eine
für die typische Workloadgröße von Unittests passende Mess- und Analysemethode zu
entwickeln.

Eingangs wird daher beschrieben, wie die Güte von Mess- und Analysemethoden sowie
deren Konfiguration verglichen werden kann (Forschungsfrage 2a). Darauf aufbauend
wird beschrieben, welche Eigenschaften die konkrete Mess- und Analysemethode hat
(Forschungsfrage 2b). Diese wird anschließend evaluiert. Abschließend werden verwandte
Arbeiten dargestellt.

4.1 Vergleich von Mess- und Analysemethoden

Der Messprozess in Peass basiert auf dem etablierten Messprozess für Performanzän-
derungen in virtuellen Maschinen (siehe Abschnitt 2.3.1) und passt diesen für transfor-
mierte Unittests an. Das Vorgehen für die Kalibrierung des Messprozesses wird im ersten
Unterkapitel dargestellt. Die mindestens bei der Messung auftretenden statistischen Feh-
ler werden im zweiten Unterkapitel dargestellt. Für die Kalibrierung des Messprozesses
ist die Größe der Unittests entscheidend. Diese wird im dritten Unterkapitel dargestellt.

Der Messprozess wurde in [RK18b] und [RKH22] publiziert. Hier wird die aktualisierte
Version aus [RKH22] detailliert dargestellt.

4.1.1 Vorgehen

Der Messprozess, inklusive einer Methode zur Analyse der Messwerte, soll korrekt fest-
stellen, ob zwei Tests mit ihren Workloads und der getesteten Implementierung gleiche
oder unterschiedliche Performanz haben. Um die Qualität einer Gesamtkonfiguration
dieses Messprozesses festzustellen, wurden daher

1 künstliche Unittestpaare definiert, bei denen die Performanzunterschiede bekannt
sind und einen erwarteten prozentualen Unterschied d haben,

2 der Messprozess mit verschiedenen Parametern für diese Unittests ausgeführt,

3 verschiedene statistische Tests zur Messwertanalyse angewandt und

4 die Auswertung der Messwerte bestimmt.

Abbildung 12 verdeutlicht dieses Vorgehen.

Künstliche Unittestpaare Die künstlichen Unittestpaare sollen typische Workload-
typen abdecken. Daher werden für die prozentualer Differenz d und Größe s folgende
Testfälle definiert:

• Die Addition von s und s · (1 + d) Zahlen,
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2
Messung Variante 1

2
Messung Variante . . .

2
Messung Variante n

1
Künstliches Unittestpaar

3
Messwertanalyse 1

3
Messwertanalyse . . .

3
Messwertanalyse n

4 Auswahl
Wirksamkeit / Sensitivität / Dauer

Abbildung 12: Vorgehen zur Kalibierung der Messung

• die Reservierung von int-Arrays der Größe s ·A und (s · (1 + d)) ·A, wobei A eine
Zufallszahl zwischen 3 und 6 ist, und deren Belegung mit Zufallszahlen und

• die Ausgabe von s und s · (1 + d) Zufallszahlen auf die Kommandozeile.

Damit wird die Performanz von Operationen, die hauptsächlich die CPU belasten (Ad-
ditionen), die hauptsächlich den Speicher belasten (Reservierung) und die ein Java-
Konstrukt nutzen (Kommandozeilenausgabe) gemessen. Es wäre denkbar, weitere Java-
Konstrukte zu messen, bspw. das Werfen von Exceptions, die Allokation von Objekten,
das Betreten und Verlassen synchronisierter Abschnitte oder die Umwandlung von Da-
tentypen. Sofern bei realen Messprozessen Performanzunterschiede nicht bestimmt wer-
den können und die Ursache hierfür der Messprozess und die Performanzeigenschaften
von Java-Konstrukten ist, müsste die Kalibierung mit zusätzlichen künstlichen Unittest-
paaren wiederholt werden.

Messung Der Messprozess folgt dem in Kapitel 2.3.1 dargestellten Vorgehen. Um die
Performanz zu messen, werden mehrere VMs nacheinander gestartet. In jeder VM werden
Messiterationen ausgeführt. Jede Messiteration besteht aus vier Schritten:

(1) der Anfrage zur Ausführung der Garbage Collection durch System.gc (optional),

(2) der Ausführung der Zeitfunktion zur Bestimmung der Startzeit,

(3) der Ausführung des Workloads und

(4) der Ausführung der Zeitfunktion zur Bestimmung der Endzeit.
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4 Messprozess

Messwertanalyse Um zu bestimmen, ob erhaltene Messwerte einen Performanzunter-
schied aufzeigen, werden statistische Tests genutzt (siehe Kapitel 2.3.2). Diese werden
mit der Irrtumswahrscheinlichkeit α parametrisiert. Es ist möglich, dass der statistische
Test eine Performanzänderung erkennt, wenn keine Performanzänderung vorhanden ist;
diesen Fehler nennt man Typ-I-Fehler. Daneben ist es möglich, dass der statistische Test
eine Performanzänderung nicht erkennt, obwohl diese vorhanden ist. Diesen Fehler nennt
man Typ-II-Fehler β [JP15, Seiten 78ff]. Die Trennschärfe eines statistischen Tests (engl.
statistical power) entspricht 1− β.

Auswertung Ziel der Messungen ist es, jede vorhandene Performanzänderung, zu er-
kennen (richtig positiv) und gleichbleibende Performanz als unverändert zu identifizie-
ren (richtig negativ). Hingegen soll keine Performanzänderung übersehen werden (falsch
negativ) und kein Commit als Performanzänderung identifiziert werden, bei dem die
Performanz gleich bleibt (falsch positiv).

Die Güte der Mess- und Analyseverfahren wird durch Wirksamkeit und Sensitivität
ermittelt. Die Wirksamkeit (engl. precision) ist der Anteil der korrekt erkannten Perfor-
manzänderungen (richtig positiv) an der Gesamtanzahl ermittelter Änderungen (richtig
positiv + falsch positiv) und wird wird auch als Richtig-positive-Rate (engl. true posi-
tive rate) bezeichnet. Die Sensitivität (engl. recall) ist der Anteil der korrekt erkannten
Performanzänderungen (richtig positiv) an den überhaupt bestehenden Performanzän-
derungen (richtig positiv + falsch negativ), und wird auch Richtig-positiv-Akkuratheit
(engl. true positive accuracy) genannt. Um die Güte eines Mess- und Analyseverfahrens
zu beurteilen, wird das F1-Maß, das harmonische Mittel aus Wirksamkeit und Sensiti-
vität, bestimmt:

F1 = 2 · Wirksamkeit · Sensitivität
Wirksamkeit + Sensitivität

(4)

Je näher das F1-Maß an 100% liegt, desto besser ist das jeweilige Klassifikationsver-
fahren [Pow20].

Bei ausreichend großer Wiederholungsanzahl desselben Experiments gilt, dass der An-
teil der falsch positiven Klassifizierungen dem Typ-I-Fehler α entspricht und der Anteil
der falsch negativen Klassifizierung dem Typ-II-Fehler β.
In Abhängigkeit der spezifizierten Messprozesse und -parameter ergibt sich die Dauer

der Ausführung für die künstlichen Testfälle. Deshalb wurde insgesamt für alle Messpro-
zess und -parameter die Kombination gesucht, die bei gleichzeitig ausreichender Wirk-
samkeit und Sensitivität die geringste Ausführungsdauer aufweist.

4.1.2 Fehlerbetrachtung

Bei der Betrachtung der Fehler gehen wir davon aus, dass die Mittelwerte beider Mes-
sungen µX bzw. µY sind und die vereinigte Standardabweichung beider Messungen
σS =

√
σ2
X + σ2

Y bei gleicher Stichprobengröße n. Welche und wie viele Fehlentschei-
dungen durch Hypothesentests getroffen werden, wurde von Cohen [Coh70] untersucht.
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4 Messprozess

Die Typ-I und Typ-II-Fehler werden von der gewählten Irrtumswahrscheinlichkeit α, der
Effektstärke γ = µX−µY

σS
und der Anzahl der Messungen n bestimmt.

Die Relation von Typ-I und Typ-II-Fehler ist

z1−β = γ ∗
√
n

2
− z1−α

2
(5)

wobei die z-Funktion die Dichtefunktion der Normalverteilung beschreibt. Bei der
Messung von Performanzunterschieden führen falsch positive Messungen zu Ressourcen-
aufwand bzw. manuellem Aufwand bei der Untersuchung der Ursache. Daher soll der
Typ-I-Fehler klein gehalten werden und es wird eine geringe Irrtumswahrscheinlichkeit
von α = 1% vorgegeben.

Basierend auf der Effektstärke und der Anzahl der Messungen ergeben sich die Typ-
II-Fehler, die in Abbilung 13 dargestellt sind. Der Verlauf des Typ-II-Fehlers zeigt, dass
Effektstärken γ ≥ 1 bereits mit einer VM-Anzahl von 50 mit einem Typ-II-Fehler von
weniger als 1% messbar ist. Bei Effektstärken γ = 0.1 führen hingegen 1000 Messungen
zu einem Typ-II-Fehler von ≈ 63, 4 %.
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Abbildung 13: Entwicklung des Typ-II-Fehlers in Abhängigkeit der Effektstärke

Um Performanzunterschiede nur selten zu übersehen, sollte der Typ-II-Fehler unter
1% liegen. Die zuvor beschriebenen Workloads benötigen bei einer Workloadgröße von
1000 mindestens 97 Sekunden pro VM-Ausführung mit 10.000.000 Wiederholungen des
Workloads. Wenn die Performanz feingranularer Tests verglichen wird, darf die Messung
nicht mehr als einen Tag dauern, da andernfalls die hohe Anzahl der Tests und die
ggf. vorhandene große Anzahl von Commits nicht bearbeitet werden kann. Daher ist die
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4 Messprozess

Ausführung von mehr als 891 VMs (= 12 ∗ 60 ∗ 60/97) in der Regel nicht möglich. Wir
betrachten daher im Folgenden Ausführungen mit maximal 1000 VMs.

Performanzänderungen lassen sich daher nur messen, wenn die Effektstärke ausrei-
chend groß ist. Die konkret messbare Effektstärke hängt von der Größe des Workloads
und den zur Verfügung stehenden Ressourcen ab. Auf Basis des in Abbildung 13 darge-
stellten Zusammenhangs ist eine Deckelung des Typ-II-Fehlers auf 1% mit maximal 891
VMs bei einer Effektstärke γ = 0.5 möglich, bei einer Effektstärke γ = 0.1 jedoch nicht.

4.1.3 Workloadgröße der künstlichen Unittestpaare

Die künstlichen Unittestpaare sollen (1) der typischen Größe von Unittests entsprechen,
um ein realistischer Test für diese zu sein, und (2) möglichst geringe Performanzunter-
schiede enthalten, um das Messverfahren so zu kalibrieren, dass geringe Performanzun-
terschiede gefunden werden.

Robert Martin [Mar13, Seiten 130f] empfiehlt, dass Tests nur eine Zusicherung enthal-
ten und nur ein Konzept prüfen. Eine konkrete typische Testlänge abzuleiten ist nicht
möglich, da Konzepte unterschiedliche Komplexität haben können und die Intensität des
Einsatzes von Mocking und realen Objekten die Testlänge stark beeinflussen. Darüber
hinaus ist nicht jeder geschriebene Code sauber. Aus diesem Grund wird hier die Test-
länge realer Unittests aus Beispielprojekten als Schätzung der Testlänge aller Unittests
genutzt. Hierfür werden die Unittests der Apache Commons Projekte genutzt.

Um deren Länge zu bestimmen, wird die Anzahl der Methodenaufrufe und die durch-
schnittliche Methodenlänge ermittelt.82
Eine genaue Ermittlung der Methodenaufrufe und eine Schätzung deren Ausführungs-

dauern wäre sehr aufwändig. Einerseits würde das Ermitteln der Methodenaufrufe die
Ermittlung aller Traces und das Parsen der Quelltexte erfordern. Darüber hinaus ist
auch schwer abzuschätzen, inwiefern einzelne Statements Rechenaufwand verursachen,
bspw. kann eine Berechnung mit mehreren Rechenoperationen auf einer Zeile erheb-
lich mehr Aufwand verursachen als eine Rechnung mit einer Rechenoperation, die auf
mehrere Zeilen aufgeteilt ist.

Um zu ermitteln, wie viele Methodenaufrufe ein Unittest durchschnittlich enthält,
wurden deshalb die Traces der Regressionstestselektion ausgewertet. Ziel der Auswer-
tung ist es, zu erfassen, wie viele Methodenaufrufe erfolgen, die Berechnungen, Spei-
cherreservierungen oder andere externe Aufrufe nach sich ziehen. Hierfür wurden die
Zeilen der Methodeninhalte aller Traces ohne Kompression gezählt. Zeilen mit schlie-
ßender Klammer, Signaturen, Kommentare oder return-Statements wurden ausgeschlos-
sen. Darüber hinaus werden get-Aufrufe nicht betrachtet. Die Anzahl der Aufrufe ist
in Abbildung 14 dargestellt. Dabei zeigt sich, dass viele Ausreißer existieren und der
Großteil der Unittests unter 500 Aufrufe enthält. Um die Ausreißer nicht zu stark zu
bewerten, wurde der Median ermittelt. Der Median der Anzahl der Aufrufe beträgt 126
und der Median der Länge einer Methode beträgt 2,29 Zeilen. Vereinfachend wird des-

82Dies ist wiederholbar durch Ausführung des Skripts getCalls.sh im Datenset https://doi.org/
10.5281/zenodo.6517822
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4 Messprozess

halb davon ausgegangen, dass künstliche Unittests mit einer Workloadsgröße von
300 Methodenaufrufen eine angemessene Näherung der Größe realer Unittests sind.
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Abbildung 14: Anzahl der Aufrufe für Unittests

Es wäre wünschenswert, möglichst schon Änderungen eines einzelnen Statements zu
erkennen. Änderungen von Messwerten können aber nur dann mit vertretbarem Auf-
wand erkannt werden, wenn der relative Performanzunterschied mindestens die Größe
der relativen Standardabweichung zwischen den VM-Ausführungen hat. Um zu bestim-
men, welche Standardabweichungen zwischen den Messungen typischerweise vorliegen,
wurden Messungen mit verschiedenen Workloadgrößen durchgeführt. Abbildung 1583
zeigt das Wachstum der relativen Standardabweichung mit steigender Workloadgröße.
Um die Experimente in absehbarer Zeit ausführen zu können, wurden die Iterationsan-
zahl ab Workloadgröße 10.000 jeweils um den Faktor 10 reduziert. Der RAMTest erzeugt
bei einer Workloadgröße von mehr als 1.000.000 in OpenJDK 8 (Standard-Heapgröße:
-Xmx4g) Garbage-Collection-Fehler und ist deshalb ab dieser Größe nicht mehr ohne Kon-
figurationsänderung messbar.

Da bei einer Workloadgröße von 300 eine entfernte oder hinzugefügte Operation mess-
bar sein soll, werden Unittestpaare der Größen 300 und 301 untersucht, d. h. eine relati-
ve Differenz von 0, 3 %. Die maximal untersuchbare Effektstärke von 0,25% würde eine
Standardabweichung von ca. 1,3% erlauben. Da die relative Standardabweichung, sofern
die Workloadgröße über 100 ist und nicht der BaselineTest ausgeführt wird, bei maximal
ca. 1% liegt, ist dies messbar. Da die relative Differenz steigt, wenn die Workloadgröße
sinkt, sind auch bei Workloads die weniger als 300 Operationen enthalten die Effektstär-
ken größer als 0,25%, d. h. im messbaren Bereich. Bei größeren Workloads und gleicher
83Reproduzierbar durch plotDeviationsRelative.plt in precision-analysis/scripts/size-evolution

im Repository https://github.com/DaGeRe/precision-experiments angewandt auf
size-evolution.tar im Datenset https://doi.org/10.5281/zenodo.6427379
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Abbildung 15: Entwicklung der relativen Standardabweichung bei Wachstum des
Workloads

absoluter Performanzänderung sinkt die Effektstärke, so dass Performanzänderungen
ggf. nicht mehr messbar sein können.
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4 Messprozess

4.2 Messmethode

Grundlegende Eigenschaften der Messmethode sind:

(1) wie eine einzelne Iteration aufgebaut ist,

(2) wie viele Iterationen ausgeführt werden,

(3) ob zwischen den Iterationen Garbage Collections angefragt werden und

(4) wie mit der Standardausgabe umgegangen wird.

Diese werden im Folgenden dargestellt.
Die Reproduktion der Messungen ist durch die Skripte in git@github.com:DaGeRe/

precision-experiments.git im scripts-Ordner möglich. Die Messergebnisse wurden
dabei generell auf der jeweils aktuellen Java 8-Version auf einem Ubuntu Desktop PC
i7-4770 CPU @ 3.40GHz erzeugt. Die Messdaten enthalten jeweils die konkrete genutze
Java-Version.

4.2.1 Aufbau einer Iteration

Kleine Workloads, wie sie in der Regel in Unittests vorliegen, haben zwei Nachteile:
Einerseits hat die Messungenauigkeit der Zeitmessfunktion einen großen Einfluss auf
den Messfehler, da sie relativ zur Gesamtmessung groß ist, und andererseits dauert der
häufige Aufruf der Zeitfunktion im Verhältnis zum Workload selbst relativ lange.

Um den Einfluss der Ungenauigkeit zu reduzieren, wurden Wiederholungen (engl.
repetitions) zwischen zwei Messungen eingeführt. Durch die Wiederholung desselben
Workloads wird nur zwei mal, am Anfang und am Ende der Messung, die Ungenauigkeit
der Zeitfunktion einbezogen, der Workloads aber mehrfach ausgeführt. Dadurch steigt
der Einfluss des Workloads auf die Messergebnisse und der Zeitverbrauch der Zeitmess-
funktion selbst sinkt. Daneben führt eine Reduktion der erfassten Messwerte zu einer
Beschleunigung der Messung. Abbildung 1684 zeigt dies für die künstlichen Unittests.
Allerdings verändert eine erhöhte Wiederholungsanzahl auch die Messung, so dass

Unterschiede ggf. schlechter ermittelt werden können. Bei der Ermittlung der Gesamt-
konfiguration werden deshalb verschiedene Wiederholungsanzahlen untersucht.

4.2.2 Beenden von Messungen

Um zu bestimmen, wie viele Iterationen innerhalb einer VM für eine Messung des sta-
tionären Zustands notwendig sind, empfehlen Georges et al. [GBE07] die Prüfung, ob
der Koeffizient der Variation einen Grenzwert unterschreitet (siehe Kapitel 2.3.1). Dieses
Verfahren ist für Unittests mit sehr geringen Ausführungszeiten nicht nutzbar, da der
Koeffizient der Variation bei kleinen Workloads nicht unter die vorgeschlagenen Grenz-
werte fällt.

84Reproduzierbar durch getDurations.sh in precision-analysis/scripts in https://github.com/
DaGeRe/precision-experiments/
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Abbildung 16: Entwicklung der Ausführungsdauer mit erhöhter Anzahl der Wiederho-
lungen

In diesem Unterkapitel wird zuerst erläutert, welche Abbruchbedingung die Anwen-
dung des Verfahrens von Georges et al. [GBE07] auf Unittests zur Folge hätte. Anschlie-
ßend wird festgelegt, wie viele Iterationen innerhalb einer VM ausgeführt werden.

Anwendung des Verfahrens von Georges et al. Um den Koeffizient der Variati-
on zu bestimmen, wird die relative Standardabweichung der letzten n Werte bestimmt.
Diese Messwerte werden im folgenden Messabschnitt genannt. Fraglich ist dabei, wie
viele Messwerte zusammengefasst werden, um den Koeffizienten der Variation zu be-
stimmen. Werden zu wenig Messwerte zusammengefasst, bspw. lediglich 10 Messwerte,
werden wiederkehrende Abweichungen, bspw. Garbage Collections, ggf. nicht in einem
Messabschnitt aufgenommen. Dadurch würde sehr früh ein stationärer Zustand erkannt
werden. Die Messwerte wären allerdings nicht repräsentativ für eine länger laufende, rea-
le Ausführung, da wiederkehrende Abweichungen nicht erfasst werden. Werden dagegen
zu große Messabschnitte betrachtet, könnte ein Abbruch zu spät erfolgen.

Um die Anzahl der Messwerte n, die zu einemMessabschnitt zusammengefasst werden,
möglichst repräsentativ zu gestalten, wird deshalb bestimmt, wie groß ein Messabschnitt
für künstliche Unittests sein muss, um im Mittel mindestens einen Ausreißer zu enthal-
ten. Ein Ausreißer wird hier als Messwert mit Z-Wert (Z = X−X̄

s
) über 3.29 angesehen, so

dass 99,9% der Messwerte einer Normalverteilung nicht als Ausreißer betrachtet werden
[Fie13, Seite 26].

Für die Kalibierung der Messung wird der Workload 10.000.000 mal wiederholt. Tabel-
le 3 zeigt die Anzahl der Ausreißer.85 Da der AddTest die geringste Anzahl an Ausreißern,

85Generierbar mit getOutlierTable.sh in precision-analysis/scripts/properties in https://
github.com/DaGeRe/precision-experiments/, cov-Ordner aus Datenset muss übergeben werden.
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Test µAusreißer σAusreißer
BaselineTest 19.821,71 9.859,07
AddTest 1.476,66 24,06
RAMTest 2.298,14 64,92
SysoutTest 24.123,62 1.270,16

Tabelle 3: Anzahl der Ausreißer je nach Workload

ca. 1477 hat, werden die Messwerte in Messabschnitte der Länge n = 10.000.000/1476.66 ≈
6772, 04 ≈ 5000 eingeteilt. Sollten mehr Ausreißer auftreten, ist dies unproblematisch,
da die Messabschnitte dann mehr Ausreißer enthalten.

Abbildung 1786 zeigt beispielhaft die Ausführung der künstlichen Unittests und die
relative Standardabweichung für die ersten 1.000.000 von 10.000.000 Ausführungen.87
Die relative Standardabweichung wird mit logarithmischer Skala dargestellt, um Ausrei-
ßer besser erkennen zu können. Die Graphik zeigt, dass die relative Standardabweichung
schwankt, aber niemals geringer als 1% ist. Gleichzeitig schwankt der Mittelwert der
Messwerte ab einer für jeden Test individuellen Iterationsanzahl nur noch um einen
Mittelwert, d. h. nach der visuellen Betrachtung kann man den stationären Zustand als
erreicht betrachten.

Dieses Verhalten zeigt sich auch, wenn man verschiedene Ausführungen desselben
Unittests vergleicht. Abbildung 1888 zeigt dies beispielhaft für drei Ausführungen des
AddTest: Während Mittelwerte und Standardabweichungen geringfügig anders sind bei
Ausführungen desselben Testfalls bleibt die relative Standardabweichung gleich.

Die Betrachtung der Abweichung, wie von Georges et al. empfohlen, ist also für Unit-
tests nicht anwendbar.

Iterationen innerhalb einer VM Um zu bestimmen, wann wie viele Iterationen inner-
halb einer VM nötig sind, wurden deshalb drei Varianten verglichen: (1) CoV-Abbruch
(nach Georges et al. [GBE07]): Die Messung wird beendet, wenn der Koeffizient der Va-
riation erstmals unter 1% fällt. (2) Abweichungsabbruch: Die Messung wird beendet,
sobald der Messwert erstmals weniger als 1% vom Endwert abweicht, wobei der End-
wert der Mittelwert der letzten 50.000 Ausführungen ist. (3) Endwertabbruch: Die
Messung wird beendet, sobald der Messwert weniger als 1% vom Endwert abweicht und
die Abweichung zum Endwert danach nicht wieder über 1% steigt.

Tabelle 4 zeigt, welche Messwerte bei dieser Ausführung erzielt werden.89 Der Ab-
bruch, sobald der Koeffizient der Variation unter 1% fällt, wird beim AddTest und RAMTest

86Die Daten für beide liegen im Datenset https://zenodo.org/record/6427379#.YvDmrmFBxaY
im Ordner cov_examples, die Graphik ist generierbar durch ./getCoVData.sh in
precision-analysis/scripts/cov in https://github.com/DaGeRe/precision-experiments/

87Nach 1.000.000 Ausführungen findet keine visuell erkennbare Änderung des Verhaltens statt.
88Generierbar durch ./getCoVData.sh in precision-analysis/scripts/cov in https://github.

com/DaGeRe/precision-experiments
89Die Tabelle lässt sich anhand der Klasse FindRepeatableState im Projekt precision-analysis in

https://github.com/DaGeRe/precision-experiments generieren.

71

https://zenodo.org/record/6427379#.YvDmrmFBxaY
https://github.com/DaGeRe/precision-experiments/
https://github.com/DaGeRe/precision-experiments
https://github.com/DaGeRe/precision-experiments
https://github.com/DaGeRe/precision-experiments


4 Messprozess

 11

 11,5

 12

 12,5

 13

 13,5

 14

 14,5

 15

 15,5

 16

0 200 400 600 800 1.000

D
a
u
e
r 

/ 
µ

s
AddTest

 0,01

 0,1

 1

 10

0 200 400 600 800 1.000

R
e
la

ti
v
e
 S

ta
n
d

a
rd

a
b

w
e
ic

h
u
n
g

AddTest

 17

 18

 19

 20

 21

 22

 23

 24

 25

 26

 27

 28

0 200 400 600 800 1.000

D
a
u
e
r 

/ 
µ

s

RAMTest

 0,01

 0,1

 1

 10

0 200 400 600 800 1.000

R
e
la

ti
v
e
 S

ta
n
d

a
rd

a
b

w
e
ic

h
u
n
g

RAMTest

 2,5

 3

 3,5

 4

 4,5

 5

 5,5

 6

0 200 400 600 800 1.000

D
a
u
e
r 

/ 
µ

s

Iteration

SysoutTest

 0,01

 0,1

 1

 10

0 200 400 600 800 1.000

R
e
la

ti
v
e
 S

ta
n
d

a
rd

a
b

w
e
ic

h
u
n
g

Iteration

SysoutTest

Abbildung 17: Mittelwerte und Standardabweichungen (logarithmisch) jeweils einer
Ausführung der künstlichen Unittests

nie erreicht. Der Abbruch, sobald der Endwert erreicht ist, ist früh möglich. Allerdings
werden danach die Messungen noch durch Abweichungen, verursacht bspw. durch JIT-
Kompilierung, verändert. Es ist deshalb nach aktuellem Kenntnisstand nicht möglich,
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Abbildung 18: Mittelwerte und Standardabweichungen (logarithmisch) von drei Ausfüh-
rungen des AddTest

zu bestimmen, ob ein Messwert dem Endmesswert entspricht. Eine statische Metho-
de, um sinnvoll den stationären Zustand zu identifizieren, existiert aktuell nicht [KJ13;
BBK+17].

Da die Messwerte jedoch erst ab sehr hoher Iterationsanzahl konstant bleiben, werden
im Folgenden weiterhin 10.000.000 Iterationen pro VM-Start ausgeführt. Anschließend
wird geprüft, ob ggf. eine geringere Iterationsanzahl ausreichend ist, um Workloadgrö-
ßenabweichungen zu bestimmen.

4.2.3 Garbage Collection je Iteration

Es ist möglich, eine Garbage Collection je Iteration anzuregen, d. h. durch den Aufruf von
System.gc der JVM zu empfehlen, eine Garbage Collection durchzuführen. Dies garantiert
nicht, dass die Garage Collection durchgeführt wurde. Es wäre jedoch denkbar, dass eine
künstlich aufgerufene Garbage Collection Ausreißer, die durch automatische Garbage
Collections verursacht werden, reduziert.
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Testfall Variante Abbruchindex Gemessene Dauer (ns)
BaselineTest CoV-Abbruch 5.210.000 35,26
BaselineTest Abweichungsabbruch 540.000 35,12
BaselineTest Endwertabbruch 860.000 35,12
AddTest CoV-Abbruch - NaN
AddTest Abweichungsabbruch 175.000 12.067,79
AddTest Endwertabbruch 9.770.000 12.243,01
RAMTest CoV-Abbruch - NaN
RAMTest Abweichungsabbruch 90.000 19.937,31
RAMTest Endwertabbruch 8.190.000 20.003,39
SysoutTest CoV-Abbruch 9.980.000 2.860,27
SysoutTest Abweichungsabbruch 545.000 2.963,51
SysoutTest Endwertabbruch 9.910.000 2.916,59

Tabelle 4: Abbruchindizes und gemessene Ausführungsdauern je nach Abbruchvariante

Für künstlichen Workloads wurde deshalb geprüft, welchen Einfluss die Garbage Col-
lection hat. Hierfür sind die künstlichen Workloads mit Ausführung der Garbage Col-
lection vor jeder Iteration wiederholt worden. Hier ist die Anzahl der Ausreißer beim
AddTest und RAMTest niedriger (Tabelle 5).90

Test µAusreißer σAusreißer
BaselineTest 26.214,39 6.183,82
AddTest 37,53 5,36
RAMTest 86,87 22,63
SysoutTest 1.575,43 134,61

Tabelle 5: Anzahl der Ausreißer je nach Workload mit GC

Die Abbrüche der Messwerte werden, wie in Tabelle 6 dargestellt, nur dann früher
möglich, wenn man prüft, ob der am Ende vorhandene Wert früher erreicht wird, wie
bspw. beim RAMTest. Die Entscheidung durch den Koeffizient der Variation wird dadurch
sogar seltener möglich.

Allerdings führt der Aufruf der Garbage Collection pro Iteration zu einer enormen
Verlangsamung der Ausführung, wie in Tabelle 791 dargestellt.

Diese Verlangsamung durch die GC-Ausführung rechtfertig nicht die leichte Reduktion
der Abweichung. Es wird durch die Garbage Collection also nicht möglich, mit weniger
VMs Performanzunterschiede schneller zu erkennen.

90Generierbar mit getOutlierTable.sh in precision-analysis/scripts/properties in https://
github.com/DaGeRe/precision-experiments, entpackter Ordner aus gc.tar aus https://doi.
org/10.5281/zenodo.6427379 muss übergeben werden.

91Erzeugbar mit ./getGCComparisonDurations.sh in precision-analysis/scripts/properties in
https://github.com/DaGeRe/precision-experiments
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Testfall Variante Abbruchindex Gemessene Dauer (ns)
BaselineTest CoV-Abbruch 9.665.000 NaN
BaselineTest Abweichungsabbruch 175.000 2.418,41
BaselineTest Endwertabbruch 915.000 2.423,48
AddTest CoV-Abbruch 9.665.000 NaN
AddTest Abweichungsabbruch 255.000 19.063,90
AddTest Endwertabbruch 295.000 19.051,40
RAMTest CoV-Abbruch 9.665.000 NaN
RAMTest Abweichungsabbruch 140.000 25.965,77
RAMTest Endwertabbruch 335.000 26.979,81
SysoutTest CoV-Abbruch 9.665.000 NaN
SysoutTest Abweichungsabbruch 215.000 8.104,85
SysoutTest Endwertabbruch 355.000 8.144,81

Tabelle 6: Erreichen des stationären Zustands mit Garbage Collection

Test Mit GC Ohne GC
BaselineTest 1,59 h 2,29 s
AddTest 1,76 h 130,07 s
RAMTest 1,60 h 209,16 s
SysoutTest 1,76 h 36,22 s

Tabelle 7: Ausführungsdauer von 10.000.000 Iterationen mit und ohne Garbage Collec-
tion

Für die künstlichen Workloads wäre es möglich, dass die Garbage Collection in de-
finierten Abständen, bspw. jede hundertste Iteration, zu einer Verringerung der Stan-
dardabweichung führt. Außerdem ist es denkbar, dass für bestimmte Workloads das
Triggern der Garbage Collection eine Verringerung der Standardabweichung erreicht.
Hierfür müsste die Häufigkeit der Garbage Collection jedoch für jeden Testfall ange-
passt werden. Da diese Anpassung nicht für jeden Testfall einzeln vorgenommen werden
kann, wurde dieser Ansatz nicht weiter untersucht.

4.2.4 Umgang mit Standardausgabe

Die Standardausgabe wird sowohl in Unittests als auch im Produktivbetrieb oft genutzt,
u. a. um Debugsausgaben zu erzeugen. Mehr Ausgaben beeinflussen dabei die Perfor-
manz negativ. Bei der Performanzmessung könnte man die Standardausgabe aktivieren
oder deaktivieren. Eine Deaktivierung hat den Vorteil, dass sie Ressourcen spart. Aller-
dings verändert die Deaktivierung die Performanz im Vergleich zu realen Anwendungen.
Die Messung der Unittestperformanz verzerrt inhärent die Performanz, da statt realer
Anwendungsfälle die Wiederholung kleiner Testfälle ausgeführt wird. Deshalb wird im
Folgenden untersucht, ob bei Deaktivierung der Standardausgabe der Unterschied zwi-
schen verschiedenen Anzahlen von System.out-Aufrufen noch messbar ist. Sofern dies der
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Fall ist, ist eine Umleitung der Standardausgabe sinnvoll, da die reale Performanz mit
Unittests nicht gemessen werden kann und das Verhältnis zwischen einem Testfall mit
mehr Standardausgabeaufrufen und weniger Standardausgabeaufrufen erhalten bliebe.

Für die Deaktivierung ist es möglich, die Ausgabe in /dev/null umzuleiten oder Auf-
rufe an System.out direkt an einen PrintWriter weiterzuleiten, der die Aufrufe ignoriert.
Da letztere Lösung betriebssystemübergreifend funktioniert und ressourcensparender ist,
wurde sie gewählt.

Abbildung 1992 zeigt den Verlauf der Messdauern des SysoutTest_NoGC mit und ohne
aktivierte Standardausgabe. Für die aktivierte Standardausgabe wurde untersucht, wie
sie sich in Maven und in Gradle verhält.
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Abbildung 19: Verlauf des SysoutTest_NoGC mit verschiedenen Konfigurationen

In Gradle 6.3 bricht die Ausführung nichtdeterministisch bei einer kleinen Workload-
größe, im konkreten Beispiel 4, ab. Der Prozess wird jedoch nicht beendet, was das De-
bugging innerhalb eines realen Unittests erschweren würde. Dabei wird ein Heapdump
erstellt, der zeigt, dass Gradle in AsyncDispatch eine LinkedList u. a. mit TestOutputEvent-
Einträgen speichert, was den Arbeitsspeicher auslastet.

Maven bricht ebenfalls nichtdeterministisch ab, jedoch bei größeren Workloadgrößen,
im konkreten Beispiel 30. Auch hier wird der Prozess nicht beendet. Ein Heapdump wird
allerdings in der Standardkonfiguration nicht erzeugt.

Durch eine Erhöhung des VM-Arbeitsspeichers ließe sich das Problem verzögern. Al-
lerdings würde technologieunabhängig das Problem weiter bestehen, dass schneller neue

92Reproduzierbar durch plotSysoutComparison.plt in precision-analysis/scripts/properties
in https://github.com/DaGeRe/precision-experiments.
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Abbildung 20: Zusammenfassung der Messmethode

Ausgaben erzeugt werden, als diese persistiert werden. Dies kann bei realen Unittests
ebenso der Fall sein. Die reguläre Ausführung der Standardausgabe kann also zu ei-
nem frühen Abbruch führen. Darüber hinaus ist die Ausführung mit Standardausgabe
erheblich langsamer als ohne Standardausgabe, wobei auch bei Deaktivierung der Stan-
dardausgabe die Ausführungszeit von mehr System.out-Aufrufen zu mehr Ressourcenver-
brauch führt. Deshalb werden Standardausgaben bei der Messung von Performanzun-
terschieden im Folgenden deaktiviert.

4.2.5 Zusammenfassung der Messmethode

Die Messung der Performanz im stationären Zustand in der JVM erfordert es, mehrere
VM-Starts auszuführen und innerhalb dieser VM-Starts mehrere Warmup- und Mes-
siterationen durchzuführen. Die Messung von Standardworkloads hat gezeigt, dass die
Einführung vonWiederholungen des Workloads innerhalb einer Iteration zu einer Reduk-
tion der Messzeit führt. Daher werden bei der Auswahl der Analysemethode verschiedene
Wiederholungsanzahlen verglichen. Durch die Einführung von Wiederholungen im eta-
blierten Messprozess (siehe Kapitel 2.3.1) ergibt sich der in Abbildung 20 dargestellte
Messprozess.

Für Workloads in Unittestgröße konnte keine Methode entwickelt werden, die a prio-
ri entscheidet, welche Iterationsanzahl notwendig ist. Daher werden bei der Auswahl
der Analysemethode weiterhin 10.000.000 Workloadausführungen pro VM-Start durch-
geführt. Es wurde gezeigt, dass das Auslösen der Garbage Collection zu einer geringen
Reduktion der Standardabweichung und zu einer starken Erhöhung der Messdauer führt.
Daher wird die Garbage Collection im Folgenden nicht ausgelöst. Darüber hinaus wurde
nachgewiesen, dass das Aktivieren der Standardausgabe bei Messungen zu einem er-
höhten Ressourcenverbrauch führt. Da Performanzunterschiede in Ausgaben auch ohne
Aktivierung der Standardausgabe messbar sind, wird die Standardausgabe im Folgenden
deaktiviert.
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4.3 Analysemethode

Für die Analyse von Performanzunterschieden ist die Auswahl des statischen Tests zen-
tral. Diese wird im ersten Unterkapitel dargestellt. Darüber hinaus ist die Entfernung
von Ausreißern und die Parallelisierbarkeit des Messprozesses relevant. Diese werden in
den darauffolgenden Unterkapiteln dargestellt.

4.3.1 Auswahl des statistischen Tests

Zum Vergleich der Performanzmesswerte von zwei Messungen kommen der T-Test, der
Mann-Whitney-Test und der Konfidenzintervallvergleich infrage [GBE07]. Der T-Test
kann unter der Annahme eingesetzt werden, dass beide Grundgesamtheiten normalver-
teilt sind. Der Konfidenzintervallvergleich setzt keine Verteilung voraus.

Da keine allgemeinen Aussagen über die Verteilungen der Grundgesamtheiten gemacht
werden können, werden die Tests anhand der Messwerte der künstlichen Unittestpaare93
verglichen. Dabei wird das F1-Maß der Tests für 100, 1.000, 10.000, 100.000 und 1.000.000
Wiederholungen verglichen.

Die Ausgangsbasis für den Vergleich der Tests bildet der einfache Vergleich, ob die
Mittelwerte der Messwerte mehr als 0,5% auseinander liegen; ist dies der Fall, werden
die Werte als ungleich angesehen, andernfalls als gleich. Abbildung 21 vergleicht das
mittlere F1-Maß der verschiedenen statischen Tests für alle untersuchten Unittestpaare.
Dabei zeigt sich:

• Der Mittelwertvergleich ist nicht in der Lage, Performanzänderungen zuverlässig zu
identifizieren. Der Konfidenzintervallvergleich ist hierfür besser geeignet, erreicht
aber auch kein F1-Maß über 99%.

• Der T-Test ist in der Lage, Performanzänderungen zuverlässig zu identifizieren,
benötigt hierfür aber eine verhältnissmäßig hohe Anzahl von VM-Ausführungen
bzw. Iterationen.

• Der Mann-Whitney-Test ist in der Lage, Performanzänderungen schon mit geringer
VM- und Iterationsanzahl zu ermitteln.

Um die effizienteste Konfiguration zu bestimmen, wird eine Konfiguration bestimmt,
bei die ein F1-Maß von mindestens 99% aufweist. Eine einzelne Konfiguration kann durch
Zufallseffekte eine Änderungen korrekt erkennen. Damit die Messwerte übertragbar sind,
sollte auch bei einer häufigeren Wiederholung der Messung, also einer Erhöhung der
Iterations- oder VM-Anzahl, keine Verschlechterung des F1-Maßes unter 99% stattfin-
den. Demzufolge suchen wir ein Konfiguration, definiert durch (ITERATIONEN, VMs),
für die gilt: ∀(ITERATIONEN2, V Ms2) : ITERATIONEN2 > ITERATIONEN ∨
VMs2 > VMs ∨ F1(ITERATIONEN2, V Ms2) < 99%. Demzufolge gibt es für jede
Wiederholungsanzahl eine optimale Konfiguration (ITERATIONEN, VMs). Aus die-
sen wird die Konfiguration gewählt, bei der die geringstmögliche Anzahl an VMs und

93Verfügbar unter: https://doi.org/10.5281/zenodo.6427379
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Abbildung 21: F1-Maß der untersuchten statistischen Tests

Ausführungen (d. h. Wiederholungen * Iterationen) ausgeführt werden muss. Ist dieser
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Statistischer Test Ausreißerentfernung Wiederholungen VMs Iterationen
Mittelwertvergleich 100.000 950 50
Mittelwertvergleich x 100 900 50.000

T-Test 10.000 250 460
T-Test x 1.000.000 250 5

Kofidenzintervallvergleich - - -
Kofidenzintervallvergleich x - - -

Mann-Whitney Test 100.000 40 49
Mann-Whitney Test x 1.000.000 150 5

Tabelle 8: Ausgewählte Konfigurationen für die verschiedenen statistischen Tests

Wert bei mehreren Wiederholungsanzahlen gleich, wird die größte Wiederholungsanzahl
gewählt, da diese die geringste Menge von gespeicherten Messdaten erfordert.

Die Ermittlung der effizientesten Konfiguration94 ergibt die in Tabelle 8 dargestellten
Mindestkonfigurationen. Daraus ergibt sich, dass die Nutzung des Mann-Whitney-Tests
mit 40 VMs, 70 Iterationen und 10.000 Wiederholungen die effizienteste Konfiguration
ist, um Performanzänderungen zu finden.

4.3.2 Ausreißerentfernung
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Abbildung 22: Histogram der AddTest-Ausführung mit 10.000 Wiederholungen

Abbildung 22 zeigt ein Histogramm der Mittelwerte der VM-Ausführungen. Neben den
erwarteten Messwerten, die um ca. 125 ms schwanken, existieren einige Ausreißer. Es
würde naheliegen, dass eine Entfernung der Ausreißer zu einer besseren Erkennbarkeit
des Performanzunterschieds führt. Um zu untersuchen, ob Ausreißerentfernung die Mess-
werte verbessern, wurden alle Messdaten mit Ausreißererkennung neu analysiert. Dabei
94Implementiert in GetMinimalFeasibleConfiguration in https://github.com/DaGeRe/

precision-experiments
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werden VM-Messungen ausgeschlossen, sofern ihr Z-Wert über 3,29 liegt, äquivalent zum
Vorgehen in Abschnitt 4.2.2.
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Abbildung 23: Vergleich des F1-Maßes
mit und ohne Ausrei-
ßererkennung für den
Mann-Whitney-Test

Abbildung 23 zeigen den Verlauf des F1-
Maß mit Ausreißererkennung. Dies deutet
darauf hin, dass die Ausreißererkennung
keine signifikante Änderung des F1-Maßes
erzeugt. Dies wird durch Tabelle 8 be-
stätigt: Ausreißererkennung führt für die
vorliegenden Messdaten dazu, dass Per-
formanzveränderungen nur mit mehr Mes-
sungen erkannt werden können.

Demzufolge empfiehlt sich für die vor-
liegenden Workloads keine Nutzung von
Ausreißererkennung.

4.3.3 Parallelisierung

Die Parallelisierung der Messung kann
dazu führen, dass die Prozesse gleiche
Ressourcen, bspw. CPU-Rechenzeit, be-
anspruchen. Dadurch können verfälschte
Messwerte entstehen. Bei Unittests, die in
der Regel sequentiellen Workload aufwei-
sen, ist dieser Effekt kleiner als bei grö-
ßeren Lasttests. Darüber hinaus kann die
Parallelisierung dazu führen, dass externe
Effekte, wie Temperaturänderungen der
CPU, die Berechnung gleich beeinflussen.
Bulej et al. empfehlen daher, in Cloud-Umgebungen Benchmarks parallel auszuführen,
um ähnliche Systemzustände zum Messzeitpunkt zu haben [BHT+20]. Daher wurde
untersucht, welchen Einfluss die Parallelisierung auf das F1-Maß der Bestimmung der
Performanzunterschiede der künstlichen Unittests hat.

Abbildung 24 zeigt den Vergleich von sequenziellen und parallelen Messungen. Dabei
zeigt sich, dass für die vorliegenden Workloads die parallelen Messungen ggf. zu einer
Verbesserung der Messgenauigkeit führen. Dies wird durch die effizientesten Konfigu-
rationen in Tabelle 9 bestätigt: Für die Nutzung des Mann-Whitney-Tests führt die
Parallelisierung zu einer Reduktion der nötigen VMs auf 30 bei gleichzeitig 49 Iteratio-
nen.

Da sie gleichzeitig zu einer Beschleunigung der Messung führen, werden daher generell
Messungen parallelisiert. Dies ist lediglich nicht möglich, wenn technische Eigenschaften
des Unittests, bspw. die Reservierung von Ports, dies verhindern.

Insgesamt ergibt sich daraus, dass die Gesamtkonfiguration von 100.000 Wiederholun-
gen, 30 VMs und 49 Iterationen es ermöglicht, Performanzunterschiede mit Typ-I und
Typ-II-Fehler von maximal 1% bei einer Effektstärke von mindestens 0,3% zu erkennen.
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Statistischer Test Ausreißerentfernung Wiederholungen VMs Iterationen
Mittelwertvergleich 100.000 1.000 50
Mittelwertvergleich x 100.000 700 50

T-Test 100.000 150 50
T-Test x 100.000 100 45

Kofidenzintervallvergleich - - -
Kofidenzintervallvergleich x - - -

Mann-Whitney Test 100.000 30 49
Mann-Whitney Test x 100.000 40 45

Tabelle 9: Ausgewählte Konfiguration für die Parallelisierten Messung

Sofern die Effektstärke von zu erwartenden Performanzunterschieden größer als 0,3% ist
oder höhere Fehlerraten akzeptiert werden, kann die Anzahl der VMs reduziert werden.
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Abbildung 24: Vergleich des F1-Maßes mit
und ohne Parallelisierung für
den Mann-Whitney-Test
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4.4 Evaluierung

Um zu überprüfen, ob das erarbeitete Messverfahren Performanzunterschiede korrekt be-
stimmt, wurde es mit der Performanzmessung in JMH verglichen. Dies wird im ersten
Unterkapitel dargestellt. Weiterhin wurde überprüft, ob bei der Ausführung realer Per-
formanzmessungen und Wiederholung der Messungen gleiche Ergebnisse erzeugt werden.
Dies wird im zweiten Unterkapitel dargestellt.

4.4.1 Vergleich mit JMH

jmh als etabliertes Werkzeug ist ebenfalls in der Lage, Performanzmessungen vorzuneh-
men. Die Messung von Performanzunterschieden ist möglich, indem (1) Tests in Bench-
marks umgewandelt werden oder (2) über den Aufruf von JUnitCore.run die Tests direkt
aufgerufen werden. Problematisch bei der Umwandlung der Benchmarks ist, dass beste-
hender Unittestcode zur Steuerung der Ausführung @Before, @BeforeClass, JUnit-Rules
und Vererbungshierarchien enthält und mittels Assert-Aufrufen die Korrektheit geprüft
wird. Diese Aufrufe müssten für den jmh-Aufruf umgewandelt und die Assert-Aufrufe
mit den Blackhole-Implementierungen von jmh verbunden werden. Diese Umwandlung
automatisiert auszuführen ist aufwändig und stellt deshalb für die technische Umsetzung
der Messung keine Alternative dar. Dennoch stellen jmh-Benchmarks, die die Unittests
über einen JUnitCore.run Aufruf ausführen, eine Implementierungsalternative dar. Im
Folgenden werden daher Dauer und F1-Maß der Peass-Ausführung mit der Ausführung
von jmh-Benchmarks, die JUnitCore.run aufrufen, verglichen.

Vergleich der Ausführungszeiten Abbildung 25 zeigt, wie lange die Ausführung eines
jmh-Benchmarks und des jeweiligen JUnit-Aufrufs innerhalb von jmh pro Iteration dau-
ert. Dabei zeigt sich, dass der Overhead, den JUnit in jmh verursacht, im Bereich von
10 µs liegt. Darüber hinaus zeigt sich, dass auch der einfache Aufruf von JUnitCore.run
Performanzunterschiede aufzeigen kann.

Vergleich der Bestimmung von Performanzunterschieden Fraglich ist allerdings,
mit wie vielen VM-Ausführungen (jmh-Name: forks) Performanzunterschiede gefunden
werden können. Hierfür wurde das F1-Maß verglichen, mit dem der Unterschied zwi-
schen 300 und 301 Additionen gefunden werden kann. Dabei wurden, wie zuvor, 1.000
VM-Ausführungen genutzt. Bei jmh wird der Workload so lange wiederholt, bis eine Ma-
ximalzeit erreicht ist. Hier wurde die Standardeinstellung 10 Sekunden (d. h. 5 Sekunden
Aufwärmausführungen und 5 Sekunden Messausführungen) genutzt.

Abbildung 26 zeigt, dass ein klassischer jmh-Benchmark Performanzunterschiede am
effizientesten findet. Die Peass-basierte Lösung findet Performanzunterschiede, benötigt
hierfür jedoch mehr VM-Ausführungen (im Beispiel: mindestens 100). Der Aufruf von
JUnitCore.run aus jmh heraus findet kleine Performanzunterschiede nur unzuverlässig
und ist damit nicht geeignet, Performanzunterschiede von Unittests zu finden. Die effizi-
enteste Lösung zum Finden von Performanzunterschieden ist daher die Implementierung
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Abbildung 25: Vergleich der Ausführungsdauer des jmh-Benchmarks und des JUnit-
Tests, der von jmh ausgeführt wird

eigener jmh-Benchmarks. Sofern diese nicht zur Verfügung stehen, ist die in dieser Arbeit
entwickelte Lösung effizienter als der Aufruf von JUnitCore.run aus jmh heraus.

Die Ursache hierfür ist, dass die Streuung bei jmh-Tests erheblich niedriger ist. Die
Abbildungen 27 und 28 verdeutlichen dies: Während die relative Standardabweichung bei
jmh bei 1,1% bzw. 0,85% liegt, liegt sie bei JUnit bei 4,3%. Darüber hinaus entstammen
die Messwerte der JUnit-Ausführung einer bimodalen Verteilung, was die Auswertung
weiter erschwert.
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Abbildung 26: Vergleich der F1-Maße des jmh-Benchmarks, des JUnit-Tests, der von
jmh ausgeführt wird und der Peass-Testmethode
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Abbildung 27: Histogram der JUnit in jmh-Ausführung
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Abbildung 29: Vergleich der T-Werte

4.4.2 Reproduzierbarkeit der Ergebnisse

In der vorliegenden Arbeit wurde eine Messmethode für Performanzunterschiede anhand
künstlicher Unittests erarbeitet. Es wäre denkbar, dass die Methode bei realen Unittests
nicht anwendbar ist, da deren Workloads abweichend sind. Eine Überprüfung, ob die
richtigen Performanzunterschiede gefunden werden, würde eine Definition der richtigen
Performanzunterschiede voraussetzen. Da diese Definition nicht vorhanden ist, wurde
stattdessen geprüft, ob bei Mehrfachausführung die gleichen Performanzunterschiede
gefunden werden.

Dafür wurden die ersten 100 Unittests von Apache Commons Fileupload, die die Re-
gressionstestselektion als geändert erkennt, untersucht. Dabei wurden alle Performanz-
unterschiede sowohl in der ersten als auch in der zweiten Ausführung gefunden.

Abbildung 29 zeigt die T-Werte beider Ausführungen Dabei zeigt sich, dass die ge-
messenen T-Werte unterschiedlich sind, d. h. dass Performanzunterschiede in Relation
zur Standardabweichung beider Messungen ggf. unterschiedlich sind. Die Messungen,
bei denen der T-Wert kleiner als 3,107 ist, d. h. bei denen bei Irrtumswahrscheinlichkeit
von 0,1% kein Performanzunterschied gefunden wird, sind jedoch in beiden Fällen im
gleichen Bereich. Peass liefert also reproduzierbare Entscheidungen, ob ein Performanz-
unterschied vorliegt.
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4.4.3 Fazit

Die erarbeitete Messmethode ist in der Lage, wiederholbar Performanzunterschiede fest-
zustellen. Darüber hinaus findet sie Performanzunterschiede effizienter als der einfache
Aufruf von JUnit aus dem bestehenden Werkzeug jmh. Insgesamt ist die Messmethode
also in der Lage, Performanzunterschiede von Unittests effizient zu finden, sofern eine
ausreichende Effektstärke gegeben ist.
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4.5 Verwandte Arbeiten

Verwandte Arbeiten umfassen Arbeiten, die sich ebenfalls mit der Messung der Perfor-
manz mit dem Ziel der Unterscheidung von Quelltexten befassen. Dabei existieren Ar-
beiten, deren Fokus jeweils darauf liegt, (1) zu untersuchen, wann Messungen beendet
werden können, (2) Änderungen mittels (a) Lasttest, (b) existierenden Benchmarks und
(c) generierten Benchmarks zu messen und zu erkennen und (3) Anomalien zu erkennen.
Im Folgenden wird ein Überblick über Arbeiten der einzelnen Gruppen gegeben.

4.5.1 Beenden von Messungen

Kalibera et al. [KIZ+14] definieren, dass der stationären Zustand erreicht ist, sobald
die Messwerte unabhängig und identisch verteilt sind (engl. independent and identically
distributed, iid). In diesem Zustand hängt die Ausführung einer Iteration nicht mehr von
der vorherigen Iteration ab. Kalibera et al. schlagen vor, durch manuelle Betrachtung des
Graphen der Ausführungsdauer, der Autokorrelationsfunktion und eines Verzögerungs-
graphs (engl. lag plot) zu untersuchen, ob ein stationärer Zustand erreicht wird. Die
Autokorrelationsfunktion zeigt dabei die Verzögerung der Zeitreihe der Messwerte mit
einer um eine Verzögerung h verschobene Version der Zeitreihe und der Verzögerungs-
graph zeigt für eine Zeitreihe Y für eine Verzögerung h alle Punkte Yt, Yt−h. Eingangs
wird manuell durch Betrachtung des Graphen der Ausführungsdauer ein potenzieller
Beginn des stationären Zustands definiert und anschließend anhand der Autokorrelation
und des Verzögerungsgraphs untersucht, ob die Messwerte wirklich iid sind. Kalibera
et al. [KJ13] stellen fest, dass Benchmarks ggf. keine unabhängig verteilten Messwer-
te erreichen. In diesem Fall empfehlen Sie, eine feste Anzahl von Iterationen von jeder
VM-Ausführung zu nutzen.

In einer aktualisierten Arbeit schlagen Kalibera et al. [KJ20] ein Vorgehen vor, um
die Parametrisierung von Performanzmessungen zu bestimmen. Dabei gehen sie von
einem mehrstufigen, nichtdeterministischen Prozess aus, der u. a. die Kompilierung, den
VM-Start und die Wiederholung innerhalb einer VM umfasst. Basierend auf der Dauer
einer Wiederholung einer Ebene und der Varianz der Messwerte wird die Anzahl der
Wiederholungen bestimmt. Darauf aufbauend wird eine Änderung in Form der relativen
Änderung und der Unsicherheit bestimmt, bspw. kann die Ausführungsdauer desselben
Workloads sich um 5,5% ± 2,5% unterscheiden.
Barrett et al. [BBK+17] betrachten verschiedene Microbenchmarks auf verschiedenen

VM-Implementierungen, u. a. in Java, Javascript und PHP. Dabei setzen sie die ma-
thematische Technik der Changepointanalyse ein, die Änderungen in der Beschaffenheit
einer Zeitreihe erkennt. Durch Changepointanalyse werden Bereiche identifiziert, in de-
nen die Messwerte unabhängig sind. Darüber hinaus definieren sie Segmente, die durch
die Changepointanalyse als unabhängig definiert wurden, als gleich, wenn die Mittelwer-
te maximal um 1 ms abweichen. Ein stationärer Zustand wird dabei erreicht, sofern von
den 2000 Iterationen die letzten 500 Iterationen als gleich angesehen werden und gegen-
über den vorherigen Segmenten keine Veränderung oder eine Beschleunigung stattfindet.
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Dabei haben 43,4% aller < VM,Benchmark >-Paare und 72,4% aller Prozessausfüh-
rungen einen identifizierbaren stationären Zustand.

Die Anzahl der Iterationen kann auch durch die vergangene Zeit beschränkt werden;
in diesem Fall wird der Workload wiederholt, bis die zur Verfügung stehende Messzeit
vergangen ist. Das Werkzeug jmh implementiert diese Lösung. Es ist denkbar, dass
Warmupprozesse bei Wiederholung desselben Workloads nach einer bestimmten Zeit
abgeschlossen sind. Eine umfassende Betrachtung, inwiefern eine bestimmte Zeit hier-
für ausreichend ist bzw. inwiefern die Betrachtung der Zeit statt der Iterationsanzahl
vorteilhafter ist, hat bislang nicht stattgefunden.

4.5.2 Änderungserkennung

Änderungen können mittels (2a) Lasttest, (2b) existierenden Benchmarks und (2c) ge-
nerierten Benchmarks gemessen und erkannt werden. Ansätze der jeweiligen Bereiche
werden im Folgenden dargestellt.

(2a) Änderungserkennung mittels Lasttests Für die Erkennung von Änderungen
ist es möglich, mittels Lasttests die Performanz unter Last zu messen und anschließend
Änderungen durch statistische Methoden zu bestimmen.

Bei Lasttests wird die Ausführung der Iterationen, d.h deren Start und Häufigkeit,
manuell, kontinuierlich, durch Timer bzw. Counter oder statistische Analysen über das
Erreichen des stationären Zustands gesteuert. Darüber hinaus ist es möglich, bspw. durch
Modellierung des Systems oder maschinelles Lernen zu ermitteln, wie viele Anfragen not-
wendig sind. Bei der Analyse von Lasttestergebnissen ist es üblich, Maxima, Mittel- und
Medianwerte sowie 90%-Perzentile zu überprüfen. Oft werden hierbei Werte ermittelt
und geprüft, ob Grenzwerte überschritten werden; eine weitergehende statistische Ana-
lyse findet dann nicht statt [JH15].

Bei zwei Ausführungen von Lasttests ist ggf. unklar, ob eine Performanzverschlech-
terung stattgefunden hat. Dies wird insbesondere erschwert, da die Last ggf. aus ver-
schiedenen Anfragen besteht, die unterschiedliche Performanzcharakteristika aufweisen.
Jiang et al. [JHHF09] entwickeln deshalb eine Technik, die gleiche Logsequenzen ermit-
telt, deren Performanzmesswerte bestimmt und anschließend eine statistische Analyse
der Messwerte durchführt. Dabei wird eine variierte Version des Student-T-Tests einge-
setzt, um zu ermitteln, ob sich die Performanz einzelner Logsequenzen geändert hat. In
einer Fallstudie ist es möglich, die beste Konfiguration des Dell DVD Store (DS2) mithil-
fe des Ansatzes zu bestimmen. In einem realen Anwendungsfall können darüber hinaus
Performanzänderungen mit einer Wirksamkeit von 77% ermittelt werden. Alternativ
wird der Kolmogorov-Smirnov-Test vorgeschlagen.

Um zu erkennen, ob Performanzregressionen vorliegen, analysieren Foo et al. [FJA+10]
verschiedene Performanzmetriken aus Lasttests und deren Korrelation. Grundlage hier-
für ist eine Ausführung des aktuellen Commits der Software und Messdaten historischer
Ausführungen aus einem Repository. Ziel ist es, bspw. zu erkennen, dass die mittlere
Requestankunftsrate mit dem mittleren Durchsatz korreliert. Die Konfidenz dieser Kor-
relationen werden basierend auf häufige auftretenden Mustern (engl. frequent item set)
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und Assoziationsregeln (engl. association rules), zwei Konzepten aus dem Data Mining,
ermittelt. Sollte sich in einem historischen Datensatz und dem aktuellen Datensatz ei-
ne Änderung der Konfidenz ergeben, die über einem definierten Grenzwert liegt, wird
die Metrik markiert. Sollte dies in verschiedenen Ausführungen mit dem neuen Com-
mit der Software passieren, wird von einer Regression ausgegangen. Durch künstlich
eingebaute Performanzregressionen können im Dell DVD Store und im JPetStore Re-
gressionen mit Wirksamkeit und Sensitivität von über 50% gefunden werden. Auch in
einer großen anonymen Unternehmensanwendung können Performanzregressionen mit
dem vorgestellten Ansatz gefunden werden.

Nguyen et al. [NAJ+12] suchen Regressionen in großen Softwaresystemen, wobei sie
Miningverfahren auf ein Repository mit alten Lasttestergebnissen anwenden. Dabei sind
Performanzverschlechterungen und deren Ursachen aus Bugreports bereits bekannt. Mit-
hilfe von Qualitätsregelkarten (engl. control charts) wird ermittelt, wie viele Messwerte
über bzw. unterhalb des üblichen 10%-bzw. 90%-Perzentils liegen. Das Verhältnis die-
ser Werte zur Gesamtzahl der Messwerte wird VR (Violation Ration) genannt. Sofern
das VR vorher definierte Grenzwerte überschreitet, wird davon ausgegangen, dass eine
Veränderung des Tests stattgefunden hat.

Die Ausführung von Lasttests zielt, wie die vorliegende Arbeit, auf die Messung der
Performanz und muss, ebenso wie die vorliegende Arbeit, den Messprozess und die
Analyse der Messwerte definieren. Da in der Regel größere Systeme durch nebenläu-
fige Anfragen unter Last gesetzt werden, unterscheiden sich allerdings die technischen
Herausforderungen.

(2b) Existierende Benchmarks Darüber hinaus können existierende Benchmarks ge-
nutzt werden, um die Performanz zu messen und Änderungen zu bestimmen.

Alcocer et al. [AB15] analysieren die Veränderung der Performanz von Pharo-Software
durch Messung existierender Benchmarks. Da Pharo auf Nachrichtenaufrufen beruht, ist
deren Anzahl ein gutes Maß für die Performanz einer Software. Um Ungenauigkeiten auf-
grund des Warmups und nichtdeterministischer Hashes zu vermeiden, werden Iterationen
innerhalb des Benchmarks wiederholt (engl. „We perform such a warm-up by executing
a benchmark a couple of times before starting the measurements.“) und die Benchmarks
selbst 10 mal ausgeführt. Die Abweichungen der Messwerte liegen dabei in der Regel
unter 1%. Für die anschließende Betrachtungen werden Veränderungen ausgewählt, bei
denen die Veränderung der Messwertmittelwerte aller Benchmarks über 5% liegt.

Grambow et al. [GLB19] betrachten die langfristige Entwicklung der Servicequali-
tät von Apache Cassandra. Dabei werden die Messwerte von Benchmarks ausschließlich
durch den Vergleich der Messwertmittelwerte untersucht. Das Überschreiten festgelegter
Grenzwerte, die Veränderung von Messwertmittelwerten gegenüber dem Vorgängercom-
mit und die Veränderung langfristiger Trends werden erkannt. Damit können von den
Entwicklern intendierte und tatsächlich stattgefundene Verbesserungen der Performanz
erkannt werden.

Bulej et al. [BKT05] beschäftigen sich mit der Erkennung von Performanzregressio-
nen in Middlewareplattformen. Bei den Messungen treten Ungenauigkeiten, verursacht
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u. a. durch Einflüsse des Betriebssystems und des Warmups auf, so dass die Messun-
gen wiederholt werden müssen. Deshalb schlagen die Autoren den Einsatz von nicht-
parametrisierten statistischen Tests, wie den Kolmogorov-Sminov-Test, den Wilcoxon-
Rangsummentest oder den Kuskal-Wallis-Test vor. Bei der Messung des TPC-W-Bench-
marks auf der Middlewareplattform omniORB mit einer künstlich verlangsamten Ver-
sion sollen Performanzveränderungen gefunden werden. Die Messwerte verteilen sich
allerdings auf einzelne Cluster, so dass die einfache Anwendung statistischer Tests nicht
sinnvoll ist. Eine Erklärung des Systemverhaltens mit den ermittelten Messwerten (d. h.
ohne Profiling einzelner Methoden) ist zu komplex. Um Aussagen über Performanzän-
derungen treffen zu können, werden die einzelnen Cluster händisch ermittelt und mit-
einander verglichen. Darauf basierend kann die Verlangsamung erkannt werden.

Chen et al. [CS17] ermitteln Änderungen in RxJava und Hadoop durch die Ausführung
definierter Benchmarks bzw. der Unittests. Hierfür werden Messungen 30 mal unabhän-
gig voneinander wiederholt und mit einem T-Test mit einer Irrtumswahrscheinlichkeit
von 5% analysiert. Da der T-Test nur eine Aussage über die Existenz einer Performanz-
veränderung macht, aber nicht über die Stärke, wird anschließend die Effektstärke γ
bestimmt. Anschließend werden nur Regressionen betrachtet, bei denen γ > 0.5 gilt.
Von 1270 Tests in Haddop und 7600 in RxJava haben 129 bzw. 1410 signifikante Ver-
langsamungen mit γ > 0.5.
Da die existierenden Benchmarks für die Messung der Performanz geschrieben sind,

eignen sie sich in der Regel besser als transformierte Unittests für die Performanzmes-
sung. Insbesondere sind sie in den vorliegenden Arbeiten darauf ausgelegt, den statio-
nären Zustand schneller zu erreichen. In Fällen, in denen keine Benchmarks vorhanden
sind, können diese Ansätze allerdings nicht eingesetzt werden. Die vorliegende Arbeit
stellt eine Lösung dieses Problems dar, indem bestehende Unittests transformiert wer-
den.

(2c) Generierte Benchmarks Darüber hinaus ist es möglich, generierte Benchmarks
für die Messung der Performanz und die Erkennung von Änderungen zu nutzen.

Pradel et al. [PHG14] suchen Änderungen der Performanz nebenläufig genutzter Klas-
sen mit generierten Workloads. Die Workloads nutzen dabei die Methoden der öffentli-
chen Schnittstelle der Klassen nebenläufig. Basierend auf einer Heuristik wird die An-
zahl der Warmupiterationen und die Mindestanzahl der Messiterationen bestimmt, so
dass eine gegebene minimale Ausführungszeit und eine maximale Messdauer eingehal-
ten werden. Hierfür wird vor der Testausführung eine Garbage Collection ausgeführt,
anschließend die Warmupausführungen und danach die Messausführungen. Die Mess-
ausführungen werden abgebrochen, sobald die Standardabweichung der Messiterationen
unter einen gegebenen Grenzwert fallen oder eine maximale Anzahl von Iterationen er-
reicht ist. Das Messergebniss wird als unschlüssig (engl. inconclusive) markiert, wenn
die Standardabweichung der Messiterationen einen zweiten, höheren Grenzwert über-
schreitet. Die Erkennung von Änderungen erfolgt dabei durch den Vergleich der 98%-
Konfidenzintervalle. Sofern diese überlappen, wird nicht von einer Performanzänderung
ausgegangen.
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Selakovic und Pradel [SP16] nutzen die Benchmarkmethode von Georges et al. [GBE07]
für die Messung der Performanz von Javascript-Anwendungen. Dabei nutzen sie 5 War-
mupiterationen, 5 Messiterationen und 5 VM-Starts und ein 95% Konfidenzintervall.
Darüber hinaus überspringen sie Tests, die kürzer als 5 ms laufen.

Chen et al. [CYH+19] analysieren die Performanzänderungen von quelloffenen Python-
Projekten. Dabei wird, wie in der vorliegenden Arbeit, von der Unittestannahme aus-
gegangen. Änderungen werden durch den Einsatz des Student T-Tests mit 5% Irrtums-
wahrscheinlichkeit ermittelt.

Die Nutzung von generierten Benchmarks ähnelt der vorliegenden Arbeit am meisten.
Durch die veränderten technischen Rahmenbedingungen bei Chen et al. [CYH+19] und
Selakovic und Pradel [SP16] ist eine Weiternutzung der Mess- und Analysemethode nicht
möglich. Der Ansatz von Pradel et al. [PHG14] unterscheidet sich, da länger laufende
Benchmarks generiert werden. Die vorliegende Arbeit schließt deshalb die Forschungs-
lücke, Performanzunterschiede für umgewandelte Java-Unittests zu ermitteln.

4.5.3 Anomalieerkennung

Es existieren verschiedene andere Methoden, um Anomalien zu erkennen, bspw. das
Ansteigen des Spearman-Rang-Koeffizient über einen definierten Grenzwert [SEF+19],
die Untersuchung der Fehlerfortsetzung von Anomalien unter Nutzung von Architektur-
abhängigkeits- (engl. Architectural Dependency Model) und Fehlerfortsetzungsmodellen
(engl. Failure Propagation Model) [POvHG18] und die Erkennung von Veränderungen
durch maschinelle Lernverfahren [BBP17].

Diese Arbeiten beschäftigen sich mit der Erkennung von Änderungen im Systemver-
halten gegenüber dem Normalzustand. Die statischen Methoden ähneln daher den Me-
thoden der vorliegenden Arbeit. Die Ansätze unterscheiden sich jedoch darin, dass das
gesamte Systemverhalten untersucht wird statt, wie in dieser Arbeit, in einer künstlichen
Messumgebung die Performanz bestimmt und verglichen wird.
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5 Ursachenanalyse

Um eine Performanzänderung bewerten und ggf. rückgängig machen zu können, ist es
notwendig, ihre Ursache zu erkennen. Die Ursache ist dabei die Menge der Quelltextän-
derungen, ohne deren ggf. kombiniertes Vorhandensein die Performanzänderung nicht
auftritt. Die Ursache geht aufgrund der Vielzahl der Änderungen eines Commits oft nicht
direkt aus dem Quelltextdiff hervor. Darüber hinaus können Ursachen von Performanz-
änderungen auf Quelltextebene durch unerwartetes Verhalten einzelner Quelltextele-
mente verursacht sein, die für Entwickler nicht a priori klar sind [RKH19a]. Daher ist es
notwendig, die Ursache von Performanzunterschieden durch Messung zu erkennen.

Aktuelle Messverfahren zeichnen sich durch einen Monitoringoverhead von ca. 1µs
pro instrumentiertem Methodenaufruf aus [Wal15, Seiten 192ff]. Für die Ursachenanaly-
se von Performanzänderungen auf Quelltextebene, die selbst nur wenige Mikrosekunden
betragen können,95 ist dieser Overhead zu groß. Daher wird eingangs untersucht, wie der
Overhead der Performanzmessung im Kontext der Ursachenanalyse für Performanzän-
derungen auf Quelltextebene reduziert werden kann (Forschungsfrage 3a). Anschließend
wird dargestellt, wie Ursachen von Performanzunterschieden bestimmt werden können
(Forschungsfrage 3b). Abschließend werden die in diesem Kapitel diskutierten Beiträge
mit verwandten Arbeiten verglichen.

5.1 Reduktion des Overheads der Messung einzelner Methoden

Um den Messoverhead zu ermitteln, wird eingangs ein Verfahren zur Generierung von
Beispielprojekten beschrieben, dessen Methodenausführungsdauern gemessen werden.
Anschließend wird die Messung selbst erläutert. Darauf aufbauend werden Verbesserun-
gen dieses Messprozesses dargestellt. Abschließend wird beschrieben, wie stark sich die
einzelnen Verbesserungen auf den Overhead auswirken und inwiefern sich diese Messun-
gen mit dem Benchmark MooBench reproduzieren lassen.

5.1.1 Generierung von Beispielprojekten

Messoverhead entsteht bei jeder Methodenausführung durch die Instrumentierung, die
Sammlung von Daten und die Serialisierung [WEH15]. Um den Messoverhead zu redu-
zieren, muss daher der Overhead in mindestens einem der Bereiche reduziert werden.
Die Overheads sind von der Menge der erfassten Messdaten (bspw. Erfassung des VM-
Namens, Session-Id etc.) und von der Anzahl der Methodenaufrufe abhängig. Für die
Messung des Overheads müssen daher generell verschiedene Methodenaufrufanzahlen
untersucht werden.

In Kieker enthalten die Metadaten Informationen über die Position im Aufrufbaum,
wie die Aufrufstacktiefe (ess, execution stack size). Für die Messung des Overheads in
Kieker müssen deshalb verschiedene Aufrufbaumtiefen untersucht werden.

95Siehe Abbildung 22
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Test C0
... Cn−1 W

Abbildung 30: Aufrufbaum mit m = 1

Es werden daher Beispielprojekte mit folgenden Eigenschaften generiert:

• Es existiert ein Test, der den Wurzelknoten des Aufrufbaums darstellt.

• Der Test ruft einen Knoten auf, der m Kinder hat. Jeder der Knoten hat wiederum
m Kinder, bis eine Baumtiefe n erreicht ist.

• Ein Wurzelknoten des Baums ruft einen Workload mit der Größe w auf. Dabei
wird auf die in Kapitel 4.1.1 definierten Workloads der Tests AddTest, RAMTest und
SysoutTest zurückgegriffen.

Der generierte Gesamtbaum hat also die Tiefe n + 2 (da der Wurzelknoten und der
Workloadknoten ebenfalls zum Baum gehören. Abbildung 30 zeigt einen beispielhaften
Aufrufbaum mit m = 1, d. h. einem Kindknoten pro Knoten.

5.1.2 Messung von Methodenausführungsdauern

Zur Erfassung der Ausführungsdauer existieren zwei Methoden: die Instrumentierung
und das Sampling (siehe Kapitel 2.5). Um kurze Methodenausführungsdauern effizient
erfassen zu können, wird hier Instrumentierung96 genutzt. Der Vergleich der quelloffe-
nen Monitoringwerkzeuge OpenTelemetry, inspectIT und Kieker zeigt, dass Kieker den
geringsten Overhead aufweist [RKH21a]. Daher wird Kieker für die Messung verwendet.

Für die Instrumentierung bieten Frameworks wie Kieker verschiedene Möglichkeiten,
die in Kapitel 2.5.3 dargestellt wurden. Problematisch ist, dass die instrumentierte Aus-
führung Overhead verursacht, der das Messergebnis verändert. Waller [Wal15, S. 192ff]
ermittelte hierfür einen Overhead von 0,1µs pro Methodenaufruf für die Instrumentie-
rung und 0,9µs für die Messung bei Messung mit AspectJ.

Dieser Overhead ist für die Messung von Workloads in der Größenordnung von we-
nigen Mikrosekunden nicht praktikabel, da bspw. die instrumentierte Ausführung eines
Aufrufbaums von 100 Methoden bereits einen Overhead von 10µs verursachen und die
damit einhergehende erhöhte Abweichung der Messwerte das Messergebnis verfälschen
würde.

Zum Vergleich der Performanz einzelner Methoden ist es notwendig, jede Methode
separat messen zu können. Theoretisch ist es denkbar, dabei jeden einzelnen Methoden-
aufruf zu messen oder Aufrufe derselben Methode zusammenzufassen. Werden Aufrufe
derselben Methode zusammengefasst, ist es möglich, alle Aufrufe der gleichen Metho-
de oder Methodenaufrufe auf derselben Aufrufbaumebene zusammenzufassen. Da Ent-

96Eine samplebasierte Erfassung wäre dennoch möglich. Da diese die Genauigkeit reduzieren würde und
damit der Messoverhead nur bedingt vergleichbar wäre, wurde sie hier nicht untersucht.
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Original-
quelltext

2 Probe

1 Instrumentierung

3 Queue

4 Writer Festplatte

JVM

Abbildung 31: Ablauf des Monitorings in Kieker

wickler Änderungen nur für einzelne Methoden und nicht für Methodenaufrufe in Bau-
mebenen vornehmen können und Performanzänderungen meist alle Aufrufe derselben
Methode betreffen, werden in der vorliegenden Arbeit Methodenaufrufe auf derselben
Aufrufebene zusammengefasst.

5.1.3 Optionen zur Overheadreduktion

Abbildung 31 zeigt den Ablauf des Monitorings in Kieker: Durch Instrumentierung wird
Quelltext, die Monitoringprobe, in den Originalquelltext des Systems eingefügt(Schritt
1 ). Die Probe erfasst bei Ausführung des Quelltextes die Methodenausführungszeit und
dazugehörige Metadaten (Schritt 2 ). Die erfassten Daten werden anschließend in eine
Queue gespeichert (Schritt 3 ). Abschließend werden die Daten durch einen Writer se-
rialisiert (Schritt 4 ). Für die Messung von Performanzunterschieden auf Quelltextebene
ist hierfür der FileWriter geeignet, der die Daten auf die Festplatte serialisiert.

Für jeden dieser Schritte ist es möglich, den entstehenden Overhead zu reduzieren:

1 Instrumentierung: Der Aufruf jeder AspectJ-instrumentierten Methode erzeugt
fünf around-Methodenaufrufe, die den Stack schnell anwachsen lassen und da-
mit die Performanz beeinflussen. Bei kompletter Instrumentierung großer Aufruf-
bäume kann es darüber hinaus passieren, dass ein Überlauf des Stacks entsteht
(StackOverflowException), der ohne die Instrumentierung nicht entstanden wäre.
Hierfür existieren folgende Lösungsansätze:

• Die Instrumentierung kann durch automatisierte Injektion des Monitoring-
codes in den Quelltext geschehen. Dadurch wird der Overhead für AspectJ
und für die Ermittlung der Methodensignatur eingespart. Dieser Ansatz wird
Quelltextinstrumentierung genannt.

• Die Instrumentierung kann selektiv erfolgen, d. h. es können nur die Metho-
den instrumentiert werden, bei denen das Monitoring anschließend auch ak-
tiviert wird. Dadurch kann das Prüfen, ob adaptives Monitoring aktiviert ist,
ausgelassen werden. Dieser Ansatz wird im folgenden selektive Instrumen-
tierung genannt.
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2 Probe: Das Erstellen eines OperationExecutionRecords benötigt Zeit. Dabei wer-
den teilweise in der Ursachenanalyse nicht weiter verarbeitete Metadaten (bspw.
hostname, eoi (execution order index, ess) erhoben. Hierzu existiert folgender Lö-
sungsansatz:

• Es wird ein DurationRecord erstellt, der lediglich Methodenname und Start-
und Endzeit enthält.

3 Queue: Das Hinzufügen und Entnehmen von MonitoringRecords in die Warte-
schlange für die weitere Verarbeitung benötigt Zeit. Hierzu existiert folgender Lö-
sungsansatz:

• Es kann statt der in Kieker regulär verwendeten LinkedBlockingQueue eine
CircularFifoQueue aus Apache Commons Collections genutzt werden. Diese
speichert die Einträge in einem Array und verwaltet Entnahme und Hinzufü-
gen über einen Lese- bzw. Schreibzeiger. Um den Vorteil der Queue nutzen zu
können, muss als Hinzufüg- und Entnahmestrategie (Put bzw. Take-Strategie)
die YieldPutStrategy bzw. YieldTakeStrategy genutzt werden.

4 Writer: Das Persistieren aller Messdaten auf die Festplatte ist zeitaufwändig. Hier-
für existiert folgender Lösungsansatz:

• Die Messdaten werden in einen AggregatedTreeWriter, eine neu definierte Sub-
klasse von AbstractMonitoringWriter geschrieben, der die Ausführungsdauern
jeder Methode aggregiert und in regelmäßigen Abständen, bspw. nach 1000
Messungen, Mittelwert, Standardabweichung und Anzahl von Messwerten
persistiert.

Neben den genannten Möglichkeiten existieren weitere Optionen, um den Overhead zu
reduzieren, bspw. ist die Verarbeitung der gemessenen Daten auf einem externen Server,
die Erprobung weiterer Warteschlangenimplementierungen oder das interne Refactoring
von AspectJ möglich. Aus Aufwandsgründen wurden diese Varianten nicht weiter ver-
folgt.

5.1.4 Messergebnisse

Die oben genannten Varianten wurden durch Erweiterungen von Kieker, KoPeMe und
Peass implementiert. Anschließend wurden die Kombinationen der Optimierungsvarian-
ten untersucht, bei denen beim OperationExecutionRecord und beim DurationRecord jeweils
eine Optimierung hinzukommt (kursiv).

Dabei wurden folgende Optimierungen ausgeschlossen:

• Eine Kombination von OperationExecutionRecord und aggregiertem Writer wurde
nicht untersucht, da die im OperationExecutionRecord enthaltenen Metadaten durch
den aggregierten Writer nicht serialisiert werden können.
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• In der CircularFifoQueue können aufgrund der zyklischen Nutzung eines Arrays Ele-
mente überschreiben. Dies passiert, wenn der Schreibzeiger den Lesezeiger über-
holt. Die korrekte Erfassung aller Messwerte ist im Kontext von Peass die Vor-
aussetzung für die Verarbeitung, daher wurde diese Datenstruktur nicht weiter
untersucht. Es ist denkbar, eine entsprechend angepasste Queue zu erstellen. Dies
ist jedoch außerhalb des Forschungsbereichs dieser Arbeit.

Daraus ergeben sich, neben der Messung ohne Instrumentierung als Vergleichsgröße
(0) Messvarianten mit Nutzung des OperationExecutionRecord sowie mit Nutzung des
DurationRecord. Die Messvarianten mit Nutzung des OperationExecutionRecord umfassen:

(1) Messung mit OperationExecutionRecord, AspectJ-Instrumentierung und regulärem
Writer (klassische Kieker-Nutzung),

(2) Messung mit OperationExecutionRecord, Quelltextinstrumentierung und regulärem
Writer, und

(3) Messung mit OperationExecutionRecord, Quelltextinstrumentierung, selectiver In-
strumentierung und regulärem Writer.

Die Messvarianten mit Nutzung des DurationRecord umfassen:

(4) Messung mit DurationRecord, AspectJ-Instrumentierung und regulärem Writer,

(5) Messung mit DurationRecord, Quelltextinstrumentierung und regulärem Writer,

(6) Messung mit DurationRecord, Quelltextinstrumentierung, selektiver Instrumentie-
rung und regulärem Writer, und

(7) Messung mit DurationRecord, Quelltextinstrumentierung, selektiver Instrumentie-
rung und aggregiertem Writer.

Untersucht wurden Aufrufbäume mit variabler Tiefe und derselben Workloadgröße,
bei dem jeder Elterknoten97 nur einen Kindknoten hat. Es wurde für jede Kombination
untersucht, wie lange die Gesamtausführung auf den generierten Ausführungsbäumen
dauert, wenn der Wurzelknoten gemessen wird, und welche Messwerte für den Wurzel-
knoten erzeugt wurden.98
Die Experimente wurden auf einem PC mit i7-4770 CPU mit 3.40GHz und 16 GB

RAM, Ubuntu 20.04 und OpenJDK 1.8.0_275 durchgeführt. Alle Workloads wurden
mit der Größe 300 ausgeführt.

Bei den Messungen wurde jeweils die Gesamtdauer einer Iteration mit KoPeMe er-
fasst. Abbildung 32 zeigt die Gesamtdauer einer Iteration der verschiedenen Varianten
mit OperationExecutionRecord, und Abbildung 34 zeigt die Gesamtdauer einer Iteration

97Der Knoten v ist der Elterknoten von v′, genau dann, wenn v′ der Kindknoten von v ist. Da es sich
um einen einzelnen Knoten handelt, wird die Einzahl Elter verwendet [Heu00, Seite 40].

98Die Messungen lassen sich durch das Skript ./runProbeOverhead.sh aus dem Repository https:
//github.com/DaGeRe/precision-experiments-rca im Ordner scripts nachvollziehen

98

https://github.com/DaGeRe/precision-experiments-rca
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Abbildung 32: Ausführungsdauer der Messung mit OperationExecutionRecord

mit DurationRecord. Zusätzlich zeigt Abbildung 33 die in Kieker gemessene Dauer der
verschiedenen Varianten mit OperationExecutionRecord und Abbildung 35 die in Kieker
gemessene Dauer mit DurationRecord.
Die Messungen zeigen, dass die Ausführungsdauer ohne Instrumentierung bei Erhö-

hung der Knotenanzahl ohne Erhöhung des Workloads beinahe gleich bleibt. Die In-
strumentierung führt allerdings zu einer Erhöhung der Ausführungsdauer, wobei die
Messungen einen linearen Zusammenhang zwischen Knotenanzahl und Ausführungs-
dauer vermuten lassen. Bei der Workloadgröße von 300 führt die reguläre Ausführung
mit OperationExecutionRecord schon bei Ebenenanzahl zwei zu einer Verdopplung der
Ausführungszeit. Die Optimierungen sind in der Lage, den Overhead signifikant zu re-
duzieren. Mit der Kombination aller vorgeschlagenen Optimierungen wird ein Overhead
erreicht, der bei Ebenenanzahl zwei zu einem Wachstum von lediglich 10% führt.

Abbildungen 33 und 35 zeigen darüber hinaus, dass die Abweichungen der gemessenen
Dauer durch die Optimierungen sinkt. Dies zeigt, dass eine effizientere Instrumentierung
nicht nur die Messdauer beeinflusst, sondern auch die Qualität der Messwerte an sich.
Dadurch lassen sich kleine Performanzunterschiede effizienter bestimmen.

Anhand der vorliegenden Messwerte ist die Schlussfolgerung denkbar, dass bei Nut-
zung des DurationRecords und der Quelltextinstrumentierung entweder die selektive In-
strumentierung oder die CircularFifoQueue nicht notwendig ist. In den nicht künstlichen
Anwendungsfällen ist allerdings unklar, wie groß die Workloads sind und ob ggf. in den
nicht künstlichen Anwendungsfällen eine Kombination aus Wechsel der Warteschlange
und Reduktion der Verarbeitung durch selektive Instrumentierung zu einer Beschleu-
nigung führt. Da die CircularFifoQueue bei anderen Vergleichen, bspw. Vergleich von
DurationRecord und Quelltextinstrumentierung zu einer Beschleunigung führt, wird sie
genutzt.
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5.1.5 Überprüfung mit MooBench

MooBench [WEH15] ist ein Benchmark zur Messung des Overheads von Monitoring-
frameworks (siehe Kapitel 2.4.1). Um zu überprüfen, ob die Effekte der dargestellten
Optimierungen auf den Overhead auch mit MooBench reproduzierbar sind, wurde Moo-
Bench so angepasst, dass jede Optimierungsoption unter Nutzung der jeweils vorherigen
Optimierungsoption messbar ist. Da MooBench nur den Overhead einer rekursiv auf-
gerufenen Methode misst, ist eine Untersuchung der selektiven Instrumentierung nicht
möglich. Darüber hinaus wurde jeweils nur eine hinzukommende Instrumentierungsva-
riante (kursiv) untersucht. Dabei ergeben sich folgende Messvarianten:

(0) Messung ohne jede Instrumentierung (als Vergleichsgröße),

(1) Messung mit OperationExecutionRecord, LinkedBlockingQueue, AspectJ und regulä-
rem Writer (klassische Kieker-Nutzung),

(2) Messung mit OperationExecutionRecord, LinkedBlockingQueue, Quelltextinstrumen-
tierung und regulärem Writer,

(3) Messung mit OperationExecutionRecord, CircularFifoQueue, Quelltextinstrumentie-
rung und regulärem Writer,

(6) Messung mit DurationRecord, CircularFifoQueue, AspectJ und regulärem Writer,

(8) Messung mit DurationRecord, CircularFifoQueue, Quelltextinstrumentierung und ag-
gregiertem Writer.
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Abbildung 36: Messwerte der Optimierungen mit MooBench

Hierfür wurde ein separater Branch erstellt. Dieser enthält eine manuell instrumentierte
Variante der gemessenen Anwendung mit regulärer Datenerfassung und aggregierter
Datenerfassung, eine Kopie der CircularFifoQueue sowie den DurationRecord. Durch das
Skript benchmark.sh lassen sich, wie in MooBench üblich, die Messungen für alle Varianten
durchführen.

Abbildung 36 stellt die Ergebnisse der Messung mit MooBench dar. Die Messungen
zeigen, dass die Quelltextinstrumentierung, die Nutzung der CircularFifoQueue und die
Nutzung des aggregierten Writers eine signifikante Verbesserung erzielen. Die Verbes-
serung, die durch den DurationRecord erzielt wird, ist nicht für jede Aufrufbaumtiefe
signifikant.

Mit Ausnahme des DurationRecord, für den aufgrund der fehlenden statistischen Si-
gnifikanz keine Aussage getroffen werden kann, werden hier also die vorher erzielten
Ergebnisse bestätigt: Jede der Optimierungen führt zu einer Reduktion des Monitoring-
overheads in Abhängigkeit der Baumgröße.
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5.2 Messkonfiguration der Ursachenanalyse

Mithilfe der Messung der Methodenausführungsdauer mit reduziertem Overhead sollen
im Folgenden Ursachen für eine Performanzänderung, d. h. die Menge der Methoden
mit Performanzänderung, bestimmt werden. Hierfür werden eingangs die Grundlagen
zur Ursachenanalyse eingeführt. Anschließend wird der Ansatz zur Bestimmung der
Messkonfiguration dargestellt. Abschließend werden die Ergebnisse des Vergleichs der
Messkonfigurationen präsentiert.

5.2.1 Grundlagen

Für die Ursachenanalyse existieren drei Strategien: Die ebenenweise Messung (im Fol-
genden LEVELWISE -Strategie), die Messung des kompletten Baums (im Folgenden
COMPLETE )-Strategie und die Messung des Baumes bis zu einer Quelltextänderung
(im Folgenden UNTIL_SOURCE_CHANGE -Strategie). Diese Strategien werden im
Folgenden dargestellt.

LEVELWISE Die Lokalisierung der Ursache von Performanzunterschieden kann durch
Messung einzelner Ebenen des Aufrufbaums erfolgen [HHF13]. Hierbei wird zuerst der
Aufrufbaum ermittelt und anschließend die Performanz der einzelnen Knoten des Auf-
rufbaums gemessen. Zur Ermittlung des Aufrufbaums wird der jeweilige Testfall einmalig
mit Instrumentierung aller Methoden ausgeführt.

Abbildung 37: Aufrufbaummessung,
aus [HHF13]

Da der Messoverhead von Kindknoten im
Baum die Performanz aller höher liegenden
Knoten beeinflusst, soll nach Heger et al.
[HHF13] jede Ebene des Aufrufbaums einzeln
gemessen werden. Dabei wird mit der obersten
Ebene angefangen und in der jeweils nächsten
Ebene nur die Performanz derjenigen Knoten
gemessen, deren Elterknoten eine Performanz-
veränderung aufweisen. Die Ursache der Perfor-
manzänderung sind anschließend die Knoten,
die selbst eine geänderte Performanz haben, die
aber keine Kindknoten mit veränderter Perfor-
manz aufweisen.

Abbildung 37 verdeutlicht dies exemplarisch:
Zuerst wird der Testfall foo gemessen. Dieser ist
in den neueren Commit langsamer (rot). An-

schließend werden die Kindknoten von foo gemessen, d. h. bar und doo. Da bar nicht
langsamer ist (grün), doo aber langsamer ist, wird anschließend der Kindknoten von doo
gemessen, d. h. fem. fem ist ebenfalls langsamer. Daher werden dessen Kindknoten, qux
und wug gemessen. Beide weisen keine Performanzänderung auf, daher ist fem die Ursache
der Performanzänderung.
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Die Instrumentierung einzelner Methoden kann nach Heger et al. [HHF13] mit Javaas-
sist99 erfolgen. Alternativ können andere Instrumentierungstechnologien wie AspectJ
oder Quelltextinstrumentierung genutzt werden.

COMPLETE Die Ursachenanalyse kann, sofern die Performanzänderung ausreichend
groß ist, auch durch Messung des gesamten Baums erfolgen. Der Ansatz von Marwe-
de et al. [MRvHH09] nutzt Monitoringdaten von laufenden Softwaresystemen, um zu
ermitteln, welche Komponente oder welcher Deploymentkontext (bspw. welcher Server)
eine Performanzänderung verursacht. Dabei wird davon ausgegangen, dass Änderungen
im Aufrufgraph der Komponenten in entgegengesetzter Reihenfolge zum Aufruf weiter-
gegeben werden, d. h. dass aufrufende Komponenten jeweils die Performanzänderungen
ihrer aufgerufenen Komponenten widerspiegeln. Ausgehend von den Monitoringdaten
wird ermittelt, welche Komponenten potenziell Performanzänderungen aufweisen. Der
Anomaliewert (engl. anomaly score) drückt dabei aus, wie stark von einer Performanz-
änderung ausgegangen wird. Anschließend wird, ähnlich dem Ansatz von Heger et al.
[HHF13], der Aufrufbaum ermittelt. Die Anomaliewerte werden anschließend für meh-
rere Ausführungen einzelner Komponenten zusammengefasst (aggregiert). Anschließend
wird eine Anomaliebewertung (engl. anomaly rating) bestimmt, die angibt, wie stark
davon ausgegangen werden kann, dass eine Komponente die Ursache einer Performanz-
änderung ist.

Für die Bestimmung des Anomaliewerts und der Anomaliebewertung vergleichen Mar-
wede et al. [MRvHH09] verschiedene Algorithmen. Diese sind darauf ausgerichtet, An-
omalien in einer Komponente zu erkennen, die von verschiedenen Komponenten auf-
gerufen wird und damit in den aufrufenden Komponenten schwerer messbar wird. Da
für die Verwendung in Peass der Wurzelknoten des Aufrufbaums ein Unittest ist, sind
diese Algorithmen in dieser Form nicht verwendbar. Es ist aber denkbar, äquivalent zu
Marwede et al. [MRvHH09] Messdaten des gesamten Aufrufbaums zu verwenden und
anschließend die Änderungsursache zu ermitteln.

UNTIL_SOURCE_CHANGE Da in Peass die Aufrufbaumstruktur und der Quell-
text der Knoten bekannt ist, können darüber hinaus die Knoten im Aufrufbaum gemessen
werden, die einen Pfad zu einer Quelltextänderung aufweisen. Diese Strategie ist bislang
in der Literatur nicht untersucht wurden.

5.2.2 Fehlerbetrachtung

Äquivalent zur Fehlerbetrachtung für die reguläre Messung (siehe Kapitel 4.1.2) ist es
auch notwendig, die Fehler der Ursachenanalyse zu betrachten. Aus einer Betrachtung
der auftretenden Typ-I und Typ-II-Fehler kann abgeleitet werden, welche Effektstärken
von Änderungen eine Ursachenanalyse mit vertretbarem Aufwand ermöglichen.

99https://www.javassist.org/
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Abbildung 38: Entwicklung der relativen Standardabweichung in Abhängigkeit der
Baumtiefe und der Knotenanzahl

Ansatz Die Messungenauigkeit bei der Ursachenanalyse hängt von der Aufrufbaum-
tiefe und der Anzahl der gemessenen Knoten ab. Basierend auf generierten Beispiel-
projekten mit m=2 Kindern pro Knoten, einer Baumtiefe zwischen 1 bis 8 und dem
Add-, RAM- und Sysout-Workload wurde gemessen, wie groß die durchschnittliche relative
Standardabweichung pro Knoten ist.

Messergebnisse Abbildung 38 zeigt die Entwicklung der relativen Standardabwei-
chung in Abhängigkeit der Baumtiefe und der Knotenanzahl.100 Es ist dabei kein eindeu-
tiges Muster der Entwicklung der relativen Standardabweichung zu erkennen. Allerdings
ist zu sehen, dass die Standardabweichung bis zu 10% erreicht. Eine Abweichung von
0,3%, die bei der Messung des gesamten Workloads messbar ist, ist daher für die Ursa-
chenanalyse nicht messbar.

Für die Messung des Gesamtworkloads wurde davon ausgegangen, dass innerhalb eines
Tages maximal ca. 1000 VMs ausgeführt werden können und daher eine Effektstärke von
0,25 messbar ist. Die Ausführungsdauer mit Instrumentierung ist aber, insbesondere für
Anwendungsfälle mit wenigen Methodenaufrufen, stark erhöht: Eine VM-Ausführung
des generierten Projekts mit m = 2 benötigt im Schnitt 390 s (COMPLETE: 414 s, LE-
VELWISE: 362 s, UNTIL_SOURCE_CHANGE: 393 s).101 Ausgehend von einer Aus-
führungsdauer von einem halben Tag sind damit ca. 111 VM-Ausführungen möglich.
Da eine erhöhte Baumtiefe zu erhöhter Ausführungszeit führt, wird daher im Folgenden
davon ausgegangen, dass maximal eine VM-Anzahl von 100 möglich ist.

Mit 100 VMs ist maximal eine Effektstärke von 1 messbar (siehe Abbildung 13). Da
die relative Standardabweichung stark schwankt, wird daher im Folgenden untersucht,
inwiefern Ursachenanalyse für Performanzänderungen von 1%, 2%, 3% und 5% messbar
sind.

100Messergebnisse verfügbar unter https://doi.org/10.5281/zenodo.5995319
(sizeEvolution.tar).

101Reproduzierbar durch scripts/getDurations.sh in https://github.com/DaGeRe/
precision-experiments-rca
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5.2.3 Ansatz

In diesem Kapitel werden eingangs die Eigenschaften der zu bestimmenden Messkonfigu-
ration definiert und anschließend das Vorgehen zur Bestimmung der Messkonfiguration
dargestellt.

Messkonfiguration Die Messkonfiguration der Ursachenanalyse umfasst die Knoten-
auswahlstrategie (wie in Abschnitt 5.2.1 dargestellt) sowie die Bestimmung der in Kapi-
tel 4 dargestellten Parameter der Messkonfiguration.

Die Messkonfiguration muss mindestens in der Lage sein, den Performanzunterschied
im Wurzelknoten zu messen. Daher bestehen die in Kapitel 4.1.2 dargestellten Min-
destanforderungen an die VM-Ausführungen weiter. Die Konfiguration einzelner VM-
Ausführungen (GC-Einstellung, System.out-Deaktivierung) und des statischen Tests wer-
den daher aus Kapitel 4.3.3 übernommen. Untersucht wird, welche Messverfahren mit
welcher Konfiguration (VM-Ausführungen und Messausführungen) Performanzunter-
schiede finden können.

Die Strategie UNTIL_SOURCE_CHANGE kann in konkreten Projekten zur Mes-
sung fehlerhafter Teilbäume führen: Beispielsweise ist es möglich, dass eine Methode mit
Quelltextänderung eine Liste mit mehr Einträgen befüllt und anschließend in einer ande-
ren Methode durch die Verarbeitung jedes Elements der Liste eine andere Aufrufbaum-
struktur entsteht. Derartige Prozesse im Programm würden die Strategie unnutzbar
machen; im Folgenden werden daher nur Bäume analysiert, bei denen vom Wurzelkno-
ten zu dem Knoten gemessen wird, wo eine Performanzänderung im Quelltext vorliegt
und auch messbar ist.

Vorgehen Zur Analyse der Messstrategien und Messverfahren werden diese auf bei-
spielhafte Aufrufbäume angewandt, bei denen die Performanzunterschiede bekannt sind.
Hierfür werden, wie in Kapitel 5.1.1 definiert, Beispielprojekte erstellt, bei denen in je-
weils einem Commit ein Workload der Größe w und in dem folgenden Commit ein
Workload der Größe w ∗ (1 + d) von einem Blattknoten aufgerufen wird, wobei d die
prozentuale Änderung ist. Anschließend werden die Messungen für jede Strategie an
Aufrufbäumen der Tiefe 2, 4, 6 und 8 mit jeweils allen Workloads und prozentualen
Änderungen d 1%, 2%, 3% und 5% durchgeführt.
Wenn vorher ermittelte Performanzunterschiede durch verschiedene Methoden verur-

sacht werden, ist es möglich, dass die ursprüngliche Messkonfiguration nicht ausreicht,
um die Ursache zu ermitteln. Abbildung 39 zeigt dies beispielhaft: Sofern in Knoten
A nur ein relativer Performanzunterschied von 1,5% vorliegt, ist es möglich, dass sich
dieser Performanzunterschied auf die Kindknoten B und C aufteilt, und der Unterschied
für diese Knoten mit der vorher definierten Konfiguration nicht mehr messbar ist. Eine
Ursachenanalyse für in Relation zum Gesamtworkload derartig kleine Performanzunter-
schiede kann deshalb erheblich mehr Messzeit erfordern, als die bisherige Messung. Bei
günstiger Verteilung des Workloads auf die Knoten kann auch eine geringere Messzeit
nötig sein; davon kann aber im Allgemeinen nicht ausgegangen werden.
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A

B C

D FE

d = 1, 5%

d = 0, 75% d = 0, 75%

d = 0, 75% d = 0, 75% d = 0, 0%

Abbildung 39: Aufrufbaum mit zwei Performanzunterschieden

Da der erhöhte Messaufwand in der Regel nicht erbracht werden kann, wird verein-
fachend davon ausgegangen, dass ein Performanzunterschied in einem Knoten
gesucht wird. Sollten mehrere Performanzunterschiede, die die minimale Effektstärke
aufweisen, gesucht werden, ist dies mit der Konfiguration der vorliegenden Verfahren
ebenfalls möglich.

5.2.4 Messergebnisse

Die verschiedenen Messstrategien und -konfigurationen wurden daraufhin untersucht,
welche Strategie mit welcher VM- und Iterationsanzahl Performanzänderungen mög-
lichst schnell und korrekt ermitteln kann. Dies geschah durch die Messung der Perfor-
manzunterschiede in den generierten Bäumen.

Hierfür wurde ermittelt, wie das F1-Maß der Messung einzelner Knoten mit verschiede-
nen VM-Anzahlen und Iterationen für die jeweils untersuchte Strategie ist. Die Selektion
von VMs und Iterationen erfolgt dabei analog zum Vorgehen in Kapitel 4. Da nicht Ein-
zeliterationen, sondern in regelmäßigen Abständen aggregierte Messwerte erfasst werden,
kann nicht für jede Iterationsanzahl bestimmt werden, ab welchen Messwerten Unter-
schiede bestimmt werden können. Deshalb wird der Messwert, der bei einem früheren
Abbruch entstanden wäre, durch lineare Interpolation bestimmt.

Die Tabellen 10, 11 und 12102 zeigen die F1-Maße für die untersuchten Aufrufbaumtie-
fen und Änderungsgrößen für den Knoten des Testfalls. Darunterliegende Knoten haben
in der Regel höhere oder gleich hohe F1-Maße, da der Messoverhead mit größerer Nähe
zum Knoten mit der Performanzänderung abnimmt. Die Messung von acht Ebenen wur-
den für COMPLETE und LEVELWISE nicht gemessen, da die Ausführungsdauer die
auf dem genutzten Cluster zulässige Ausführungsdauer von zehn Tagen überschritten
hat. Da zehn Tage weit über der Zeit ist, die für die Untersuchung eines Performanz-
unterschieds akzeptabel sind, erfolgte keine weitere Untersuchung von acht Ebenen und
der Strategien COMPLETE und LEVELWISE.

Die Tabellen zeigen, dass mit steigender Größe der Performanzänderung jede Strategie
Performanzänderungen in der Regel leichter identifizieren kann. Dabei zeigt sich erneut

102Messergebnisse verfügbar unter https://doi.org/10.5281/zenodo.5995319 (strategy-*.tar).
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Tabelle 10: F1-Maße der Messungen der UNTIL_SOURCE_CHANGE-Strategie

der Nichtdeterminismus der Messungen: Eine Erhöhung der Iterationsanzahl kann zu
einer Senkung des F1-Maßes führen. Eine Erhöhung der Anzahl von VM-Ausführungen
führt jedoch nur in Ausnahmefällen zu einer Senkung des F1-Maßes.
Für die bestehenden transformierten Unittests kann abhängig vom konkreten Anwen-

dungsfall die Messstrategie daher folgendermaßen gewählt werden:

• Sofern aufgrund des Anwendungskontextes bekannt ist, dass Performanzunter-
schiede in der Regel in dem Knoten verursacht werden, in dem sie auch gemessen
werden können, ist UNTIL_SOURCE_CHANGE die effizienteste Strategie. Dies
gilt auch, wenn die Performanz des Methodenaufrufs, dessen Quelltext geändert
wurde, einen sinnvollen Hinweis auf die Performanzänderung gibt.

• Sofern der Performanzunterschied zwischen 1% und 2% beträgt und der Metho-
denaufruf mit einer Performanzänderung gefunden werden soll, empfiehlt sich die
LEVELWISE Messung. Die COMPLETE-Messung weist eine zu hohe Ausfüh-
rungsdauer auf.

• Sofern der Performanzunterschied mehr als 2% beträgt und der Methodenaufruf
mit einer Performanzänderung gefunden werden soll, empfiehlt sich die COMPLETE-
Messung. Sofern größere Performanzunterschiede regelmäßig untersucht werden,
ist es denkbar, die Experimente zu wiederholen und basierend auf dem konkreten
Performanzunterschied weiter reduzierte Messkonfigurationen zu erheben.

Eine Konfiguration, um Performanzunterschiede beliebiger Größe effizient zu finden,
existiert daher nicht. Die Knotenauswahlstrategie sollte stattdessen in Abhängigkeit der
Effektstärke und der konkreten Prozesse im Quelltext gewählt werden.
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Tabelle 11: F1-Maße der Messungen der COMPLETE-Strategie
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Tabelle 12: F1-Maße der Messungen der LEVELWISE-Strategie

109



5 Ursachenanalyse

5.3 Verwandte Arbeiten

In diesem Unterkapitel werden eingangs Arbeiten dargestellt, die sich ebenfalls mit der
Reduktion des Monitoringoverhead befassen. Die Ursachenanalyse von Performanzän-
derungen bzw. -problemen ist von großer praktischer Relevanz und wurde deshalb aus
verschiedenen Perspektiven untersucht. Daher werden in den folgenden Unterkapiteln
Arbeiten dargestellt, die sich mit der Ursachenanalyse für Performanzänderungen und
der Ursachenanalyse von Performanzproblemen befassen.

5.3.1 Monitoringoverhead

Waller et al. [WH12] stellen fest, dass der Monitoringoverhead 2012 für die instrumen-
tierte Ausführung ca. 0,1 µs je Methodenaufruf betrug. Die Datensammlung benötigt
0,9 µs. Darüber hinaus verursacht das Schreiben Overhead, das jedoch durch die Bereit-
stellung weiterer Kerne reduziert bzw. verlagert werden kann.

Waller et al. [WFH14] entwerfen den MooBench-Benchmark. Knoche und Eichelberger
[KE17; KE18] wenden diesen in verschiedenen Kontexten an. Während Ehlers et al. [Ev-
HWH11] den Monitoringoverhead deaktivierter Probes auf unter 1 µs schätzen, stellen
Waller et al. [WFH14] eine Reduktion des Durchsatzes um ca. 30% fest. Im Gegensatz
zum hier vorgestellten Ansatz enthält MooBench eine Methode, die rekursiv aufgerufen
wird. Dadurch ist die Ausführungsumgebung weniger komplex als der hier vorgestellte
Ansatz, bei dem die aufgerufenen Methoden generiert werden. Da jedoch nur eine Me-
thode gemessen wird, ist eine Untersuchung selektiver Instrumentierung in MooBench
nicht möglich.

Strubel et al. [SW16] untersuchen Möglichkeiten zur Reduktion des Monitoringover-
heads von Kieker. Dabei wird der Overhead in den Anwendungsthreads reduziert, indem
u. a. ausschließlich Ausführungsrecords (statt wie zuvor Ausführungsrecords und Regis-
tryRecords) geschrieben und eine effizientere Warteschlangenimplementierung gewählt
wird. Darüber hinaus wurden verschiedene Änderungen an den Schreibthreads vorge-
nommen. Dadurch ließ sich der Overhead um 17% reduzieren. Eine Betrachtung der
hier diskutierten, weitergehenden Overheadreduktionen wurde nicht vorgenommen.

Horky et al. [HKLT16a] untersuchen den Overhead bei dynamischem Monitoring an-
hand des SPEC jbb2015 Benchmarks. Dabei wird das dynamische Monitoring mit dem
statischen Monitoring verglichen. Die Experimente werden mit konstanten Warmup-
und Messzeiten ausgeführt. Die Arbeit zeigt, dass bei dynamischem Monitoring weite-
rer Overhead durch die Einführung des Monitorings entsteht. Darüber hinaus beschreibt
die Arbeit, dass sich die Performanz der Anwendung durch veränderte JIT-Kompilierung
ändern kann, bspw. wenn Methoden mit Monitoringprobes größer werden und dadurch
eher optimiert bzw. kompiliert werden. Weiterhin wird festgestellt, dass die Overhead-
unterschiede zwischen dynamischer und statischer Instrumentierung bei Methoden, die
kleiner als 20 µs sind, stark steigt, d. h. dass die Akkuratheit der dynamischen Instru-
mentierung sinkt.
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Horky et al. [HKLT16b] untersuchen den Overhead durch dynamische Instrumentie-
rung mit dem DiSL-Framework103. Im Gegensatz zur Instrumentierung mit AspectJ oder
zur Quelltextinstrumentierung, wie sie hier geschieht, verändert DiSL einzelne Klassen
zur Laufzeit und kann ebenso Instrumentierungen wieder entfernen. Dadurch wird es
möglich, den Overhead für nicht-instrumentierte Klassen noch stärker zu reduzieren, als
das in Kieker mit adaptivem Monitoring möglich wird. Als Benchmark wird der kommer-
zielle SPECjbb2015104 eingesetzt. Dabei wird u. a. gezeigt, dass Instrumentierung durch
JIT-Effekte die instrumentierten Methoden sowohl beschleunigen als auch verlangsamen
kann.

Eichelberger und Schmidt [ES14] entwickeln das Monitoringframework SPASS-meter105
mit dem Ziel, niedrigen Overhead zu erzeugen und gleichzeitig Messbarkeit von Android-
Anwendungen sicherzustellen. Die Instrumentierung ist dabei über verschiedene Tech-
nologien, u. a. ASM, möglich. Um den Overhead zu reduzieren, werden Informationen
über den aktuellen Aufrufstack für den aktuellen Thread gespeichert. Der Overhead
wird anhand des SPECjvm2008-Benchmarks verglichen. Dabei wird festgestellt, dass
Kieker ca. 1,2% Overhead und SPASS-meter in der besten Konfiguration 2,4% Over-
head verursacht. Ursache hierfür ist, dass SPASS-meter detailliertere Messdaten, u. a.
über Speicherallokation, erfasst und die Messdaten zu Analysen verarbeitet, anstatt wie
Kieker ausschließlich den Trace auszugeben.

Mertz und Nunes [MN19] untersuchen die Reduktion des Monitoringoverheads im
Kontext von selbst-adaptierenden Systemen. Der Monitoringoverhead wird dabei re-
duziert, indem nur als relevant gekennzeichnete Methoden durch Monitoring überwacht
werden, wobei Relevanz durch u. a. Aufrufhäufigkeit, Wartbarkeit und hohe Kosten (engl.
Expensiveness) definiert wird, die ihrerseits durch statische und dynamische Metriken
bestimmt werden. Darüber hinaus werden die erfassten Daten durch Sampling reduziert.
Dadurch kann der Monitoringoverhead auf bis zu 4,35% reduziert werden.

Für in der Praxis verbreitete Monitoringwerkzeuge wie OpenTelemetry und Dynatrace
existieren aktuell keine vergleichenden Analysen des Overheads. Für eine Vergleichbar-
keit des Overheads von Kieker mit den verschiedenen Konfigurationen, DiSL, SPASS-
meter, OpenTelemetry und Dynatrace ist die Erstellung eines einheitlichen Benchmarks
sinnvoll. Hierfür kann der bestehende Vergleich der Overheads von OpenTelemetry, in-
spectIT und Kieker erweitert werden [RKH21a].

Die vorgestellten Arbeiten untersuchen ingesamt verschiedene Ansätze, um Monito-
ringaufwand zu quantifizieren und zu reduzieren. Die hier untersuchten Optionen zur
Overheadreduktion in Kieker wurden von keiner der Arbeiten untersucht, weder in Kie-
ker noch in anderen Monitoringframeworks.

5.3.2 Ursachenanalyse für Performanzänderungen

Bei der Ursachenanalyse von Performanzänderungen wird nach den Methoden gesucht,
die eine Performanzänderung zwischen Commits verursachen. Wenngleich dabei in der

103https://gitlab.ow2.org/disl/disl
104https://www.spec.org/jbb2015/
105https://github.com/SSEHUB/spassMeter
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Regel Regressionen gesucht werden, die Probleme darstellen, können dabei auch Perfor-
manzänderungen gefunden werden, die bspw. durch Änderungen funktionaler Anforde-
rungen entstanden sind.

Nguyen et al. [NAJ+12] identifizieren die Ursachen von Performanzregressionen mit-
hilfe der VR (Violation Ratios), siehe Kapitel 4.5.2. Mithilfe von Testdaten werden
naive Bayes-Klassifikatoren, J48-Entscheidungsbäume und Multischichten-Perzeptrone
(Multi-Layer Perceptron) trainiert. Anschließend werden künstlich eingefügte Regres-
sionen erkannt. Dabei zeigt sich, dass bis zu 80% der Ursachen korrekt identifiziert
werden können. Im Gegensatz zur vorliegenden Ursachenanalyse liegt der Fokus auf der
Ursachenanalyse basierend auf einer Vielzahl von erfassten Messwerten, statt auf einer
Analyse des Aufrufbaums einzelner Benchmarks.

Alcocer et al. [SBV16] identifizieren Ursachen durch horizontales Profiling, d. h. durch
Analyse aller Commits und Erstellung eines Kostenmodells der Ausführungen. Details
wurden daher in Kapitel 3.5.2 dargestellt. Im Gegensatz zur vorliegenden Ursachenana-
lyse liegt der Fokus auf der Bestimmung des Commits, in der in einem Benchmark eine
Performanzregression auftritt.

Chen et al. [CYH+19] ermitteln Performanzänderungen durch die Ausführung von
python-nose106-Testfällen unter Nutzung eines Profilers. Als Methoden mit Performanz-
änderung werden anschließend alle Methoden betrachtet, bei denen durch Student T-
Test-Ausführung mit einem Konfidenzniveau von 95% eine Änderung festgestellt wird.
Durch die Visualisierung aller Quelltextänderungen in dem aktuellen Commit, der Ände-
rungen in der aufrufenden Methode für eine Methode mit Performanzänderung und der
aufgerufenen Methode von einer Methode mit Performanzänderung wird Entwicklern
die Möglichkeit gegeben, die Performanzänderung zu verstehen. Die Autoren betrach-
ten anschließend wiederkehrende oder signifikante Performanzänderungen manuell. Eine
genauere Beschreibung des Profilings oder der Parametrisierung erfolgt nicht. Da der
Ansatz für die Nutzung eines python-Stacks erstellt und nicht genauer konfiguriert ist,
kann er hier nicht weiterverwendet werden.

Ehlers et al. [EvHWH11] finden verändertes Systemverhalten durch Anomalieerken-
nung während der Ausführung einer Anwendung. Dabei werden Monitoringprobes ak-
tiviert, wenn vorher definierte OCL (Object Constraint Language)-Regeln erfüllt sind,
bspw. werden alle Kindknoten aktiviert, wenn der Anomaliewert (engl. anomaly score)
des Elterknotens einen Grenzwert überschreitet. Um den Anomaliewert zu bestimmen,
wird mittels eines T-Tests geprüft, ob die vorhergesagte Messwertmenge und die vor-
herige Messwertmenge eines spezifizierten Zeitintervalls ungleich sind. Ist dies der Fall,
wird die Messung als anomaliebehaftet (engl. anomalous) gewertet. Darauf basierend
wird der Anomaliewert berechnet, der nahe 1 liegt, wenn viele Anomalien auftreten und
nahe 0 liegt, wenn stets die erwartete Antwortzeit auftritt. Mithilfe dieses Ansatzes ist
es möglich, künstlich erzeugte Fehler zu erkennen, er ist jedoch konzeptuell darauf aus-
gerichtet, Änderungen zu erkennen. Der Ansatz untersucht laufende Anwendungen, und
ist daher in der vorliegenden Arbeit für die Ursachenanalyse für feingranulare Unittests
nicht wiederverwendbar.

106https://pypi.org/project/nose/1.1.2/

112



5 Ursachenanalyse

5.3.3 Ursachenanalyse für Performanzprobleme

Die Ursachenanalyse von Performanzproblemen wird durch verschiedene Methoden um-
gesetzt: Es wird nach den von Smith et al. [SW03] definierten Antipattern gesucht,
Performanzprobleme werden regelbasiert erkannt und es werden Workloads ermittelt,
mithilfe derer Performanzprobleme erkannt werden können.

Antipatternbasierte Ursachenanalyse Um Performanzprobleme basierend auf An-
tipattern zu erkennen, stellen Wert et al. [WHH13] Performance Problem Diagnostics
(PPD) vor. Dabei wird eine Erkennungsstrategie (engl. detection strategy) eingesetzt, die
Probleme identifiziert. Erkennungsstrategien bestehen dabei aus einer Workloadvariati-
on, die definiert, wie der Workload verändert wird, den betrachteten Metriken (bspw.
Ausführungsdauer) und der Analysestrategie, die bestimmt, ob ein Problem vorhanden
ist. Die Akkuratheit (engl. accuracy) wird dabei als Tupel (1 − rfn, 1 − rfp) definiert,
wobei rfn die Wahrscheinlichkeit eines falsch negativen und rfp die Wahrscheinlichkeit
eines falsch positiv identifizierten Problems ist. Die Akkuratheit wird dabei durch die
Anwendung der Erkennungsstrategien auf Referenzszenarien ermittelt. Für diese Refe-
renzszenarien wird durch Fehlerinjektion (engl. fault detection) ein bekanntes Problem,
bspw. eine Instanz des Antipatterns „die Rampe“ (engl. The Ramp) eingeführt. Anschlie-
ßend wird geprüft, ob die Erkennungsstrategie das Problem erkennt, bspw. erkennt, dass
die SQL-Queries zu einer wachsenden Datenbank und zu verlangsamten Anfragen füh-
ren.

Die Erkennungsstrategien dienen dabei der Erkennung eines Problems, bspw. wird bei
der Erkennungsstrategie Direktes Wachstum (engl. Direct Growth) einmalig ein definier-
ter Workload ausgeführt. Anschließend wird mittels t-Test geprüft, ob die Antwortzeiten
zweier Untermengen ein Wachstum der Antwortzeiten erkennen lassen. Da die Erken-
nungsstrategie eine niedrige Akkuratheit besitzt, wird eine alternative Erkennungsstra-
tegie definiert. Weiterhin wird eine Erkennungsstrategie für das Antipattern „einspurige
Straße“ (engl. One Lane Bridge) definiert.
Cortelessa et al. [CDT14] erkennen Antipattern basierend auf statischer Analyse von

Quelltext und Deploymentkontext. Dabei werden annotierte UML-Modelle genutzt, die
die notwendigen Performanzannotationen im MARTE-UML-Profil107 enthalten. Trubia-
ni et al. [TBvH+18] nutzen darauf aufbauend Lasttests, um aus Architekturdaten und
Profilingdaten Antipattern zu bestimmen. Dabei werden die Antipattern Circuitous Tre-
asure Hunt und Extensive Processing automatisiert erkannt.

Die antipatternbasierte Ursachenanalyse sucht Ursachen von Performanzproblemen
basierend auf bekannten Antipattern, die in der Regel auf Architekturebene erkennbar
sind. Im Gegensatz dazu sucht die vorliegende Arbeit Ursachen von Performanzände-
rungen auf Quelltextebene.

Regelbasierte Ursachenanalyse Um regelbasiert Performanzprobleme zu erkennen,
untersuchen Jin et al. [JSS+12] gemeldete Bugs in Issuetrackern und leiten darauf ba-

107Modeling and Analysis of Real-Time and Embedded Systems, https://www.omg.org/omgmarte/
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sierend Effizienzregeln ab. Diese Effizienzregeln geben an, unter welcher Bedingung eine
bereits vorher an anderer Stelle angewandte Quelltextänderung erneut angewandt wer-
den kann. Durch 109 bekannte Performanzprobleme werden so 332 vorher unbekannte
Performanzprobleme gefunden und behoben.

Da die Performanz für mobile Endgeräte aufgrund deren begrenzter Stromverfügbar-
keit besonders relevant ist, beschäftigen sich verschiedene Arbeiten mit der Performanz
von Android-Anwendungen. Liu et al. [LXC14] analysieren in Issuetrackern gemelde-
te Fehler und leiten daraus zwei Antipattern in Android ab: Lange Operationen im
Hauptthread und Verletzung des View-Holder-Pattern. Durch statische Quelltextana-
lyse können Vorkommen dieser Pattern im Code gefunden und anschließend durch die
Entwickler behoben werden.

Yu et al. [YHZX14] untersuchen Performanzprobleme in Hardwaretreibern durch die
Analyse von Ereignistraces, bspw.von DTrace unter Linux. Diese werden in sog. War-
tegraphen (Wait Graph) transformiert. In einem Wartegraph wird ein Trace als Graph
bestehend aus Ereignissen als Knoten und Warterelationen als Kanten repräsentiert.
Durch die Zusammenfassung mehrere Traces werden anschließend aggregierten Warte-
graphen generiert. Anschließend werden für jedes Szenario ungewöhnlich schnelle bzw.
langsame Traceereignisse durch von Benutzern angegebenen Grenzwerten identifiziert.
Darauf basierend werden sich unterscheidende Ausführungsmuster in den Traces ermit-
telt.

Die Arbeiten zur regelbasierten Ursachenanalyse nutzen andere Eingabedaten (bspw.
Ereignistraces auf Betriebssystemebene statt gemessene Methodenausführungsdauern),
um Ursachen für Performanzprobleme zu erkennen. Darüber hinaus liegt der Fokus auf
der Analyse der Traces und nicht auf der statistischen Auswertung nichtdeterministischer
Messwerte.

Workloadgenerierung zur Ursachenanalyse Shen et al. [SLPG15] nutzen genetische
Algorithmen, um durch die Kombination von Workloads in Form von Programmein-
gaben das Auftreten von Performanzproblemen herbeizuführen. Dabei wird jeweils ein
Commit und sein Vorgängercommit mit den zu testenden Programmeingaben ausge-
führt. Die Programmeingaben werden durch genetische Algorithmen varriiert, mit dem
Ziel, eine Regression zu finden. Bei der Ausführung werden Traces ermittelt, und an-
schließend werden diese basierend auf den Medianwerten der Ausführungsdauern in gute
und schlechte Traces unterteilt. Abschließend wird, basierend auf einer Heuristik, be-
stimmt, welche Methoden am wahrscheinlichsten einen Engpass darstellen.

Basierend auf den genetischen Algorithmen zur Bestimmung der Programmeingabe
entwickeln Luo et al. [LPG16] ein weiteres Verfahren zur Bestimmung der Performanz-
probleme. Durch Analyse der Ausführungstraces werden verlangsamte Methoden als
„problematisch“ gekennzeichnet, bei denen die Ausführungszeit verlangsamt gegenüber
dem Vorgängercommit ist. Anschließend wird bestimmt, wie oft jede geänderte Metho-
de von einer problematischen Methode aufgerufen wird. Die Methoden, die die höchste
Aufruffrequenz von problematischen Methoden haben, werden als potenzielle Ursachen
von Regressionen betrachtet.
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Die Arbeiten zur Workloadgenerierung suchen den passenden Workload, mit dem eine
Performanzänderungsursache erkannt werden kann. Im Gegensatz dazu sucht die vor-
liegende Arbeit anhand bestehender Workloads durch verschiedene Messungen nach der
Ursache einer Performanzänderung.
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6 Evaluation

Peass ermöglicht die Identifikation von Performanzveränderungen auf Quelltextebene
durch die Messung der Performanz von transformierten Unittests. Die Identifikation von
Performanzproblemen auf Quelltextebene durch umgewandelte Unittests hat inhärente
Begrenzungen:

• Der Quelltext muss von einem Unittest abgedeckt werden.

• Der Unittest, der den geänderten Quelltext testet, muss einen für die Performanz-
messung passenden Anwendungsfall prüfen. Die Einführung eines Caches kann
bspw. zu einer Verlangsamung eines kleinen Unittests führen, aber im realen An-
wendungsfall zu einer Beschleunigung führen.

• Veränderungen können nicht gefunden werden, wenn die Ausführungsdauer zu
hoch oder der Performanzunterschied zu gering ist.

Die Implementierung von Peass unterstützt die Messung von Java-Projekten in ei-
nem git-Repository, die durch Maven oder Gradle gebaut werden und Tests in den
JUnit-Versionen 3, 4 oder 5 enthalten. Performanzänderungen in Projekten, die andere
Technologien nutzen, können nicht gefunden werden. Darüber hinaus können Perfor-
manzänderungen nicht gefunden werden, wenn sie nicht selektiert werden, bspw. weil
Konfigurationsdateien und nicht der Quelltext geändert wurde oder weil Bibliotheken,
die außerhalb des Repositories liegen, geändert wurden.

In diesem Kapitel wird überprüft, inwiefern die Implementierung von Peass in der
Lage ist, Performanzänderungen zu identifizieren. Dabei wird in Unterkapitel 6.1 zuerst
validiert, inwiefern künstlich erzeugte Performanzprobleme gefunden werden können.
Danach wird in Unterkapitel 6.2 evaluiert, inwiefern reale Performanzveränderungen,
gefunden werden können.

6.1 Validierung durch künstliche Performanzprobleme

Um zu validieren, dass künstliche Performanzprobleme gefunden werden, ist eine Defi-
nition dieser Probleme und deren Lösungen notwendig. Da Performanzantipattern auf
Quelltextebene aus einer nichtoptimalen Implementierung und einer Lösung bestehen,
können sie zur Definition eines künstlichen Problems und dessen Lösung genutzt wer-
den. Da Antipattern auf Quelltextebene durch statische Prüfung ermittelt werden, muss
in jedem Fall die Lösung schneller oder gleich schnell wie die nichtoptimale Implemen-
tierung sein. Gäbe es einen Fall, in dem die Lösung langsamer ist, würde in diesem
Fall die Anwendung der Lösung des Antipatterns auf alle gefundenen Vorkommen des
Antipatterns im Quelltext das Programm verlangsamen.

Da Performanzprobleme auf Quelltextebene oft mit Implementierungsspezifika der
jeweiligen Sprache zusammenhängen, sind Performanzantipattern auf Quelltextebene
sprachspezifisch. Darüber hinaus können typische Probleme in Java je nach Implemen-
tierung und Version der JVM unterschiedlich sein: In den Versionen vor OpenJDK 6u21
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war die Konvertierung einer Liste in ein Array mittels toArray(T[] a) schneller, wenn die
Größe von a der Länge der List entsprach. In OpenJDK 6u21 wurden interne Optimie-
rungen durchgeführt, die bewirkten, dass der Aufruf von toArray mit einem Array a der
Länge 0 schneller wurde.108

Eine grundlegende Liste von Antipattern in Java, die mit statischen Checkern gefunden
werden kann, liefert PMD109. Um zu prüfen, ob und in welchen Versionen die Antipattern
korrekt sind, wurden Benchmarks definiert, die die Korrektheit des Antipatterns prüfen.
Anschließend werden die Benchmarks automatisch in zwei Varianten eines Tests um-
gewandelt, die in zwei Commits eines git-Repository gespeichert werden. Abschließend
wird das Repository mit Peass daraufhin geprüft, ob die schlechteren Implementierungen
korrekt gefunden werden. Diese Schritte werden im Folgenden dargestellt.

6.1.1 Reproduktion durch Benchmarks

Um zu überprüfen, ob ein Antipattern valide ist, wurde ein Workload definiert, der durch
zwei verschiedene Implementierungen ausgeführt wird. Jeweils eine der Implementierun-
gen entspricht dabei der nichtoptimalen Implementierung des Antipatterns (testBad)
und eine der Lösung (testGood). Anschließend wurde geprüft, ob die Ausführungsdauer
der nichtoptimalen Implementierung schlechter ist, als die der Lösung. Dabei sind drei
Ergebnisse möglich:

1. Sofern die nichtoptimale Implementierung schlechter als die Lösung ist, ist das
Antipattern für den spezifischen Fall bestätigt. Der konkrete Workload eignet sich
also, zu prüfen, ob Peass eine Performanzänderung korrekt identifiziert. Allerdings
ist es möglich, dass das Antipattern in einer anderen Ausführungsumgebung oder
bei einem anderen Workload nicht reproduziert werden kann. Das Antipattern ist
also nicht bestätigt.

2. Sofern die nichtoptimale Implementierung und die Lösung eine nicht durch statis-
tische Methoden unterscheidbare Performanz aufweisen, kann der Workload nicht
genutzt werden, um zu prüfen, ob Peass eine Performanzänderung korrekt identifi-
ziert. Das Antipattern kann valide sein, da über andere Ausführungsumgebungen
oder Workloads keine Aussagen getroffen werden können.

3. Sofern die nichtoptimale Implementierung besser als die Lösung ist, ist das Anti-
pattern widerlegt: Da Antipattern in jedem Fall gelten müssen, ist ein Workload,
für den das Antipattern nicht gilt, ausreichend, um es zu widerlegen. Eine Nutzung
für die Validierung von Peass ist möglich, sofern das erwartete Ergebnis umgekehrt
wird.

Aus diesem Grund wurden jmh-Benchmarkpaare definiert, die die Probleme und deren
Lösungen reproduzieren. Diese sind im Repository pmd-check110 gespeichert. Beispielhaft
108https://shipilev.net/blog/2016/arrays-wisdom-ancients/, abgerufen am 11. August 2022
109https://pmd.github.io/latest/pmd_rules_java_performance.html, abgerufen am 28. 5. 2019,

16:10
110https://github.com/DaGeRe/pmd-check
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zeigt Listing 10 den AddEmptyString-Benchmark. Die nichtoptimale Implementierung ist
in testBad und die Lösung ist in testGood implementiert.

1 @State(Scope.Benchmark)
2 public class AddEmptyStringBenchmark {
3
4 static final Random random = new Random ();
5
6 int value = random.nextInt ();
7
8 @Benchmark
9 public String testGood () {
10 String s = Integer.toString(value); // preferred approach
11 return s;
12 }
13
14 @Benchmark
15 public String testBad () {
16 String s = "" + value; // inefficient
17 return s;
18 }
19 }

Listing 10: AddEmptyString-Benchmark

Die Korrektheit der Probleme wurde auf vier Rechnern mit i7-4770 CPU @ 3.40GHz,
16 GB RAM und Ubuntu 18.04 geprüft. Dabei wurden OpenJDK 6.0 41, 7.0 201, 8.0 222,
11.0.4, 12.0.2 und 13 untersucht. Es wurden 30 VM Forks, 5 Iterationen und 5 Warm-
upiterationen verwendet sowie eine Irrtumswahrscheinlichkeit α = 0.01 für den T-Test.
Für die wiederholbare Ausführbarkeit der Benchmarks wurden Docker-Images für Java
6, 7, 8 und 11, 12 und 13 definiert. Eine Ausnahme bildet der AvoidFileStreamBenchmark,
der in Java 6 ausgelassen wird, da er das in Java 7 eingeführte try-with-resources nutzt.
Die Messergebnisse sind veröffentlicht.111
Tabelle 13 zeigt, inwiefern die einzelnen Probleme in den verschiedenen Java-Versionen

reproduzierbar sind.
Im zur Zeit der Ausführung aktuellen Java 13 sind ConsecutiveLiteralAppends und

UseArrayListInsteadOfVector für die gewählten Workloads falsch. Diese Benchmarks wur-
den deshalb im Detail untersucht. Im Folgenden werden die Ergebnisse der Untersuchung
dargestellt.

ConsecutiveLiteralAppends: Laut der Regel sollten String-Literale an einen StringBuilder
immer mit einem append und nicht mit mehreren appends angehangen werden. Beispiels-
weise sollte der String "Hello␣World" direkt mit .append("Hello␣World") und nicht mit
.append("Hello").append("␣").append("World") angehangen werden.
In OpenJDK 8 und davor konnte das Antipattern für den gewählten Workload be-

stätigt werden. In OpenJDK 11 und neuer werden byte-Arrays genutzt, um die Zeichen
eines StringBuffers zu speichern. Sofern ein append mit einem größeren String aufge-
rufen wird, wandelt die JVM das interne System.arraycopy auf dem darunterliegenden

111https://doi.org/10.5281/zenodo.3561153
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Benchmark 6 7 8 11 12 13
AddEmptyString × × × ×

√ √

AppendCharacterWithChar
√ √ √ √

(×)
√

AvoidFileStream
√ √ √

(×) (
√
)

BigIntegerInstantiation (
√
)
√ √ √ √ √

ConsecutiveLiteralAppends
√ √ √

× × ×
OptimizableToArrayCall ×

√ √ √ √ √

RedundantFieldInitializer (
√
) (×) (×) (

√
) (
√
) (
√
)

SimplifyStartsWith
√

(
√
) (
√
) (×) (

√
) (
√
)

StringInstantiation (
√
) (
√
) (
√
) (
√
) (×) -

StringToString
√ √

(×) (
√
) (
√
) -

TooFewBranchesForASwitch (
√
) (
√
) (×) (×) (

√
) (
√
)

UseArrayListInsteadOfVector
√ √

× × × ×
UseIndexOfChar ×

√ √ √ √ √

Tabelle 13: Reproduzierbarkeit der Probleme in einzelnen Java-Versionen

byte-Array in einen Aufruf des Runtime-Stub jbyte_disjoint_arraycopy um. Dieser soll
zusätzliche Funktionalitäten einiger CPUs nutzen, um das Kopieren zu beschleunigen.
Werden kleinere Strings kopiert, werden sie direkt durch mov-Aufrufe verschoben.
Normalerweise beschleunigt das Aufrufen des Runtime-Stubs den Prozess, mit unse-

rem konkreten Workload verlangsamt es allerdings das Kopieren. Dies konnte reprodu-
ziert werden, indem elf zufällige bytes (äquivalent zu "Hello␣World") und fünf ("Hello"),
eins ("␣") und dann wieder fünf "World" in ein 16 byte großes Array kopiert wurden.
Auch in diesem Fall war das Kopieren von elf bytes langsamer.
Daraus kann nicht geschlussfolgert werden, dass append-Aufrufe mit kurzen String-

Literalen immer schneller sind. Allerdings sollte, wenn die Performanz des append-Aufrufs
kritisch für eine Anwendung ist, geprüft werden, ob eine Anwendung des Antipatterns
wirklich zu einer Beschleunigung führt.

UseArrayListInsteadOfVector: Der Regel zufolge sollen stets ArrayList-Instanzen statt
Vector-Instanzen genutzt werden, da die Methoden von Vector synchronized sind. Dem-
zufolge muss bei dem Aufruf der synchronized-Methoden geprüft werden, ob der Monitor
für das jeweilige Objekt verfügbar ist; dies führt auch bei Verfügbarkeit zu einer Ver-
langsamung.

ArrayList und Vector speichern ihre Elemente in einem Array. Sofern Elements einer
ArrayList oder einem Vector hinzugefügt werden und das darunterliegende Array zu klein
ist, wird das Array neu erzeugt und die alten Elemente werden mit System.arraycopy in
das neue Array kopiert.

Durch faktorielle Experimente konnte ermittelt werden, dass System.arraycopy unter
bestimmten Bedingungen zu Verlangsamungen führt. Insbesondere, sofern eine Klasse
ClassA ein Feld mit einem Arraytyp hat, Elemente mit System.arraycopy kopiert und
mehrere Instanzen von ClassA genutzt werden, kann sich System.arraycopy verlangsamen.
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Das Problem tritt im Messworkload auf, da jmh intern ArrayList-Instanzen verwendet
und demzufolge eine Mehrfachverwendung von ArrayList vorliegt.
Das Problem liegt demzufolge nicht in ArrayList, sondern in der Verwendung von

System.arraycopy in der JVM. Dennoch sollte, bevor das Antipattern angewandt wird,
geprüft werden, ob dieser Effekt ausgelöst wird.

Im Folgenden werden nur die Antipattern betrachtet, die in Java 8 valide sind.

6.1.2 Umwandlung der Benchmarks

Um zu überprüfen, inwiefern Peass in der Lage ist, die Probleme zu finden, müssen
diese als JUnit-Testfälle in einem git-Repository definiert sein. Dabei muss in jeweils
einem Commit das Problem und in einem anderen Commit seine Lösung implementiert
werden. Um bei sich verändernden Problemdefinitionen die Validierung ohne manuelle
Transformation vornehmen zu können, wurde eine automatisierte Umwandlung imple-
mentiert. Diese generiert ein Projekt, in dem im ersten Commit die problembehaftete
Implementierung getestet wird und in dem darauffolgenden Commit die problemberei-
nigte Implementierung. Für den Test genutzte Felder werden dabei übernommen.

In den jmh-Benchmarks wird durch return-Statements sichergestellt, dass die JVM
Berechnungen nicht entfernt, deren Ergebnisse nicht benutzt werden. In den Unittests
wird stattdessen mit Assert.assertNotNull geprüft, ob die Ergebniswerte null sind und
somit verhindert, dass die Berechnungen oder Teile davon durch Optimierungen entfernt
werden.

Die Umwandlung wird durch Parsing der vorhandenen Benchmarks mit javaparser und
Automatisierung der Projekterstellung und des Committens von git erreicht. Listing 11
zeigt beispielhaft die Variante des AddEmptyStringTest, in dem das Problem behoben ist.

1 class AddEmptyStringTest{
2
3 static final Random random = new Random ();
4
5 int value = random.nextInt ();
6
7 @Test
8 public void testAddEmptyStringTest () {
9 // preferred approach
10 String t = Integer.toString(value);
11 Assert.assertNotNull(t);
12 }
13 }

Listing 11: AddEmptyStringTest

6.1.3 Überprüfen von Problemen mit Peass

Das erstellte Projekt wurde auf einem Desktoprechner mit i7-4770 CPU @ 3.40GHz,
16 GB RAM und Ubuntu 18.04 analysiert. Hierfür wurden zuerst die Abhängigkeiten
analysiert und anschließend eine Messung aller Testfälle durchgeführt. Dabei wurden, um

120



6 Evaluation

Vergleichbarkeit zu den jmh-Messungen zu gewährleisten, jeweils 1000 Ausführungen,
100 Wiederholungen und mindestens 30 VM-Starts durchgeführt.

Dabei konnten alle Performanzprobleme reproduziert werden. Peass ist also in der
Lage, diese künstlichen Performanzprobleme zu finden.

6.2 Evaluation durch reale Performanzprobleme

Um zu evaluieren, inwiefern Peass in der Lage ist, reale Performanzveränderungen zu
erkennen, wurde geprüft, welchen Anteil der durch Entwickler dokumentierten Perfor-
manzänderungen in quelloffenen Projekten durch Performanzmessung der Unittests ge-
funden werden kann (Forschungsfrage 4a). Anschließend wird evaluiert, inwiefern durch
die Messung der Unittests in einem Softwareentwicklungsprojekt eines mittelständischen
Unternehmens relevante Performanzänderungen gefunden werden (Forschungsfrage 4b).
Beide Studien werden im Folgenden dargestellt.

6.2.1 Untersuchung dokumentierter Performanzänderungen von quelloffenen
Projekten

Zur Evaluation, welche Performanzänderungen vorhanden sind, ist ein Testrepository
mit markierten Commits, die Performanzänderungen enthalten, ideal. Ein solches Re-
pository existiert nicht, allerdings sind in Commit-Kommentaren oft Performanzverbes-
serungen dokumentiert. Die Ex-post-Messung in existierenden Repositories zeigen, ob
Peass in der Lage gewesen ist, dokumentierte Performanzverbesserungen zu finden. So-
fern statt der Quelltextänderung von der schlechteren zur besseren Implementierung
eine Quelltextänderung von der besseren zur schlechteren Implementierung erfolgt, wür-
de Peass diese ebenfalls erkennen, da die Ausführung derselben Quelltexte gemessen
würden.

Zur Untersuchung der Einsetzbarkeit von Peass auf existierenden Projekten mussten
zuerst die zu analysierenden Projekte ausgewählt werden. Die Projekte müssen die von
Peass unterstützten Technologien nutzen, quelloffen zur Verfügung stehen und sollten
über längere Zeit entwickelt worden sein, um eine ausreichende Anzahl von Commits
aufzuweisen. Darüber hinaus ist eine hohe Qualität der Commit-Kommentare notwen-
dig, um die Performanzverbesserungen zu finden. Aufgrund der hohen Verbreitung, der
hohen Quelltextqualität und der technologischen Kompatibilität wurden acht Apache
Commons Bibliotheken112, k-9 mail113 sowie Jackson114 ausgewählt.

Für jedes Repository wurde der Stand zum 1.6.2019 heruntergeladen. Anschließend
wurde ermittelt, welche Performanzänderungen vorkommen und inwiefern Peass in der
Lage ist, diese zu messen.

Ermittlung der Änderungen Um die Änderungen zu ermitteln, wurden die Commits
daraufhin automatisiert geprüft, ob die Stichworte „performance“, „slow“, „fast“, „cache“

112https://commons.apache.org/
113https://github.com/k9mail/k9mail.app
114https://github.com/FasterXML/jackson
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und „optimization“ in den Kommentaren vorkommen. Anschließend wurden manuell die
Commits entfernt, die offensichtlich keine Performanzänderung des Kompilats intendie-
ren (bspw. „Enable maven cache for in travis config“). Dies führte zur Auswahl von 105
Commits.

Untersuchung der Änderungen Für jede Änderung wurde die Regressionstestselek-
tion ausgeführt. Anschließend wurde durch Messung bestimmt, ob eine Performanzän-
derung vorliegt. Eine Änderung kann dabei durch die Regressionstestselektion selektiert
(73 Änderungen) oder nicht selektiert (32 Änderungen) werden. Wenn die Änderung se-
lektiert wird, ist es dennoch möglich, dass keine Performanzänderung vorliegt. Listing 12
zeigt ein Beispiel hierfür: Die Änderung führt in keinem Fall zu einer Verbesserung der
Performanz, da die native pow-Methode ebenso effizient ist wie das Bitshifting.

1 - final long max=(long) Math.pow(2, bits);
2 + final long max=1l << bits;

Listing 12: Ungeänderte Performanz

Von den 69 (=73-4) selektierten und korrekt dokumentierten Änderungen können 56
korrekt gemessen werden, d. h. 81%. Von den verbleibenden Änderungen konnte der
Performanzunterschied in 13 Fällen aufgrund des Workloads nicht gemessen werden.
Listing 13 zeigt ein Beispiel hierfür: Durch das Thread.sleep wird die Ausführung so
verlangsamt, dass die Performanzänderung nicht messbar ist.

1 ...
2 tailer = Tailer.create(file , listener , delay , false);
3 Thread.sleep(idle);
4 tailer.stop ();
5 ...

Listing 13: Unpassender Workload

Tabelle 14 zeigt die Anzahl der gefundenen Änderungen sowie die Gründe dafür, dass
einzelne Änderungen nicht gefunden werden, aufgeschlüsselt nach untersuchten Projek-
ten. Die in diesem Abschnitt darstellten Daten wurden publiziert [RKH19b] und das
erzeugte Datenset115 ist ebenfalls veröffentlicht.

Diskussion der Validität Der Ansatz kann nur zeigen, dass Peass in der Lage ist,
existierende Performanzunterschiede zu finden; er kann nicht zeigen, dass Peass nicht
fälschlicherweise Quelltextänderungen als Performanzänderungen selektiert, die keine
Performanzänderungen sind. Quelloffene Projekte, insbesondere diejenigen mit einer ho-
hen Verbreitung, weisen u. a. durch definierte Reviewprozesse eine hohe Quelltextqua-
lität auf. Darüber hinaus haben die untersuchten Projekte Richtlinien hinsichtlich der
Quelltextqualität, die sicherstellen, dass simple Performanzprobleme nicht auftreten.
Für die Verbesserung der Generalisierbarkeit sollte daher eine weitere Repositorystu-

die mit weiteren Repositories durchgeführt werden. Weiterhin kann durch Fallstudien an

115https://doi.org/10.5281/zenodo.3252668
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commons
Projekt compress csv dbcp fileupload io imaging pool text jackson k-9 Summe
Selektiert 22 4 5 5 4 3 9 1 15 5 73
Korrekt 13 4 5 2 3 2 8 1 14 4 56
Workload 6 0 0 3 1 0 1 0 1 1 13
Ungeändert 3 0 0 0 0 1 0 0 0 0 4

Nicht selektiert 4 0 0 0 1 2 3 1 6 15 32
Gesamt 26 4 5 5 5 5 12 2 21 20 105

Tabelle 14: Messbarkeit von dokumentierten Performanzänderungen durch Peass

Softwareentwicklungsprojekten, die nicht den Qualitätssicherungsprozessen quelloffener
Software folgen, untersucht werden, inwiefern Peass unter anderen Rahmenbedingun-
gen Performanzänderungen bestimmen kann und inwiefern Peass Quelltextänderungen
fälschlicherweise selektiert. Eine beispielhafte Fallstudie am Softwareentwicklungsprojekt
GeoMap wird im Folgenden dargestellt.
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6.2.2 Untersuchung der Performanzänderungen in GeoMap

Zur Überprüfung der Nutzbarkeit der in der Arbeit entwickelten Ansätze wurde ein kon-
tinuierlicher Performanzverbesserungsprozess bei der Immobilienmarktplattform Geo-
map eingeführt. Das Immobilientool GeoMap ist ein kommerziell entwickeltes Werkzeug
mit nichtöffentlichem Quelltext und daher ein Beispiel typischer Softwareentwicklungs-
prozesse in kleinen und mittelständischen Unternehmen. Im Folgenden wird in einer
evaluativen Fallstudie untersucht, inwiefern durch Peass (1) Performanzunterschiede in
GeoMap gefunden, (2) falsch positive Performanzunterschiede gemessen und (3) Perfor-
manzverbesserungen in GeoMap reproduziert werden.

Dafür wird zuerst das Immobilientool GeoMap selbst vorgestellt. Anschließend werden
die Ergebnisse der Performanzmessung mit Peass, der Performanzverbesserung durch
Codereviews und der Definition und Ausführung von Lasttests dargestellt.

Untersuchungsgegenstand GeoMap116 ist eine Webanwendung für die Datenanalyse
von Immobiliendaten. GeoMap stellt Immobilienmarktexperten und potenziellen Immo-
bilienkäufern Angebote, statistische und historische Daten von Preisen sowie soziodemo-
graphische und sozioökonomische Daten zur Verfügung, die als Grundlage von Investiti-
onsentscheidungen genutzt werden. Um eine effiziente Arbeit der Nutzer zu ermöglichen,
ist es wichtig, dass GeoMap eine angemessene Performanz aufweist.

GeoMap besteht aus drei Hauptkomponenten: (1) Das Frontend, das die Daten gra-
phisch für den Endnutzer aufbereitet, (2) das Backend, das die Immobiliendaten via
REST sowie einer API für externe Nutzung bereitstellt und (3) der Crawler, der Im-
mobiliendaten aus verschiedenen Quellen importiert. Die Java-Komponenten nutzen ge-
meinsame interne Bibliotheken, bspw. für Geodatenverwaltung. Die Daten werden in
einer NoSQL-Datenbank persistiert.

Das Frontend und das Backend bestimmen die Performanz aus Sicht des Endnut-
zers. Aufgrund der technologischen Kompatibilität wurde für die Fallstudie die Perfor-
manz des Backends untersucht. Das Spring-basierte Backend ist mit einer Microservice-
Architektur implementiert, in der jeder Microservice verschiedene Funktionalitäten für
den Endnutzer anbietet.

Die Qualitätssicherung erfolgt durch drei Arten von Tests, die als JUnit-Tests imple-
mentiert sind: (1) Reguläre Unittests, die keine externen Ressourcen nutzen, (2) Docker-
basierte Tests, die ad-hoc gestartete Docker-Container als Testumgebung nutzen sowie
(3) Integrationstests, die Dienste auf anderen Rechnern nutzen. Da die Nutzung von
Diensten auf anderen Rechnern Performanzmessungen stark verzögert, wurden für die
Fallstudie nur die regulären Unittests und die Docker-basierten Tests untersucht.

Performanzmessung der regulären Commits mit Peass-CI Das Plugin für den In-
tegrationsserver Jenkins Peass-CI117 ermöglicht es, die in dieser Arbeit beschriebene
Funktionalität von Peass im Integrationsserver Jenkins zu nutzen. Zur beispielhaften

116https://geomap.immo/
117https://github.com/jenkinsci/peass-ci-plugin
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Abbildung 40: Komponentenarchitektur von Geomap

Untersuchung von Performanzunterschieden wurden daher in Peass-CI sechs Monate
lang alle Quelltextänderungen untersucht. Die Untersuchung beschränkte sich dabei auf
den master-Branch.

Für die Untersuchung der regulären Unittests von GeoMap wurden die in Kapi-
tel 4 erarbeiteten Standardparameter für Performanzmessungen verwendet. Für Docker-
basierte Tests sind diese nicht verwendbar, da der Start der Docker-Container ressour-
cenaufwändig ist. Darüber hinaus muss in der Regel das Aufräumen der Datenbank
durch die @Before bzw. @After-Methoden abgewartet werden, daher ist die Verwendung
von Wiederholungen innerhalb der einzelnen Messungen nicht möglich. Aufgrund der
Heterogenität der Messdauern der einzelnen Testfälle und der begrenzten zur Verfü-
gung stehenden Zeit wurde daher durch das GeoMap-Team die Entscheidung getroffen,
30 VMs und 30 Iterationen zu verwenden. Dabei wurde ein Timeout von 20 Minuten
gesetzt, d. h. eine einzelne VM-Ausführung wird abgebrochen, sobald 20 Minuten Test-
zeit vergangen sind, und daraufhin wird die Anzahl der Iterationen für die folgenden
Testausführungen reduziert.

Insgesamt wurden 203 Tests (Backend: 168, Bibliotheken: 35) über 240 Commits (Ba-
ckend: 185, Bibliotheken: 55) analysiert. 47 Commits (Backend: 47, Bibliotheken: 0)
waren aufgrund nicht mehr vorhandener bzw. nicht mehr zur geforderten Schnittstelle
passenden Snapshot-Abhängigkeiten nicht ausführbar. In diesem Fall wurde der jeweilige
Commit übersprungen, d. h. wenn die Commits A, B und C aufeinander folgen und B
nicht kompiliert, wurde Commit C gegen Commit A verglichen. Von den ausführbaren
Commits hatten 132 eine Quelltextänderung (Backend: 89, Bibliotheken: 43). Von den
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Commits mit Änderungen enthielten 52 Commits (Backend: 39, Bibliotheken: 13) Tests,
die die Änderungen abdecken. Durch die hohe Testabdeckung, ergaben sich insgesamt
794 Testausführungen (Backend: 753, Bibliotheken: 41).

Die gefundenen Performanzänderungen traten in 45 Testfällen verteilt über 19 Com-
mits auf. Sie lassen sich vier Kategorien zuordnen:

• Funktionale Änderungen (24 Tests in zehn Commits betroffen): Geänderte funk-
tionale Anforderungen machen es notwendig, mehr, weniger oder andere Opera-
tionen auszuführen. Dies führte sowohl zu Beschleunigungen als auch zu Perfor-
manzverschlechterungen. Da die vorliegenden Änderungen notwendig waren und
keine starken Verlangsamungen verursachten, wurde auf Basis der festgestellten
Performanzänderung keine Quelltextänderungen vorgenommen. Sofern funktional
notwendige Quelltextänderungen zu starken Performanzverschlechterungen führen,
ist es bspw. möglich, durch Parallelisierung die Performanz zu verbessern.

• Teständerungen (Sechs Tests in fünf Commits): Um geänderte funktionale Anfor-
derungen zu testen, die Testabdeckung zu erhöhen oder Fehler besser erkennen
zu können, wurden Teständerungen vorgenommen. Diese gehen in der Regel mit
Änderungen der Funktionalität einher; durch den geänderten Workload, bspw.
hinzugekommene oder entfernte Sicherstellungen, wird die Performanz des Tests
geändert.

• Optimierungen (Neun Tests in drei Commits betroffen): Durch interne Analyse
des Codes haben Verbesserungen des Quelltexts stattgefunden, die unabhängig
von der Fallstudie sind. Beispielweise wurde ein BasicHttpClientConnectionManager
durch einen PoolingHttpClientConnectionManager ersetzt. Dies führte zu einer Be-
schleunigung der Ausführung des Workloads, die bei der Messung mit Peass-CI
bestätigt werden konnte. Da der BasicHttpClientConnectionManager nur einmal vor-
kam, ließ sich die Verbesserung nicht in anderen Teilen des Quelltextes wiederholen.

• Versionsupdates (Sechs Tests in einem Commit betroffen): Durch die Aktualisie-
rung von Bibliotheken von Drittanbietern hat sich die Performanz verschiedener
Testfälle geändert. Da eine Ursachenanalyse innerhalb der Drittanbieterbibliothe-
ken nicht Gegenstand dieser Arbeit ist, wurden die Performanzänderungen so ak-
zeptiert.

Daneben traten während des Messprozesses drei falsch positive Messungen in den Docker-
basierten Tests auf, d. h. es wurden Performanzunterschiede gemeldet, die bei nochma-
liger Ausführung nicht reproduzierbar waren. Mit den in Kapitel 4 erarbeiteten Stan-
dardparametern traten keine falsch positiven Messungen auf. Aufgrund der Vielzahl der
analysierten Commits und der geringen Änderungen wurden drei falsch positive Perfor-
manzunterschiede (0,37%), die bei nochmaliger Messung als falsch positiv identifiziert
werden konnten, als akzeptabel angesehen. Da die falsch positiven Messungen eine hohe
Standardabweichung aufwiesen und sich nicht reproduzieren ließen, ist davon auszuge-
hen, dass temporäre Prozesse, wie bspw. Systemupdates auf dem Server, die Messungen
beeinflusst haben.
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Die Entwickler betrachteten die Übersicht über Performanzänderungen und die Infor-
mation über das Nichtvorhandensein als hilfreich, so dass sie das Tool Peass-CI weiter
in ihrem Buildprozess einsetzen werden.

Für die Performanzänderungen wurde eine Ursachenanalyse mittels der in Kapitel 5
dargestellten Implementierung ausgeführt. Dabei wurde die UNTIL_SOURCE_CHANGE-
Strategie angewandt, und, sofern diese keinen ausreichenden Hinweis auf die Ursache
geben konnte, eine Wiederholung mit der COMPLETE-Strategie ausgeführt. Die Mes-
sung regulärer Unittests erfolgte mit der bei der Messung verwendeten Konfiguration.
Für Docker-basierte Unittests wurde die vorher dargestellte Messkonfiguration mit 100
VMs genutzt.

Durch die Ursachenanalyse konnte in 31 Fällen die Ursache der Performanzänderung
korrekt zugeordnet werden, da die Methode, die die Performanzänderung verursacht,
direkt markiert war. In den verbleibenden 14 Fällen war dies nicht möglich. Die hat-
te drei Gründe: (1) In neun Fällen in zwei Commits hatten sich Konfigurationsdateien
geändert. Durch manuelle Analyse des Quelltextdiffs sowie der Messwerte ließ sich die
Performanzänderung zuordnen. (2) In vier Fällen in einem Commit wurde gleichzeitig
eine interne Version einer benutzten Bibliothek erhöht und in dieser benutzen Biblio-
thek eine Optimierung durchgeführt. Dies ließ sich nur mit einer faktoriellen Analyse
(Messen von verschiedenen Branches, in denen jeweils nur Teile der vorgenommenen
Quelltextänderungen oder das Versionsupdate vorhanden waren) ermitteln. (3) In ei-
nem Fall war eine Quelltextänderung nur nach Messung aller Methoden d. h. mit der
COMPLETE-Strategie, zuordnenbar.

Reviews Zur Verbesserung der Performanz wurden systematische Quelltextreviews
durchgeführt. Dadurch konnten gemeinsam mit den GeoMap-Entwicklern drei Typen
von möglichen Performanzverbesserungen identifiziert werden:

• Ineffiziente StringBuilder-Benutzung: Es wurden in Methoden StringBuilder ge-
nutzt. Da die Methoden der StringBuilder synchronisiert sind, führt dies zu unnö-
tigen Prüfungen, ob die Methoden aktuell aufgerufen werden können oder bereits
von einem anderen Thread aufgerufen werden. Diese wurden durch StringBuffer
ersetzt. Darüber hinaus wurden append-Aufrufe über mehrere Zeilen verteilt, was
zu schlechterer Optimierbarkeit durch die JVM führt.118

• Ineffiziente Pattern-Benutzung: Sofern konstante reguläre Ausdrücke genutzt wer-
den, können in Java durch Pattern.compile Instanzen von Pattern erzeugt werden,
die anschließend prüfen, ob eine Zeichenkette dem regulären Ausdruck entspricht.
Es wurden aus de-facto konstanten regulären Ausdrücken bei jedem Methodenauf-
ruf neue Pattern erzeugt. Diese wurde durch konstante Pattern, die bei Initialisie-
rung der Klasse oder der Instanz erzeugt werden, ersetzt.

• Unnötiger Aufruf: Es wurde ein Datenbankindex angefragt, ohne danach benutzt
zu werden. Diese führte zu unnötigem Overhead und wurde daher entfernt.

118Siehe https://pmd.github.io/latest/pmd_rules_java_performance.html#
consecutiveappendsshouldreuse
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Diese wurden umgesetzt. Messungen in Peass-CI bestätigten die Wirksamkeit der Quell-
textänderungen.

Lasttests Da die Messung der Unittests die Performanz der Gesamtanwendung nicht
effizient repräsentieren kann, wurden im Rahmen des kontinuierlichen Performanzver-
besserungsprozesses Lasttests für GeoMap implementiert. Die implementierten Lasttests
messen zwei für die Performanz zentralen Funktionalitäten, die Benutzerverwaltung und
die Abfrage von Objektdaten. Hierfür werden jeweils Rohdaten von den Objekten bzw.
Benutzern erstellt, wobei die Objektdaten in die NoSQL-Datenbank importiert und die
Benutzerdaten in einer CSV-Datei gespeichert werden. Anschließend erzeugt das Sen-
den von typischen Anfragen, bspw. die Registrierung von Benutzern oder den Export
von Objektdaten in eine Excel-Datei, eine Last, so dass die Antwortzeiten unter Last
gemessen werden können.

Während sieben von acht Endpunkten konstante Antwortzeiten im zu erwarteten Be-
reich aufzeigten, hatte ein Endpunkt unerwarteterweise ein Wachstum der Antwortzeiten
während der Wiederholung der Anfragen. Das Wachstum ist in Abbildung 41 dargestellt.
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Abbildung 41: Entwicklung der Antwortzeit von GeoMap-Anfragen

Um dies weiter zu untersuchen, wurde die Anwendung mit Kieker-Quelltextinstru-
mentierung119 instrumentiert und anschließend derselbe Lasttest erneut ausgeführt. Ne-
ben der Verlangsamung in der Methode, die den Endpunkt implementiert, zeigten sich
zwei Kindmethoden, die ebenfalls ein Wachstum der Antwortzeit aufwiesen. Von den
Kindmethoden wurde eine gemeinsame Methode aufgewiesen, die das in Listing 14 ge-
zeigte Quelltextmuster aufweist. Dabei werden in eine Liste, die nicht hinzuzufügende

119https://github.com/kieker-monitoring/kieker-source-instrumentation
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Elemente enthält, regelmäßig dieselben neuen Elemente hinzugefügt. Dies führte dazu,
dass eine starke Verlangsamung auftrat. Dieses Problem wurde behoben. Die Behebung
des Problems ließ sich anschließend auch in einem Unittest reproduzieren, der den be-
troffenen Quelltextbereich abdeckt.

1 private Set <Pattern > BlackListPattern;
2
3 public boolean isIncluded(String object) {
4 boolean excluded = false;
5 Set <Pattern > patterns = InitializeBlacklistPattern ();
6 for (Pattern black : patterns) {
7 for (Pattern black : BlackListPattern) {
8 Matcher matcher = black.matcher(object );
9 if (matcher.matches ()) {
10 excluded = true;
11 }
12 }
13 }
14 return excluded;
15 }
16
17 private Set <Pattern > InitializeBlacklistPattern () throws IOException {
18 List <String > objectList = GeomapClass.readLines (...);
19 for (String object : objectList) {
20 BlackListPattern.add(Pattern.compile(object ));
21 }
22 return BlackListPattern;
23 }

Listing 14: Ursache der Verlangsamung

Überprüfung der Unittestergebnisse durch Lasttests Kernannahme dieser Arbeit
ist, dass Performanzunterschiede, die in Unittests auftreten, ebenfalls in relevanten An-
wendungsfällen der getesteten Software auftreten. Relevante Anwendungsfälle von Geo-
Map werden durch die Lasttests modelliert. Daher wurden die in GeoMap auftretenden,
durch die Lasttests messbaren Performanzunterschiede ermittelt. Ausgangspunkt hier-
für waren die fünf durch Peass identifizierten Performanzunterschiede mit der größten
Effektstärke.
Für diese Commits sowie den ersten und letzten Commit wurden die Lasttests mit dem

durch Peass gemessenen Vorgängercommit sowie dem aktuellen Commit 30 mal gestar-
tet. Anschließend wurden die Commits in Ihrer Reihenfolge mit dem T-Test mit Irrtums-
wahrscheinlichkeit 0,1% verglichen. Sofern von einem Vorgängercommit zum vorherigen
gemessenen Commit ein Performanzunterschied auftrat, wurde durch Ausführung der
dazwischenliegenden Commits (nach einem git bisect nachempfundenen Verfahren) er-
mittelt, welcher dazwischenliegende Commit den Performanzunterschied hervorrief.
Die Ausführung der GeoMap-Services erfolgte dabei auf Ubuntu 20.04 mit einem i7-

6700@3.4 Ghz und OpenJDK 1.8.0_342. Die Last erzeugte ein baugleicher Rechner.
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Unittest Lasttest
Änderung Mittelwert- Mittlere Effekt- Mittelwert- Mittlere Effekt-

differenz Standard- stärke differenz Standard- stärke
abweichung abweichung

1 4,43 0,065 67,71 413,237 56,781 7,278
2 213,9 7,21 29,64 175,086 79,494 2,203
3 557,3 21,9 25,5 0,888 0,157 5,652
4 59,41 2,74 21,7 Nicht abgedeckt
5 3,18 0,85 3,74 1,671 0,118 14,163

Tabelle 15: Effektstärken der Performanzänderungen

Dabei zeigte sich, dass vier Performanzunterschiede ebenfalls in den Lasttests zu si-
gnifikanten Änderungen führten. Tabelle 15 zeigt die Effektstärken der fünf Performanz-
änderungen mit der höchsten Effektstärke. Änderung 1 und 2 betreffen den Service für
die Benutzerverwaltung, der durch Aufrufe weiterer Dienste (u. a. lokaler Mailserver)
eine hohe Standardabweichung aufweist. Änderung 4 ist eine signifikante Änderung in
einem Benachrichtigungsservice. Der Service ist nicht performanzkritisch und wird da-
her vom Lasttest nicht gemessen. Durch die Analyse der dazwischen liegenden Commits
wurden zwei weitere Performanzänderungen identifiziert, von denen eine ebenfalls von
einem Unittest identifiziert wurde.

Die Messbarkeit der von Unittests gefundenen Performanzänderungen in Lasttests
zeigt, dass die eingangs postulierte Unittestannahme (siehe Unterkapitel 1.2) auf das
vorliegende Projekt zutrifft: Die Performanz relevanter Anwendungsfälle einer Software
korreliert in diesem Fall mit der Performanz eines Teils der Unittests. Quelltextände-
rungen, die eine Performanzänderung von Unittests verursachen, können also, je nach
Testabdeckung und Implementierung der Testfälle, Performanzänderungen in relevanten
Anwendungsfällen der Software auslösen.

Sowohl die Anwendungsfälle als auch der Stil der Unittestimplementierung unterschei-
det sich je nach Projekt, daher kann eine Allgemeingültigkeit der Unittestannahme nicht
abgeleitet werden. Dennoch zeigt die Fallstudie, dass es bei passender Implementierung
der Unittests möglich ist, relevante Performanzunterschiede durch Messung der Unittest
zu bestimmen.
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7 Zusammenfassung und Ausblick

In diesem Kapitel wird die Arbeit zusammengefasst und ein Ausblick auf mögliche zu-
künftige Arbeiten gegeben.

7.1 Zusammenfassung

Hauptziel dieser Arbeit ist die Schaffung eines Ansatzes zur Erkennung und zum Ver-
stehen von Performanzunterschieden zwischen Softwarecommits. Der in dieser Arbeit
untersuchte Ansatz kann als ergänzender Schritt in der Qualitätssicherung der Softwa-
reentwicklung integriert werden, um zwischen der Prüfung der funktionalen Korrektheit
durch Unittests und der aufwändigen Prüfung der Performanz durch Lasttests einen
Schritt zu schaffen, mit dem Performanzänderungen auf Quelltextebene erkannt werden
können. Die größte Herausforderung dabei ist es, wiederholbare, in kurzer Zeit durch-
führbare Messungen zu ermöglichen, die Entwicklern das Erkennen und Verstehen von
Performanzunterschieden ermöglichen.

In dieser Arbeit wurde daher der Peass-Ansatz entwickelt, der auf der Transformati-
on von Unittests in Performanzunittests basiert. Durch die Anwendung dieses Ansatzes
können Performanzänderungen und deren Ursachen auf Quelltextebene ohne zusätzliche
Workloaddefinition erkannt werden. Dies senkt den manuellen Aufwand für die Untersu-
chung von Performanzänderungen und ermöglicht es Performanzregressionen zu finden,
die andernfalls ggf. übersehen worden wären.

Für den Peass-Ansatz wurden drei Themenfelder bearbeitet: die Regressionstestse-
lektion, der Messprozess und die Ursachenanalyse. Anschließend wurde evaluiert, inwie-
fern Performanzänderungen durch den Peass-Ansatz erfolgreich gefunden und untersucht
werden können. Die Arbeiten in diesen Feldern werden im Folgenden dargestellt.

Regressionstestselektion Performanzmessungen sind zeitaufwändig. Commits enthal-
ten oft Änderungen, die ausschließlich das Verhalten einiger Tests beeinflussen. Es stell-
ten sich daher folgende Fragen:
1. Wie kann eine Regressionstestselektion für Performanzänderungen er-

folgen?
Zur Bestimmung von Performanzänderungen auf Quelltextebene kann davon ausge-

gangen werden, dass die Testfälle aus Wiederholungen derselben Workloads bestehen
und jede Testausführung den gleichen Kontrollfluss hat. Unter dieser Voraussetzung
können potenzielle Performanzänderungen bestimmt werden, indem die Ausführungs-
traces der einzelnen Tests sowie die Quelltexte der Methoden verglichen werden. Nur
wenn sich der Ausführungstrace oder der Quelltext einer aufgerufenen Methode geän-
dert hat, kann eine Performanzänderung auf Quelltextebene erfolgt sein. Je nachdem, ob
potenzielle Performanzänderungen möglichst schnell oder exakt selektiert werden sollen,
unterscheidet sich das Vorgehen.
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1. a) Wie lassen sich Workloads zur Messung potenzieller Performanzän-
derungen möglichst schnell selektieren?

Eine schnelle Selektion ist möglich, indem für den betreffenden Commit ausschließlich
der Quelltext geparst und darauf basierend geprüft wird, welche Traces potenziell von der
Quelltextänderung betroffen sein können. Dadurch können Testfälle fehlerhaft selektiert
werden, bspw. wenn eine hinzugefügte Methode nicht aufgerufen wird.
1. b) Wie lassen sich Workloads zur Messung potenzieller Performanzän-

derungen möglichst exakt selektieren?
Um potenzielle Performanzänderungen exakt zu selektieren, ist es nötig, den Ausfüh-

rungstrace neu zu ermitteln. Anschließend erfolgt ein Vergleich der Ausführungstraces
und der aufgerufenen Methoden. Sofern sich entweder der Ausführungstrace oder der
Quelltext einer aufgerufenen Methode geändert hat, wird der Test selektiert. Dadurch
können durch Quelltextparsing nicht oder nicht trivial erkennbare Änderungen (bspw.
das Überschreiben von Methoden), die zu verändertem Verhalten führen, erkannt wer-
den.

In der Praxis können Änderungen in einer Software auch außerhalb des Quelltextes
entstehen, bspw. durch Versionsänderungen der benutzten Bibliotheken in Builddateien
oder genutzte Ressourcen wie Loggingkonfigurationen. Sofern diese zu veränderten Aus-
führungstraces führen, kann auch dies durch Vergleich der Ausführungstraces und der
aufgerufenen Methoden erkannt werden. Sofern keine Veränderung der Ausführungs-
traces erfolgt, bspw. weil eine Performanzänderung ausschließlich durch eine interne
Performanzänderung einer benutzen Bibliothek entsteht, kann diese Methode die Per-
formanzänderung nicht erkennen.

Insgesamt ist diese Art der Selektion exakter, allerdings, da Ausführungstraces ermit-
telt werden, auch aufwändiger.

Messprozess Performanzmessungen sind nichtdeterministisch und müssen daher wie-
derholt werden. Darüber hinaus erfordern Messungen kleiner Programmeinheiten, die in
der Regel von Unittests gemessen werden, andere Parametrisierungen, als die Messung
von Lasttests oder Benchmarks. Daher stellten sich folgende Fragen:
2. Wie können Performanzänderungen auf Quelltextebene gemessen wer-

den?
Performanzunterschiede lassen sich generell durch die Wiederholung der jeweiligen

Workloads innerhalb einer VM, die Wiederholung der VM-Starts und die anschließende
statistische Auswertung der Messwerte bestimmen. Um eine Methode zur Messung von
Performanzänderungen auf Quelltextebene zu entwickeln, ist es nötig, eingangs einen
Ansatz zum Vergleich von Mess- und Analysemethoden zu entwickeln und anschließend
die bestmögliche Parametrisierung dieser Methode durch Experimente zu ermitteln.
2. a) Wie lassen sich Mess- und Analysemethoden vergleichen?
Da Messwerte sich je nach Workload und Ausführungsumgebung unterscheiden kön-

nen, kann kein allgemeiner Vergleich von Mess- und Analysemethoden erfolgen. Stattdes-
sen wurden künstliche Unittestpaare definiert, bei denen der Unterschied der Workloads
bekannt ist, bspw. die Messung der Addition von 300 und 301 Zufallszahlen. Darauf
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basierend wurden diese Workloadpaare mit verschiedenen Mess- und Analysemethoden
verglichen. Auf diese Weise ist es möglich, sowohl das F1-Maß als auch die Dauer der
Ausführung verschiedener Mess- und Analysemethoden auf einer gegebenen Plattform
zu vergleichen. Es wird davon ausgegangen, dass der Vergleich auf ähnliche Ausfüh-
rungsumgebungen übertragbar ist. Sollte das nicht der Fall sein, müssen die künstlichen
Unittestpaare erweitert oder die Experimente auf anderen Ausführungsumgebungen aus-
geführt werden.
2. b) Mit welcher Mess- und Analysemethode können Performanzunter-

schiede effizient gefunden werden?
Anhand der Analyse quelloffener Unittests wurde festgestellt, dass Ausführungstraces

von Unittests typischerweise ca. 300 Methodenaufrufe enthalten. Um in diesem Kontext
Performanzunterschiede finden zu können, wurden die künstlichen Unittestpaare jeweils
mit der Größe 300 und 301 verglichen. Auf Basis des Vergleichs der Mess- und Analy-
semethoden anhand der künstlichen Unittestpaare wurde festgestellt, dass ab 400 VMs
und 5.000.000 Messausführungen das F1-Maß der Messungen mindestens 99% beträgt.
Es kann also davon ausgegangen werden, das mit diesen Parametern typische Unittest-
größen vergleichbar sind.

Ursachenanalyse Sofern eine Performanzänderung gefunden wurde, ist die Ursache
der Änderung aufgrund verschiedener geänderter Quelltextbestandteile oft unklar. Durch
eine Ursachenanalyse kann das Verständnis für Performanzänderungen verbessert und
damit ggf. Korrekturen erleichtert werden.
3. Wie können Ursachen von Performanzänderungen auf Quelltextebene

gefunden werden?
Um Ursachen für Performanzänderungen zu finden, ist es notwendig, einzelne Me-

thodenausführungen zu untersuchen. Für die Messung von Performanzänderungen auf
Quelltextebene ist es nötig, den Overhead der Messung einzelner Methodenausführung
möglichst gering zu halten. Darüber hinaus stellt sich die Frage, mit welcher konkreten
Konfiguration Ursachen gefunden werden können.
3. a) Wie kann die Methodenausführungsdauer mit minimalem Overhead

gemessen werden?
Zur Messung von Methodenausführungen wird Messquelltext in jede Methode hinzu-

gefügt. Dieser Quelltext verursacht einen Overhead, der die Messung verfälschen kann.
Durch Analyse von Profilingergebnissen wurden vier Optionen zur Reduktion des Over-
heads gefunden:

• Messquelltext wird üblicherweise durch Instrumentierung, bspw. mit AspectJ, hin-
zugefügt. Durch automatisiertes Hinzufügen des Messquelltextes direkt in den
Quelltext statt durch Instrumentierungsframeworks lässt sich der verursachte Over-
head reduzieren.

• In der Regel werden nur einzelne Methodenausführungen gemessen, um den Over-
head zu reduzieren. Gleichzeitig werden in der Regel alle Ausführungen instru-
mentiert, und bei Deaktivierung wird die uninstrumentierte Methode ausgeführt.
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Durch ausschließliche Instrumentierung der zu messenden Methoden lässt sich der
verursachte Overhead reduzieren.

• Monitoringeinträge werden vom den Workload ausführenden Thread in eine War-
teschlange geschrieben und anschließend von einem weiteren Thread gelesen und
serialisiert. Durch die Verwendung einer CircularFifoQueue lässt sich der verur-
sachte Overhead durch die Eintragung in die Warteschlange reduzieren.

• Jede Erzeugung und Verarbeitung eines Monitoringeintrags verlangsamt die Work-
loadausführung. Durch die Zusammenfassung mehrer Methodenausführungen zu
einem Monitoringeintrag lässt sich der Overhead reduzieren. Durch die Speiche-
rung der Summe der Ausführungszeiten werden gleichzeitig weiterhin adäquate
Messwerte erzeugt.

Durch eine experimentelle Evaluation wurde gezeigt, dass alle Optionen den Overhead
signifikant reduzieren.
3. b) Mit welcher Messkonfiguration lässt sich eine Ursachenanalyse für

Performanzänderungen effizient durchführen?
Zur Untersuchung verschiedener Messkonfigurationen wurden künstliche Projekte er-

stellt, in denen die Performanzänderung im Aufrufbaum gefunden werden kann. An-
schließend wurden Messkonfigurationen für Ursachenanalysen, d. h. Konfigurationen für
die Ausführung der Programme und Messstrategien, d. h. Regeln für die Auswahl der zu
messenden Knoten, verglichen.

Es wurde festgestellt, dass keine der untersuchten Messstrategien Performanzände-
rungen beliebiger Größe zuverlässig und schnell findet. Wenn kleine Performanzände-
rungen gesucht werden, ist eine ebenenweise Messung am effizientesten. Wenn größere
Performanzänderungen gefunden werden sollen, die direkt in einer geänderten Methode
sind, ist eine Messung des Pfads im Aufrufbaum zur Methode am effizientesten. Wenn
Performanzänderungen an anderen Stellen gefunden werden sollen, ist die gleichzeitige
Messung mehrerer Ebenen am effizientesten.

Evaluation Nach der Entwicklung des Peass-Ansatzes stellt sich die Frage, wie viele
reale Performanzprobleme gefunden werden können. Darauf basierend stellen sich die
folgenden Forschungsfragen:
4. Welcher Anteil an Performanzänderungen ist durch Messung von Unit-

tests findbar?
Um zu untersuchen, welchen Anteil an Performanzänderungen durch die Messung von

Unittests auffindbar sind, wurden zwei Ansätze verfolgt: Die Untersuchung bekannter
Performanzänderungen in künstlichen Experimenten und der Einsatz von Peass in einem
realen Softwareentwicklungsprozess.
4.a) Welcher Anteil bekannter Performanzänderungen lässt sich durch die

Messung von Unittests finden?
Es wurde untersucht, inwiefern in Commit-Kommentaren definierte Performanzände-

rungen durch Peass gefunden werden. Dabei wurden die Performanzänderungen eingangs
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anhand typischer Stichworte in den Commit-Kommentaren identifiziert. Hierbei wurden
105 Performanzänderungen gefunden. Anschließend wurde Peass auf die Commits und
den jeweiligen Vorgängercommit angewandt. Von den 105 Commits wurden die Ände-
rungen von 32 nicht von Unittests abgedeckt. Von den verbleibenden 73 waren 4 Com-
mits fälschlicherweise als Performanzänderung markiert. In 56 Fällen (81%) konnten die
Performanzänderungen korrekt erkannt werden, in den verbleibenden 13 Fällen war der
Workload ungeeignet für die Performanzmessung. Auf Basis dieser Stichprobe kann also
davon ausgegangen werden, dass Peass in der Lage ist, 81% aller Performanzänderungen
zu erkennen.
4.b) Inwiefern lösen Quelltextänderungen, die eine Performanzänderung

von Unittests verursachen, Performanzänderungen für relevante Anwendungs-
fälle einer Software aus?

Bei der Untersuchung des laufenden Projektes wurden insgesamt 203 Tests in 240
Commits untersucht. In 753 Testausführungen konnten Performanzänderungen in 45
Testfällen in 19 Commits festgestellt werden. Die Ursachenanalyse konnte für 31 Test-
fälle die Ursache der Performanzänderung direkt bestimmen. Dadurch konnte den Ent-
wicklern ein besserer Einblick in die Entwicklung der Performanz gegeben werden. Von
den fünf Performanzänderungen mit der größten Effektstärke waren vier durch einen
Lasttest reproduzierbar. Dies zeigt, dass die Performanzmessung von Unittests in der
Lage ist, relevante Performanzänderungen zu erkennen und darüber hinausgehende Per-
formanzänderungen erkennt, die aufgrund der Messungenauigkeit durch Lasttests nicht
messbar sind.

7.2 Ausblick

Diese Arbeit stellt einen Schritt hin zu kontinuierlicher Messung und Verbesserung der
Softwareperformanz im Entwicklungsprozess dar. Um kontinuierlich Performanzände-
rungen schnell zu finden, Regressionen zu verhindern und Verbesserungen zu unter-
stützen, sind verschiedene Erweiterungen des Peass-Prozesses oder Erweiterungen der
Anwendungsmöglichkeiten des Peass-Ansatzes möglich.

Regressionstestselektion Die Regressionstestselektion ließe sich durch die Nutzung
weiterer Informationsquellen zur Bestimmung der potenziell verlangsamten oder be-
schleunigten Quelltextelemente verbessern. Hierbei sind folgende Optionen denkbar:

• Es ist möglich, Änderungen an typischerweise teuren Quelltextkonstrukten äqui-
valent zu bisherigen Arbeiten [SBV16; MWX17; DFD+17; GLLB21] priorisiert zu
messen. Dabei könnten auch Informationen aus vorangegangenen Messungen und
Ursachenanalysen in der CI oder in der Produktion genutzt werden, um relevante
Testfälle zu selektieren.

• Es ist möglich, Tests basierend auf Anforderungsspezifikationen zu selektieren
[AD13].
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• Es ist möglich, Tests zu priorisieren, die in der Vergangenheit häufiger Performanz-
änderungen aufwiesen.

Darüber hinaus ist es denkbar, die Regressionstestselektion, auch losgelöst von Peass,
auf weitere Testausführungsumgebungen für Performanztests zu übertragen. Hier könnte
bspw. die MMS Performancesignatur um eine Regressionstestselektion ergänzt werden,
so dass Lasttests nur ausgeführt werden, wenn eine vom Lasttest aufgerufene Methode
geändert wird.

Messprozess Um den Messprozess effizienter zu gestalten, sind verschiedene Erweite-
rungen denkbar. Eine Automatisierung der Randomisierung der Speicherbelegung kann
dazu führen, dass Messwerte stabiler werden [CB13].

Der Messprozess ist aktuell in der Lage, für typische Unittestgrößen Performanzunter-
schiede effizient zu finden. Unittests können jedoch erheblich größer oder kleiner sein, so
dass weniger bzw. mehr Messwiederholungen nötig sind. Eine automatische Ableitung
der Parameter für den Messprozess basierend auf der Workloadgröße, sowohl bzgl. der
aufgerufenen Methoden und als auch bzgl. Ausführungszeit, wäre daher eine sinnvolle
Ergänzung für den praktischen Einsatz der Messung.

Ursachenanalyse Die Ursachenanalyse ist aktuell in der Lage, Ursachen für Perfor-
manzunterschiede mit verschiedenen Strategien zu bestimmen. Es ist möglich, weitere
Strategien zu untersuchen. Beispielsweise ist es denkbar, zuerst den gesamten Baum zu
messen und anschließend eine ebenenweise Messung auf den Pfaden durchzuführen, auf
denen ein Performanzunterschied gemessen wurde. Außerdem könnte die Workloadgröße
für die Aktivierung des Monitorings einbezogen werden. So könnten Knoten, in denen
Performanzunterschiede aufgrund geringer Ausführungsdauer in der aktuellen Konfigu-
ration nicht messbar sind, ausgeschlossen werden.

Es ist denkbar, zu untersuchen, ob durch adaptives Monitoring die Messung beschleu-
nigt werden kann. Hierbei würde die adaptive Instrumentierung aller Methoden erfolgen
und anschließend innerhalb einer VM nacheinander die einzelnen Messungen aktiviert
werden. Im Erfolgsfall ließe sich der Aufwärm-Overhead vermeiden und gleichzeitig wür-
den zuverlässige Messwerte für alle Methoden im Aufrufbaum bestimmt werden. Der
Overhead der deaktivierten Instrumentierungen könnte die Messung allerdings so stark
verzerren, dass die Messgenauigkeit nicht erhöht wird.

Darüber hinaus ist es möglich, Informationen aus dem Quelltext weiterzuverwenden.
So könnten bevorzugt Pfade, die zu Knoten mit als teuer angesehenen Änderungen
führen, gemessen werden.

Weiterhin könnten, äquivalent zu [WHH13], Performanzänderungen auf Basis erkann-
ter Muster klassifiziert werden. Bspw. ist es denkbar, steigende Ausführungszeiten inner-
halb einer VM zu erkennen und einzelnen Performanz-Antipattern, bspw. Die Rampe,
zuzuordnen.

Ausführungsumgebung Zur Erweiterung der Anwendungsmöglichkeiten ließe sich der
Peass-Prozess auf andere Infrastrukturen übertragen. Hierbei ist es denkbar, weiterhin
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Java zu nutzen und andere Testframeworks (bspw. TestNG) oder Buildtools (bspw. Ant)
zu unterstützen. Hierfür könnten die jeweiligen Erweiterungspunkte von Peass genutzt
werden. Darüber hinaus ist es denkbar, andere JVM-basierte Sprachen wie Kotlin oder
Scala zu unterstützen. Hierfür ist es nötig, das Parsing dieser Sprachen sowie die Nutzung
der jeweiligen Testframeworks und Buildtools zu implementieren. Darüber hinaus ist der
Peass-Ansatz auch für andere verwaltete Ausführungsumgebungen, wie bspw. der .NET-
Runtime oder JavaScript, übertragbar.

Darüber hinaus könnten Informationen aus der verwendeten Infrastruktur genutzt
werden, um Performanzänderungen exakter zu erkennen. Beispielweise ist es denkbar,
die in Buildtools bereitgestellten Informationen über Abhängigkeiten und die Ausfüh-
rungsumgebung zu nutzen, um zu entscheiden, welche Tests ausgeführt werden müssen.
Informationen über das verwendete Betriebssystem und die Ausführungshardware könn-
ten außerdem erhoben und ausgewertet werden, bspw. um betriebssystemspezifische Re-
gressionen schon in der CI-Umgebung zu finden. So ist es bspw. denkbar, Regressionen
die nur mit bestimmten Android-Versionen auftreten, gezielt zu finden.

Eine Herausforderung für die Performanzmessung ist die reproduzierbare Ausführung
von Benchmarks in der virtualisierten Umgebungen bzw. in der Cloud. Da Workloads
durch die Virtualisierung auf anderen physischen Rechnern durchgeführt werden, könn-
ten diese anderen Rechner geringfügig geänderte Hardwarespezifikationen aufweisen, die
bspw. mit anderen Optimierungen auf Prozessorebene einhergehen. Darüber hinaus kann
ein anderer Zustand der Hardware zum Messstart, bspw. eine erhitzte CPU, oder eine
Verschiebung des Workloads während der Messung, dazu führen, dass Messungen an-
ders verlaufen als auf herkömmlicher Hardware. Um Messungen auch in virtualisierten
Umgebungen durchführen zu können, ist es eine Möglichkeit, die Stärke dieser Effekte
zu messen und bei der Ermittlung von Änderungen einzubeziehen.

Fallstudie Basierend auf der vorliegenden Implementierung ist es erstrebenswert, ei-
ne umfangreichere Fallstudie zur Messung von Performanzunterschieden in Unittests
durchzuführen. Hierbei ist es insbesondere sinnvoll, die Korrelation der Messwerte der
Unittestmessung und der Messungen bestehender Werkzeuge wie Lasttests und Bench-
marks zu vergleichen. Die vorliegenden Fallstudien zeigen zwar, dass die Messung von
Unittests relevante Performanzunterschiede findet. Darüber hinaus wäre allerdings mit
einer größeren Anzahl von Softwareentwicklungsprojekten zu evaluieren, welche Perfor-
manzunterschiede in welcher Häufigkeit nicht gefunden werden. Hierfür sollte neben der
Messung die Reaktion der Entwickler auf die durch die Unittestmessung bereitgestellten
Informationen über einen längeren Zeitraum erhoben werden.
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