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Abstract

Die Vorhersage des Antwortzeitverhaltens von Softwarekomponenten kann helfen die Leis-
tungsfähigkeit und die Kosteneffizienz einer Anwendung auch bei schwankender Auslas-
tung zu erhalten. Mit Hilfe der Prognoseergebnisse können dann frühzeitig geeignete Maß-
nahmen getroffen werden, wie zum Beispiel das Hinzufügen oder Freigeben von Ressour-
cen. Die in dieser Bachelorarbeit behandelten Methoden zur Prognose von Antwortzeiten
- das Exponentielle Glätten, das Holt-Winters-Verfahren und die ARIMA-Modelle - sollen
dahingehend bewertet werden, ob sie für die angesprochene Aufgabe Prognosen ausrei-
chender Genauigkeit bieten. Dazu werden die Grundlagen und die Funktionsweisen der
Verfahren untersucht und anschließend eine prototypische Implementierung der Prognose-
verfahren erstellt. Auf Basis der Daten, die durch die Implementierung gewonnen werden
können, erfolgt schließlich die Bewertung. Es wird dabei festgestellt werden, dass jede der
Methoden in der Lage ist brauchbare Prognosen zu liefern. Allerdings kann keines der
Verfahren auf jeder Zeitreihe optimale Ergebnisse erbringen, vielmehr unterscheidet sich
die Eignung der Prognoseverfahren von Zeitreihentyp zu Zeitreihentyp. Daher werde ich
abschließend darlegen, dass sich eine kombinierte Anwendung der Verfahren in der Praxis
wohl am besten eignen würde.
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1 Einleitung

1 Einleitung

1.1 Rahmen und Motivation

In nahezu jeder alltäglichen Umgebung sind Softwaresysteme im Einsatz. Auf jedem Com-
puter oder Smartphone laufen Anwendungen, die gewisse Dienste zur Verfügung stellen.
Als Beispiele dafür seien hier Social Network Dienste und Internetdienste, wie E-Mail oder
Chats, genannt. Für viele Nutzer eines solchen Dienstes und damit der Softwarekomponen-
te, die sich dahinter verbirgt, ist deren Leistungsfähigkeit ein wichtiges Qualitätskriterium.
Eine Möglichkeit die Leistungsfähigkeit einer Softwarekomponente zu bewerten ist die Aus-
wertung der Antwortzeiten [SCHM07]. Dabei ist die Antwortzeit einer Softwarekomponen-
te die Zeitspanne zwischen einer Anfrage an die jeweilige Anwendung und der entsprechen-
den Rückmeldung. Die Antwortzeit kann von verschiedenen Faktoren beeinflusst werden,
dazu gehören unter anderem der Deploymentkontext, die Übertragungsgeschwindigkeit ei-
nes eventuell benötigten Netzwerkes oder die momentane Anzahl an Benutzern. Solche
Faktoren sind für den Dienstanbieter jedoch schwer einzuschätzen, da sie Schwankungen
unterliegen können. Trotzdem soll eine gewisse, eventuell dem Kunden zugesicherte, Leis-
tungsfähigkeit der Softwarekomponente gewährleistet sein. Oft existieren daher zwischen
dem Dienstleister, also dem Ersteller der Software, und dem Kunden (Auftraggeber) soge-
nannte Service Level Agreements [SCHM05]. Solche Dienstgütevereinbarungen geben dem
Kunden die Möglichkeit auch ohne näheres Fachwissen, beispielsweise über die Implemen-
tierung der Software, seine von der Anwendung erwarteten Leistungen zu definieren. Da
eine Verletzung dieser Vereinbarung mitunter weitreichende Folgen für den Kunden haben
kann, zum Beispiel finanzielle Verluste, gilt es, die Service-Level-Agreements einzuhalten.
Für Verletzungen einer solchen Vereinbarung können dem Dienstanbieter vertraglich ge-
regelte Strafen auferlegt werden.

Um dies im Hinblick auf die Leistungsfähigkeit zu erreichen, müssen auch für eventu-
ell auftretende Belastungsspitzen genügend Ressourcen zur Verfügung stehen. Zur Lösung
dieses Problems verfolgte man in den letzten Jahren einen statischen Ansatz. Es wurde
geschätzt, wieviele Ressourcen im schlimmsten Fall benötigt würden. Die Software wur-
de dann auf Hardware aufgespielt, die jenen Anforderungen entsprach. Sollte im Laufe
der Zeit doch der Fall eintreten, dass diese Ressourcen nicht ausreichten, ersetzte man
alte Hardware durch leistungsstärkere oder fügte weitere Ressourcen hinzu. Zwar sichert
dieses Vorgehen die Leistungsfähigkeit bei hoher Auslastung der Anwendung, es enstehen
jedoch auch neue Probleme. So kann es beim Tausch oder der Ergänzung neuer Hard-
ware zu Ausfallzeiten kommen. Außerdem werden in Phasen geringerer Auslastung nun
große Anteile der Ressourcen nicht ausgelastet. Trotzdem verursachen eben diese laufende
Kosten, beispielsweise durch Stromverbrauch. Eine passendere Lösung für diese Probleme
des Kapazitätsmanagements [VHO09] wäre eine dynamischere, der Auslastung angepasste
Ressourcenallokation.

Aktuell ergibt sich deshalb ein Trend dahingehend Software ins Internet zu verlagern.
Ein Begriff, der in diesem Zusammenhang immer wieder fällt, ist

”
Cloud Computing“

[BAU10, MELZ10, CAF10]. Dabei gibt es drei Konzepte, die mit einer Cloud verfolgt
werden. Es können zum Beispiel Anwendungen, die von der Cloud zur Verfügung gestellt
werden, genutzt werden ohne diese auf der eigenen Maschine installieren zu müssen. Dieses
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1 Einleitung

Modell nennt man Software-as-a-Service (Saas). Die Anwendung muss dabei nicht mehr
gekauft werden, sondern kann sozusagen für die Zeit der Nutzung gemietet werden. Ein
weiteres Konzept heißt Platform-as-a-Service. Der Anbieter einer Cloud stellt dabei eine
Plattform zum Entwickeln von Software zur Verfügung. Für die eben genannte Problema-
tik des Kapazitätsmanagements ist jedoch vor allem das dritte Konzept von Bedeutung.
Als Kunde nutzt man dabei die IT-Infrastruktur, also einen gewissen Pool an Ressour-
cen, wie zum Beispiel Speicher, Prozessoren oder Datenbanken, der von der Cloud zur
Verfügung gestellt wird. Auf dieser Grundlage ist es dem Nutzer möglich seine Anwen-
dungen in der Cloud zu betreiben und als Dienste nach Außen anzubieten. Dieses Konzept
ist auch als Infrastructure-as-a-Service (IaaS) bekannt und bietet Vorteile für das Ressour-
cenmanagement. Da in der Cloud bereits ein umfangreicher Pool von Ressourcen existiert,
können je nach Bedarf Ressourcen dazu gemietet und auch wieder freigegeben werden.
So entstehen für den Nutzer der Cloud geringere laufende Kosten und trotzdem können
Lastspitzen bewältigt werden. Es bleibt jedoch zu klären, wann und in welchem Umfang
ein dynamisches Anpassen der Ressourcen erfolgen soll.

1.2 Problembeschreibung und Ergebnisse

An diesem Punkt setzen Verfahren an, mit deren Hilfe das Verhalten einer Variable über die
Zeit prognostiziert werden kann. Im Falle dieser Arbeit handelt es sich bei dieser Variable
um die Antwortzeiten der Softwarekomponenten. Damit weiterhin die Leistungsfähigkeit
und Kosteneffizienz der Anwendung gewahrt bleibt, braucht es Prognoseverfahren, die Er-
gebnisse von brauchbarer Qualität liefern. Sollte diese nicht erreicht werden, besteht die
Gefahr, dass auf Grund von unpassenden Prognosen nicht im richtigen Umfang oder zur
falschen Zeit Ressourcen hinzugefügt oder entfernt werden. Dabei soll speziell auf Me-
thoden eingegangen werden, die auf der Analyse von Zeitreihen basieren, welche also aus
bereits bekannten Daten das zukünftige Verhalten der Variable (Antwortzeit) vorhersa-
gen. Es gilt innerhalb dieser Arbeit solche Prognoseverfahren zu untersuchen, zu verglei-
chen und im Hinblick auf die Qualität ihrer Vorhersage zu bewerten. Dazu sollen sowohl
theoretische Aspekte als auch die praktische Anwendbarkeit der Verfahren anhand einer
Implementierung einbezogen werden. Mit dieser werden Zeitreihen untersucht, die durch
einen Lasttest einer Anwendung gewonnen wurden und somit praxisnahe Eigenschaften
aufweisen.

Es soll also in dieser Arbeit aufgezeigt werden, ob die behandelten Prognoseverfahren
Ergebnisse ausreichender Genauigkeit liefern, um sie schließlich für praktische Anwendun-
gen, wie zum Beispiel die oben genannte dynamische Ressourcenallokation, verwenden zu
können.

1.3 Ablauf

Nachdem durch die Einleitung ins Themengebiet eingeführt wurde und die Motivation
für das Thema gegeben ist, sollen grundlegende Begriffe und Konzepte dargelegt werden.
Dabei sollen beispielsweise Begriffe wie Antwortzeit, Softwarekomponente oder Zeitreihe
geklärt werden. Auf dieser Basis soll der Einstieg in den theoretischen Schwerpunkt der
Bachelorarbeit erfolgen. Hierbei handelt es sich um die Vorstellung der Prognoseverfahren.
Im folgenden Abschnitt soll die Architektur und Struktur einer parallel zu entwickelnden
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1 Einleitung

Java-Anwendung skizziert werden. Diese enthält im Wesentlichen eine Implementierung
der Prognoseverfahren. Mit Hilfe dieser Anwendung werden im praktischen Schwerpunkt
der Arbeit Zeitreihen, die aus einer bereits existierenden Softwarekomponente gewonnen
wurden, untersucht, um die Verfahren abschließend, auch im Vergleich zu den Erwartungen
aus der Theorie, evaluieren zu können.
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2 Grundlegende Konzepte und Begrifflichkeiten

2.1 Begrifflichkeiten der Aufgabenstellung

Mit den Prognoseverfahren, die später vorgestellt werden, ist es möglich das zukünftige
Verhalten einer beobachteten Variable vorherzusagen. Diese Variable soll im Kontext die-
ser Arbeit das Antwortzeitverhalten einer Softwarekomponente sein. In diesem Ab-
schnitt sollen diese Begriffe daher näher erläutert werden.

2.1.1 Softwarekomponente

Softwarekomponenten [BÜH02, SZY02] stellen eine Art Baustein für die Softwareentwick-
lung dar. Die Komponenten können kombiniert werden und ergeben schließlich eine An-
wendung. Es gibt bislang noch keine einheitliche Definition für Softwarekomponenten. Eine
weit verbreitete ist jedoch die nach Szyperski (hier nach der Übersetzung von Bühler):

Definition 1. Softwarekomponente nach Bühler [BÜH02]
Eine Softwarekomponente ist eine Kompositionseinheit mit fest spezifizierten Schnittstellen
und expliziten Kontextabhängigkeiten. Eine Softwarekomponente kann unabhängig einge-
setzt werden und unterliegt der Komposition durch Dritte.

Als Softwareentwickler ist es nicht von Nöten, die genaue Funktionsweise einer Softwa-
rekomponente zu kennen. Es ist völlig ausreichend die Schnittstellen zu kennen, um sie
zusammenzusetzen zu können. Dies führt dazu, dass Komponenten unabhängig entwickelt
werden können und trotzdem kombinierbar sind. Da Software heute oft in großen Teams
erstellt wird, kann durch diese Eigenschaft die Arbeitsverteilung vereinfacht werden, was
sich positiv auf Zeit- und Kostenaufwand auswirkt. Diese Form der Kapselung erhöht
auch den Grad der Wiederverwendbarkeit. Eine bereits etablierte Komponente könnte in
ein Projekt eingebunden werden, ohne dass man sie selbst entwickeln muss, was eine er-
hebliche Kostenersparnis bedeutet. Außerdem kann eine solche, unabhängige Komponente
einfach ausgetauscht werden, beispielsweise durch eine effizientere Variante, die die gleiche
Schnittstelle anbietet.
Man sieht also, dass ein solches Konzept hohe Flexibilität und Effizienz liefert. Auch für
das in der Einleitung angesprochene Cloud Computing bringt dieser Ansatz einige Vor-
teile mit sich. So kann beispielsweise einer einzelnen Komponente mehr Ressourcen zur
Verfügung gestellt werden, oder man lagert eine bestimmte Komponente auf einen leis-
tungsfähigeren Server aus. Eine weitere Möglichkeit mit erhöhter Belastung umzugehen
ist die Erstellung von Replikationen einer Softwarekomponente. Das Konzept der kompo-
nentenbasierten Softwareentwicklung hat also durchaus Einfluss auf die Leistungsfähigkeit
der resultierenden Anwendung und somit auch auf die Antwortzeit.

2.1.2 Antwortzeit

Die Antwortzeit [MELZ10, SCHM07] ist eine nicht funktionale Anforderung an eine An-
wendung. Sie kann durchaus verschieden definiert werden:

Definition 2. Antwortzeit nach Melzer [MELZ10]
Die Antwortzeit ist die Zeit, die ein Auftrag vom Zeitpunkt seines Eintreffens bis zum
Abgang nach erfolgter Bearbeitung im Datenverarbeitungssystem verbringt.
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2 Grundlegende Konzepte und Begrifflichkeiten

Diese Definition betrachtet die Antwortzeit aus der Sicht des jeweiligen Systems. Es wird
die Zeitspanne gemessen, die die Nachricht innerhalb des Systems verbringt. In vielen
Fällen möchte man die Verzögerung jedoch auch aus Sicht des Benutzers feststellen. Hier
ist also eine andere Definition erforderlich:

Definition 3. Ende-zu-Ende Antwortzeit nach Schmalenbach [SCHM07]
Unter der Ende-zu-Ende Antwortzeit wird die Zeit verstanden, die zwischen dem Zeitpunkt,
zu dem der Benutzer eine Anfrage an das Anwendungssystem stellt und jenem vergeht, zu
dem das System für den Benutzer wahrnehmbar zur Aufnahme einer weiteren Anfrage
bereit ist.

Wie man sieht, basiert diese Definition mehr auf der Sicht des Benutzers. Im Kontext
dieser Arbeit konzentrieren wir uns besonders auf Softwarekomponenten, die beispielswei-
se in einer öffentlichen Cloud oder auf einem lokalen Server laufen. Diese werden meist
von einem Benutzer via Weboberfläche angesprochen oder bieten einen Webservice, den
andere Komponenten benutzen können. Daher wird im Rahmen dieser Arbeit der Fokus
auf der Ende-zu-Ende Antwortzeit liegen.

Die Antwortzeit kann von zahlreichen Faktoren beeinflusst werden. Im Folgenden sollen
kurz einige Beispiele dafür gegeben werden.
Sollte ein Dienst zeitgleich von mehreren Benutzern verwendet werden, kann sich dies
auf die Antwortzeit auswirken. Je nach Ausstattung der zu Grunde liegenden Hardware
und der Implementierung des Dienstes können konkurrierende Zugriffe mehr oder weni-
ger gut gehandhabt werden. Womit also auch Hardware und Implementierung Faktoren
sind, die die Antwortzeit beeinflussen. Doch nicht nur die Ressourcen sind maßgebend für
das Antwortzeitverhalten. Oft werden Anfragen mit verschiedenen Parameterwerten ver-
sehen. Durch variierende Parameter könnte eine Anfrage für das Anwendungssystem mehr
oder weniger rechenintensiv werden, was sich wiederum auf die Antwortzeit niederschlagen
kann. Abschließend soll Abbildung 1 veranschaulichen, wie solche Faktoren einteilbar sind
und wie sie an der Softwarekomponente ansetzen.

Abbildung 1: Einflüsse auf die Leistungsfähigkeit einer Softwarekomponente aus
[BECK06]
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2.2 Grundlegende Begriffe der Zeitreihenanalyse

Die Zeitreihenanalyse [NEUS09, SCHIR05] beschäftigt sich mit dem Finden von Re-
gelmäßigkeiten in zeitlich geordneten Daten, so genannten Zeitreihen. Diesen begegnet
man oft in Statistiken, beispielsweise aus der Wirtschaft, wo sie große Verbreitung finden.
In diesem Abschnitt sollen die grundlegenden Begriffe der Zeitreihenanalyse behandelt
werden. Dies soll die Basis zur Behandlung der Prognoseverfahren, die im anschließenden
Kapitel detailliert vorgestellt werden, bilden.

2.2.1 Die Zeitreihe

Oft möchte man untersuchen, wie sich eine Variable in einer gewissen Zeitspanne verhält.
Um das Verhalten der Variable zu dokumentieren, kann man zu einem bestimmten Zeit-
punkt den Wert der Variable betrachten. Mehrere solcher Beobachtungen, die zeitlich
geordnet sind, nennt man eine Zeitreihe. Daraus ergibt sich folgende formale Definition
nach [SCHIR05]:

Definition 4. Zeitreihe
Eine empirische Zeitreihe ist eine Sequenz oder zeitlich geordnete Folge von T Beobach-
tungen

y1, y2, ..., yt, ..., yT

einer statistischen Variablen Y.

Die Daten liegen zeitlich geordnet vor, daher beschreibt der Index t die Nummer des
Zeitpunkts der Beobachtung. Dabei können die Zeitpunkte regelmäßig, zum Beispiel jede
Minute, aber auch in unregelmäßigen Abständen gewählt werden.
Um einen ersten Überblick über eine Zeitreihe zu gewinnen, bieten sich graphische Ab-
bildungen solcher an. Da man ein Datenpaar, die Zeit und die jeweils zu beobachtende
Variable, betrachten muss, stellen XY-Graphen eine einfache Möglichkeit der graphischen
Visualisierung dar. Die Zeit kann auf die X-Achse aufgetragen werden und der jeweilige
ermittelte Wert der zu beobachtenden Variable auf die Y-Achse.

Zeitreihenkomponenten
Anhand verschiedener solcher XY-Graphen sollen im folgenden Abschnitt die Komponen-
ten von Zeitreihen erläutert werden.

Betrachten wir dazu Abbildung 2. Diese gibt einen Überblick über die Anzahl der Aufrufe,
hier als prozentualer Anteil der gesamten Internetuser der Internetseite babylon.com in
den Jahren 2009 und 2010. Über den kompletten Zeitraum dieser Beobachtung gesehen,
kann man festellen, dass sich die Menge der Aufrufe im Durchschnitt steigert. Eine solche
langfristige Veränderung nennt man Trend. Natürlich kann der Trend auch negativ aus-
fallen, dann fällt das durchschnittliche Niveau der Zeitreihe ab.
Auf der Abbildung lässt sich eine weitere Komponente gut erkennen. Es gibt im Laufe
der zwei Jahre immer wieder größere Schwankungen, wie zum Beispiel in den Quartalen
eins bis drei 2010. Gegen Ende des ersten Quartals fällt der Traffic deutlich ab und bleibt
etwa auf dem gleichen Niveau, Ende des zweiten Quartals steigt der Traffic jedoch wieder.
Solche Schwankungen nennt man Zyklus. Sie können regelmäßig, aber auch unregelmäßig
auftreten, und haben meist eine unterschiedlich lange zeitliche Ausdehnung.
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2 Grundlegende Konzepte und Begrifflichkeiten

Abbildung 2: Traffic der Internetseite des Babylon Übersetzertools

Es gibt noch eine weitere Komponente die Schwankungen beschreibt: die Saisonkom-
ponente. Zu ihr gehören Schwankungen mit regelmäßiger Periode und gleicher zeitlicher
Ausdehnung. Im Grunde steht die Saisonkomponente für Regelmäßigkeiten innerhalb einer
Zeitspanne, die auch auf die beobachtete Variable Einfluss nehmen können. Dabei kann es
sich zum Beispiel um Jahreszeiten oder den Tag-Nachtrhythmus handeln. Solche Schwan-
kungen erkennt man in Abbildung 3, welche die variierende Zahl konkurrenter Nutzer
einer Online-Spiele Plattform zeigt. Hier ergeben sich solche periodischen Schwankungen
der Benutzerzahlen. Die Anzahl der Benutzer nimmt bis etwa 23 Uhr ab und steigt dann
wieder an, bis etwa gegen 11 Uhr das Maximum für den jeweiligen Tag erreicht wird.

Abbildung 3: Benutzerzahlen der Online-Spiele-Plattform Steam

Lassen sich Trend und Zyklus nicht voneinander abtrennen, so kann man sie zusammen-
fassen. Die daraus entstehende Komponente nennt man die glatte Komponente. Diese
stellt den Verlauf der Zeitreihe dar, wenn sie nicht durch die saisonale Komponente und
den Rest beeinträchtigt wäre und kann durch spezielle Methoden errechnet werden. Eine
solche Methode ist das Exponentielle Glätten. Da diese Methode auch zur Vorhersage ge-
nutzt werden kann, wird sie in Kapitel 3 noch einmal näher betrachtet.
In einer letzten Komponente, dem sogenannten Rest, verpackt man unregelmäßige Ein-
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flüsse und Störungen, die sich keiner der anderen Komponenten zuweisen lassen.

Eine Zeitreihe kann nun also durch ihre Komponenten beschrieben werden. Dies kann
additiv oder multiplikativ erfolgen:

Definition 5. Additives Modell

Y = Trend+ Zyklus︸ ︷︷ ︸
Glatte Komponente

+Saison+Rest

Definition 6. Multiplikatives Modell

Y = Trend · Zyklus · Saison ·Rest

Dabei kann das Multiplikative Modell durch einfaches Logarithmieren in ein Additives
Modell umgewandelt werden:

ln (Y ) = ln (Trend) + ln (Zyklus) + ln (Saison) + ln (Rest)

2.2.2 Stochastische Prozesse

Prognoseverfahren, wie das Exponentielle Glätten oder das Holt-Winters-Verfahren, nut-
zen die Komponenten einer Zeitreihe als Basis ihrer Vorhersage. Eine andere Methode,
die nicht auf der Analyse solcher Bewegungskomponenten aufbaut, ist die Box-Jenkins-
Methode [BOXJ76]. Deren Ansatz ist, dass eine Zeitreihe als stochastischer Prozess [SCHIR05,
BOXJ76] modelliert werden kann.

Definition 7. Stochastischer Prozess nach Schira [SCHIR05]
Eine zeitlich geordnete Folge von Zufallsvariablen Y = Y1, Y2, Y3, ..., Yt, ... heißt stochasti-
scher Prozess.

Dabei ist t aus einer geordneten Indexmenge von Zeitpunkten. Diese Indexmenge kann
endlich aber auch unendlich sein und ist üblicherweise diskret. Beispielhaft könnte t ∈ Z,
also aus den ganzen Zahlen sein.
Eine Zeitreihe wird nun als eine Realisation des stochastischen Prozesses gesehen. Dies
bedeutet, ist eine Zeitreihe y1, y2, y3, ..., yT mit T Beobachtungen gegeben, so wird jede
Beobachtung yt von einer anderen Zufallsvariablen Yt erzeugt. Dies hat zur Folge, dass die
beobachtete Zeitreihe nur eine Realisation des stochastischen Prozesses ist, es aber noch
weitere geben kann. Die Schwierigkeit besteht nun darin, aus den gegebenen Beobachtun-
gen auf einen stochastischen Prozess zurückzuschließen, der typisch für alle Realisationen
ist. Oft ist es jedoch nicht möglich diesen zu finden. Dann greift man auf Modelle der
stochastischen Prozesse zurück. Ein solches Modell sollte die gegebene Zeitreihe so be-
schreiben, dass man davon ausgehen kann, dass sie durch das verwendete Modell erzeugt
wurde. Nimmt man nun an, dass die beobachtete Zeitreihe von dem gewählten Prozess
erzeugt wurde, so lassen sich auch Annahmen für die weitere Entwicklung der Zeitreihe
außerhalb des Beobachtungszeitraumes treffen. Box und Jenkins entwickelten dazu Modell-
klassen, die in Kapitel 3 im Rahmen des ARIMA-Modells noch genauer erläutert werden.

Ein stochastischer Prozess kann durch die Verteilungsfunktionen seiner Zufallsvariablen
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2 Grundlegende Konzepte und Begrifflichkeiten

oder durch eine gemeinsame Verteilungsfunktion vollständig beschrieben werden. Dieses
Vorgehen kann bei umfangreichen Prozessen jedoch schnell sehr aufwendig und unübersicht-
lich werden. Daher zieht man zur Beschreibung der Prozesse oft nur die ersten beiden Mo-
mente der gemeinsamen Verteilung heran. Diese sind durch die Erwartungswerte E(Yt),
Varianzen V (Yt), Kovarianzen cov(Yt, Ys) und Korrelationen corr(Yt, Ys) mit t, s ∈ Z,
gegeben.
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3 Theoretische Vorstellung der Prognoseverfahren

In diesem Abschnitt der Arbeit sollen konkrete Prognoseverfahren vorgestellt werden. Zu-
erst wird das Exponentielle Glätten behandelt und darauf aufbauend das Verfahren
nach Holt und Winters. Diese Verfahren beruhen auf recht einfachen Modellen, wie sie
schon in Kapitel 2 vorgestellt wurden (siehe Definition 5). Danach wird das autoregressive
Modell (AR-Modell) und das Moving Average Modell (MA-Modell) vorgestellt. Diese bil-
den die grundlegenden Modellklassen für das ARIMA-Modell, um das es abschließend
in diesem Kapitel gehen soll.
Die genannten Prognoseverfahren werden bereits in zahlreichen Bereichen eingesetzt. Bei-
spielsweise werden in der Ökonomie Aktienkurse oder Größen wie das BIP prognostiziert.
Im Bereich der Naturwissenschaften können sie zur Vorhersage des Wetters oder der Kli-
maveränderung herangezogen werden.
In diesem Abschnitt werden vor allem die Funktionsweise der Verfahren erläutert. Oft las-
sen sich daraus Schlüsse ziehen für welche Zeitreihentypen sich beispielsweise das jeweilige
Prognoseverfahren eignet. Solche Eigenschaften gilt es festzuhalten, um später in Kapitel
5, der praktischen Anwendung der Verfahren, zu vergleichen, ob diese Eigenschaften sich
auch in der Praxis auswirken.

3.1 Exponentielles Glätten

3.1.1 Verfahren

Die Grundlagen des Exponentiellen Glättens [NEUS09, SCHIR05, COWMET09] entwi-
ckelten C.C. Holt (1957) und Peter Winters (1960) [PG10]. Das einfache Exponentielle
Glätten wurde für Zeitreihen ohne Trend- und Saisonkomponente konzipiert. Man erhält
also ein recht einfaches Modell der zu Grunde liegenden Zeitreihe:

Yt = β +Restt

Wir haben also mit β einen konstanten Mittelwert, um den Yt bedingt durch den Rest
(siehe Kapitel 2.2.1) schwankt. Geht man davon aus, dass der Mittelwert bekannt ist, so
ist die optimale Prognose für Yt+h = β. Sonst ist das arithmetische Mittel, berechnet aus
den Werten der gegebenen Zeitreihe, die optimale Vorhersage:

ŷT+h = yT =
1

T

T∑
t=1

yt

ŷT+h soll dabei, auch im weiteren Verlauf der Arbeit, immer für die Prognose von yT+h,
gegeben durch die Beobachtungen y1, ..., yT , stehen. Hierbei ist h der Prognosehorizont,
der angibt, wie weit die Prognose in der Zukunft liegt.

Meist wird man jedoch Zeitreihen untersuchen wollen, in denen der Mittelwert nicht kon-
stant bleibt, sondern sich mit der Zeit verändert. Dann ist der Ansatz, den die Methode
des arithmetischen Mittels bietet, nämlich alle Beobachtungen durchgehend gleichermaßen
mit 1

T zu gewichten, nicht mehr sinnvoll. Als Beispiel sei dazu die Analyse eines Aktien-
kurses genannt. Dabei wird man den Werten, die weit in der Vergangenheit liegen, weniger
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Bedeutung zumessen als aktuellen Beobachtungen. Die Grundidee ist also, ältere Beob-
achtungen weniger und neuere Beobachtungen mehr zu gewichten. Beim Exponentiellen
Glätten realisiert man dies, indem man die Gewichte exponentiell abklingen lässt:

ŷT+1 =
1− α

1− αT
T−1∑
t=1

αt · yT−t mit 0 < α < 1

Man nennt α−1 den Glättungsfaktor. Dabei steuert α wie stark betrachtete Beobachtun-
gen gewichtet werden. Der Wert kann nun, je nach Eigenschaften der Zeitreihe, angepasst
werden. Bei einer langsamen Änderung des Mittelwertes sollte er groß sein. Dies bewirkt,
dass ältere Beobachtungen nur unwesentlich schwächer gewichtet werden als neuere Be-
obachtungen. Ergeben sich innerhalb der Zeitreihe schnelle Änderungen des Mittelwertes,
so sollte α klein gewählt werden. Dann werden nahezu nur noch aktuelle Beobachtungen
gewichtet. In der angegebenen Formel gibt es eine normalisierende Konstante 1−α

1−αT . Diese

bewirkt, dass sich die Gewichte zu 1 aufsummieren. Betrachtet man den Ausdruck αT , so
sieht man, dass er für größer werdende T gegen 0 konvergiert und daher vernachlässigt
werden kann. Dies führt letztlich zu der eigentlichen Prognosefunktion des einfachen Ex-
ponentiellen Glättens:

Definition 8. Ein-Schritt-Prognosefunktion des einfachen Exponentiellen Glättens nach
Neusser [NEUS09]

ŷT+1 = (1− α)[yT + αyT−1 + α2yT−2 + ...] (1)

= (1− α)yT + αŷT (2)

In Zeile (1) sieht man noch einmal, wie α die Gewichtung beeinflusst. Für αt wird die
Gewichtung mit ansteigendem t immer geringer, da |α| < 1 gilt. Man benötigt für die
Vorhersage der nächsten Beobachtung mit der Prognosefunktion lediglich die vorhergehen-
de Prognose ŷT und den aktuell dazugekommenen Beobachtungswert yT . Allerdings kann
man auch immer nur den Wert prognostizieren, der einen Schritt in der Zukunft liegt (h =
1). Deshalb nennt man diese Methode auch eine Ein-Schritt-Prognose. Implementiert man
diese Prognosemethode, so hat man dadurch einen geringen Rechenaufwand und geringen
Speicherbedarf. Es ist möglich, ausgehend von einem Startwert S0, die Prognosen rekursiv
zu errechnen. Daher zählt das Exponentielle Glätten zu den adaptiven Prognoseverfahren:

ŷ1 = S0

ŷ2 = αŷ1 + (1− α)y1

ŷ3 = α · (αŷ1 + (1− α)y1) + (1− α)y2 = αŷ2 + (1− α)Y2
...

ŷT+1 = αŷT + (1− α)yT

Es bleibt die Wahl des Startwertes S0. In der Praxis setzt man meist S0 = y1 oder S0 = yT .
Außerdem bleibt noch der Glättungsfaktor beziehungsweise α zu wählen. In der Litera-
tur existieren dazu verschiedene Angaben. Beispielsweise setzt man α nach Josef Schira
[SCHIR05] zwischen 0,6 und 0,9. Nach Neusser [NEUS09] wird ein Wert zwischen 0,7
und 0,95 gewählt. Gegebenenfalls kann er durch Minimierung des quadrierten Ein-Schritt-
Prognosefehlers errechnet werden:
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Definition 9. Minimierung des quadrierten Ein-Schritt-Prognosefehlers

T∑
t=1

(yt − ŷt)2 → min|α|<1

Wie man sieht, betrachtet man dabei jeweils die Differenz zwischen dem Realwert der
Zeitreihe und seiner Prognose, also den Prognosefehler. Diese werden quadriert und dann
aufsummiert. Das α, welches dabei den geringsten Wert liefert, wird schließlich zur Pro-
gnose genutzt.

3.1.2 Zusammenfassung und Erwartungen

Mit dem einfachen Exponentiellen Glätten erhält man ein recht simples, aber effektives
Prognoseverfahren. Für jeden Prognoseschritt wird nur der Wert der vorhergehenden Pro-
gnose und der jeweilige Beobachtungswert benötigt. Daher ist der Rechenaufwand gering
und der Speicherbedarf niedrig. Außerdem kann der Glättungsparameter leicht errechnet
werden. Dazu müssen dann die Beobachtungswerte bis zum Zeitpunkt T gespeichert wer-
den. Allerdings existieren für den Glättungsparameter bereits Erfahrungswerte aus der
Praxis, so dass er auch auf Basis derer angegeben werden kann. Man kann also erwarten,
dass diese Eigenschaften sich vereinfachend auf eine Implementierung auswirken.
Für die Anwendung des Verfahrens ist es nicht nötig komplizierte stochastische Modelle
(siehe Kapitel 2.2.2) zu finden oder zu approximieren. Dies hält das Verfahren zwar ein-
fach, theoretisch ist es allerdings nur für eine sehr spezielle Modellklasse optimal. In der
Literatur wird berichtet (z.B. [NEUS09]), dass das Verfahren in der Praxis jedoch auch auf
abweichenden Klassen brauchbare Prognosen abliefert. Das einfache Exponentielle Glätten
ist für Zeitreihen konzipiert, die weder eine Trend- noch Saisonkomponente enthalten. Es
ist also zu erwarten, dass das Verfahren auf solchen Zeitreihen Vorhersagen von hoher
Qualität liefert. Außerdem wird die Qualität der Vorhersage wohl abnehmen, wenn andere
Zeitreihen, zum Beispiel trendbehaftete, damit untersucht werden.

3.2 Holt-Winters-Verfahren

3.2.1 Verfahren

Das Holt-Winters-Verfahren [SCHIR05, COWMET09] ist eine Erweiterung des Exponen-
tiellen Glättens. Mit diesem Verfahren ist es nun möglich mehr Informationen für die Pro-
gnose heranzuziehen als beim einfachen Exponentiellen Glätten. Oft verzeichnen Zeitreihen
einen bestimmten Trend oder beinhalten eine Saisonkomponente. Mit dem Holt-Winters-
Verfahren können diese Komponenten, anders als beim einfachen Exponentiellen Glätten,
ebenfalls mit in die Prognose einbezogen werden. Man schätzt dabei das Niveau, die Stei-
gung und die Saison der Zeitreihe durch einfaches Exponentielles Glätten ab und setzt
daraus eine Prognoseformel zusammen.

Man unterscheidet bei der Methode nach Holt und Winters zwei Modelle. Es gibt das
additive Saisonmodell und das multiplikative Saisonmodell:

Definition 10. Additives Saisonmodell

Yt = Nt + Trt + St +Rt
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Definition 11. Multiplikatives Saisonmodell

Yt = (Nt + Trt) · St +Rt

� Nt = Niveauwert

� Trt = Trend

� St = Saison

� Rt = Rest

Dabei wird davon ausgegangen, dass es sich um eine lineare Trendfunktion handelt:

Trt = a+ b · t

Da zwei verschiedene Modelle als Grundlage dienen, ergeben sich auch unterschiedliche
Formeln für das Schätzen des Niveaus, der Steigung und der Saison. Außerdem gibt es
dementsprechend zwei unterschiedliche Prognoseformeln. Betrachten wir zuerst die For-
meln für das additive Modell nach Cowperwait und Metcalfe [COWMET09]:

Definition 12. Rekursionsgleichungen für das additive Modell

Nt = (1− α)(Yt − St−p) + α(Nt−1 + Trt−1)

Trt = (1− β)(Nt −Nt−1) + β · Trt−1
St = (1− γ)(Yt −Nt) + γ · St−p

Bereits in Kapitel 2.2.1 wurde die Saisonkomponente erläutert und festgestellt, dass sie
mit regelmäßiger Periode auftritt. Die Länge der Periode wird hier mit p bezeichnet. Eine
Saison ist also p Zeitpunkte lang. Die drei Gleichungen enthalten Glättungsparameter, für
die wieder gilt 0 ≤ α ≤ 1, 0 ≤ β ≤ 1 und 0 ≤ γ ≤ 1.

Wie man sieht, wird in der ersten Gleichung das aktuelle Niveau geschätzt. Dazu nimmt
man den saisonbereinigten Wert der aktuellen Beobachtung und addiert darauf die Summe
von Niveau und Trend des vorhergehenden Zeitpunktes. Die erhaltenen Terme werden mit
(1−α) beziehungsweise α gewichtet. Weiterhin wird der Wert des Trends ermittelt. Dazu
berechnet man die Differenz zwischen dem vorangegangenen und dem aktuellen Wert des
Niveaus und addiert den Trend zum Zeitpunkt t − 1 auf. Die Terme werden wiederum
mit einem Glättungsparameter β gewichtet. Schließlich schätzt man die Saisonkomponen-
te ab, indem man vom aktuellen Beobachtungswert das Niveau abzieht und mit (1 − γ)
gewichtet. Anschließend addiert man den mit γ gewichteten Wert der Saisonkomponente
auf, den man für den entsprechenden Zeitpunkt eine Saison vorher ermittelt hat, also zum
Zeitpunkt t−p. Für die Glättungsparameter gelten die gleichen Annahmen, wie beim ein-
fachen Exponentiellen Glätten. Um ein optimales Ergebnis zu erzielen, können sie wieder
durch Minimierung des quadrierten Ein-Schritt-Prognosefehlers errechnet werden (siehe
Definition 9).
Zusammen ergeben die Rekursionsgleichungen nun die Prognoseformel des Holt-
Winters-Verfahren [COWMET09]:
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Definition 13. Prognoseformel des Holt-Winters-Verfahren (additiv)

Yt+h = (Nt + h · Trt) + St+h−p h = , ..., p

Man addiert dabei das geschätzte Niveau Nt und den mit h multiplizierten geschätzten
Trend h ·Trt. Dies entspricht einer Abschätzung des Niveaus der Zeitreihe zum Zeitpunkt
t+ h, also h Schritte in die Zukunft. Anschließend geht noch der Saisoneffekt additiv ein.
Der Wert der Vorsaison, also St+h−p, wird dazu exponentiell gewichtet (siehe Definition
12) und dann zur aktuellen Prognose verwendet.

Betrachten wir nun noch die auf das multiplikative Modell angepassten Rekursionsfor-
meln und die dazugehörige Prognoseformel [COWMET09]:

Definition 14. Rekursionsgleichungen für das multiplikative Modell

Nt = (1− α)

(
Yt
St−p

)
+ α(Nt−1 + Trt−1)

Trt = (1− β)(Nt −Nt−1) + β · Trt−1

St = (1− γ)

(
Yt
Nt

)
+ γ · St−p

Definition 15. Prognoseformel des Holt-Winters-Verfahren (multiplikativ)

Yt+h = (Nt + h · Trt) · St+h−p h = , ..., p

Um die Berechnung der Gleichungen für Niveau, Trend und Saison, sowie die Prognose
ausführen zu können, werden Startwerte benötigt. Wir wissen, dass die Saisonkomponen-
te mehrere Werte beinhaltet, da eine Saison p Zeitpunkte besitzt. Werden zum Beispiel
stündlich Beobachtungen durchgeführt, so ist p = 24. Macht man die Beobachtungen quar-
talsweise, wird p = 4 gesetzt. Um die Saisonkomponente zu initialisieren, benötigen wir
mindestens p Startwerte, da in der Rekursionsgleichung der Saisonkomponente der Wert
von St−p herangezogen wird. Dies entspricht dem Zurückblicken um einen kompletten Sai-
sonzyklus. In der Literatur wird als Regel angegeben, dass man Daten aus mindestens
zwei kompletten Saisonzyklen haben sollte, um die Startwerte sinvoll zu errechnen. Dabei
nutzt man folgende Formeln:

N0 =
1

p

p∑
t=1

Yt

Für den Startwert des Niveaus wählt man das arithmetische Mittel der ersten p Beobach-
tungswerte.

Tr0 =

(
p∑
t=1

Yt
p

)
−

(
2p∑

t=p+1

Yt
p

)
p

Für den Startwert des Trends bildet man den Durchschnitt der Differenzen der arithme-
tischen Mittel der Beobachtungswerte von den ersten beiden Saisons.
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Si = Yi −N0 mit i = 1, ..., p

Für die Saison werden also p Startwerte gebraucht. Dazu zieht man das arithmetische
Mittel der ersten p Werte vom jeweiligen Beobachtungswert der Zeitreihe ab.

Da nun die zwei verschiedenen Saisonmodelle, die der Prognose nach Holt und Winters zu
Grunde liegen, definiert wurden, bleibt zu klären, wann man welches der beiden einsetzt.
Oft hat man Zeitreihen, bei denen zu einem gewissen Zeitpunkt innerhalb einer Saison
die Beobachtung um etwa gleichbleibende Werte ansteigen. Angenommen die Anzahl der
Besucher einer Webseite steigt gegen 13 Uhr immer um etwa 200 Nutzer an, bedeutet das
für unsere Prognose, dass wir jeden Tag um 13 Uhr die 200 Nutzer aufaddieren können.
Dies entspricht also dem additiven Saisonmodell.
Nehmen wir allerdings an, dass die Anzahl der Nutzer jeden Tag gegen 13 Uhr um 30%
ansteigt, dann hängt der Umfang der Steigerung maßgeblich davon ab, wie viele Nutzer
im Allgemeinen die Seite besuchen. Sind die Benutzerzahlen eher gering, so fällt auch die
Steigerung gegen 13 Uhr schwach aus. Ist die Nutzerzahl hoch, dann ist die Steigerung
auch stärker ausgeprägt. Die Steigerung entspricht in unserem Beispiel also einer Multi-
plikation mit 1, 3. Bei einem solchen Verhalten der Zeitreihe sollte man das multiplikative
Modell als Grundlage der Berechnung benutzen.
Zusammenfassend lässt sich sagen, dass eine Zeitreihe, die dem additiven Saisonmodell
entspricht, regelmäßige saisonale Schwankungen hat, welche dann unabhängig vom allge-
meinen Niveau der Zeitreihe sind. Beim multiplikativen Saisonmodell fällt oder steigt die
Amplitude der Schwankungen abhängig vom allgemeinen Niveau der Zeitreihe. Letztere
machen auf den Betrachter einen

”
aktiveren“ Eindruck.

3.2.2 Zusammenfassung und Erwartungen

Das Holt-Winters-Verfahren eignet sich für Zeitreihen mit einer Trend- und Saisonkompo-
nente. Zur Modellierung der Saisonkomponente stehen das additive und das multiplikative
Saisonmodell zur Verfügung. Die Komponenten werden auf Basis des gewählten Modells
mittels Rekursionsgleichungen geschätzt und schließlich in der Prognoseformel verwendet.
Dies lässt das Prognoseverfahren recht komplex wirken. Betrachtet man jedoch die Berech-
nungen, so stellt man fest, dass diese im Wesentlichen denen gleichen, die man auch beim
einfachen Exponentiellen Glätten verwendet hat. Es ist mit dem Holt-Winters-Verfahren
möglich mehr Typen von Zeitreihen sinnvoll zu untersuchen, als mit dem einfachen Ex-
ponentiellen Glätten. Dies sieht man vor allem an dem folgenden Zusammenhang. Setzt
man alle Werte der Saisonkomponente gleich eins, so lassen sich Zeitreihen untersuchen,
die keinen saisonalen Einfluss unterliegen, jedoch trendbehaftet sind. Dies nennt man auch
Exponentielles Glätten zweiter Ordnung. Setzt man zusätzlich die Werte für den Trend
dauerhaft auf 0, so ergibt sich aus der Formel des Niveaus wieder die Prognoseformel für
das einfache Exponentielle Glätten. Es handelt sich also um eine Verallgemeinerung des
Exponentiellen Glättens, wodurch eine flexiblere Möglichkeit der Vorhersage entsteht.
Zu Beginn jeder Prognoseberechnung müssen Startwerte für das Niveau, den Trend und die
Saisonkomponente, sowie Glättungsparameter errechnet werden. Hier entsteht ein Nachteil
dieser Methode bei der Anwendung auf Zeitreihen, bei denen nur wenig Beobachtungs-
werte vorliegen. Wie bereits erwähnt, braucht man mindestens zwei Saisonzyklen, um
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die Startwerte sinnvoll errechnen zu können. Hat man dies erledigt, folgen darauf die re-
kursiven Berechnungen von Niveau, Trend und Saisonkomponenten, bis man die letzte
Beobachtung erreicht hat. Hat die Zeitreihe nicht ausreichend viele Beobachtungswerte,
so können die Startwerte möglicherweise nicht sinnvoll gesetzt werden und nehmen großen
Einfluss auf die Prognosequalität. Gleiches gilt, wenn die Werte für Trend, Niveau und
Saison, auf Grund fehlender weiterer Beobachtungswerte, nicht durch ausreichend viele Re-
kursionsschritte geschätzt werden können. Es sei also angeraten, die Methode nach Holt
und Winters nur auf Zeitreihen anzuwenden, für die ausreichend viele Beobachtungswerte
vorliegen.

3.3 ARIMA - Modelle

3.3.1 Grundidee und Vorgehen

Die bisher betrachteten Prognoseverfahren basierten darauf bestimmte Komponenten der
Zeitreihen zu schätzen und so Aussagen über das zukünftige Verhalten zu machen. Box
und Jenkins entwickelten jedoch einen anderen Ansatz und veröffentlichten schließlich 1970
ihre Methode in dem Buch

”
Time Series Analysis - Forecasting and Control“ [BOXJ76].

Dabei wird davon ausgegangen, dass einer Zeitreihe ein stochastischer Prozess (siehe Ka-
pitel 2.2.2) zu Grunde liegt. Ein solcher stochastischer Prozess ist meist schwer zu finden.
Man geht daher davon aus, dass sie sich aus einfacheren Prozessen zusammensetzen lassen.
Box und Jenkins verwendeten dazu die sogenannten ARMA-Modelle, eine Kombination
aus autoregressiven (AR) und Moving-Average (MA) Prozessen. Diese arbeiten auf statio-
nären Zeitreihen. Für nicht stationäre Zeitreihen bedarf es einer Transformation, deren Er-
gebnis die sogenannten autoregressiven integrierten Moving-Average-Modelle (ARIMA)
[NEUS09, SCHIR05, BOXJ76] sind.

Nachfolgend wird erst das Stationaritätsprinzip behandelt. Danach werden die AR-Modelle
und die MA-Modelle betrachtet. Abschließend geht es dann um die resultierenden ARMA
bzw. ARIMA-Modelle und deren Anwendung zur Prognose einer Zeitreihe.

3.3.2 Stationäre stochastische Prozesse

Eine Zeitreihe wird bei dieser Art der Zeitreihenanalyse also als Realisation eines stochas-
tischen Prozesses verstanden. Wie bereits erwähnt, fällt es jedoch schwer diesen zu finden,
weshalb man ihn aus einfacheren Prozessen zusammensetzt. Dazu wählt man meist Pro-
zesse, deren Zufallsvariablen über die Zeit gesehen eine ähnliche Verteilung aufweisen. Bei
einem solchen Prozess lassen sich die Momente einfacher schätzen, als bei einem Prozess
bei dem alle Zufallsvariablen eine eigene abweichende Verteilung haben.
Einen stochastischen Prozess, der über eine solche zeitliche Stabilität verfügt (genauer:
dessen ersten und zweiten Momente unabhängig vom Zeitindex sind), nennt man stati-
onär.

In Kapitel 2.2.2 wurde bereits erläutert, dass stochastische Prozesse durch eben diese bei-
den Momente vollständig charakterisiert werden können. Daher werden die zugehörigen
Funktionen nun formal definiert:
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Definition 16. Erste und zweite Momente nach Schira [SCHIR05]

µ(t) = E(Yt) die Mittelwertfunktion

σ2(t) = V (Yt) die Varianzfunktion

γY (t, s) = cov(Yt, Ys) die Autokovarianzfunktion

= E(Yt)Ys − E(Yt)E(Ys)

ρY (l) =
γY (l)

γY (0)
= corr(Yt+l, Yt) die Autokorrelationsfunktion

Bei einem stationären stochastischen Prozess müssen einige dieser Funktionen nun gewisse
Eigenschaften erfüllen. Dies führt zur Definition der Stationarität:

Definition 17. Stationarität nach Neusser [NEUS09]
Ein stochastischer Prozess Yt heißt stationär, falls für alle ganzen Zahlen r, s und t gilt:

µ(t) = µ konstant

σ2(t) <∞
γY (t, s) = γY (t+ r, s+ r)

Einfacher ausgedrückt heißt das, dass ein fester Mittelwert existiert und man die Varianz
von diesem Wert angeben kann. In der letzten Gleichung sieht man, dass die Autokovari-
anzfunktion zu unterschiedlichen Zeitpunkten (daher das +r) das gleiche Ergebnis liefert.
Sie ist also nicht abhängig vom Zeitpunkt, sondern nur von dem Abstand zwischen den
Zeitpunkten. Dieses wird durch die Ersetzung r = −s noch einmal klar:

γY (t, s) = γY (t− s, s− s) = γY (t− s, 0) = γY (l)

Die Autokovarianzfunktion ist damit für stationäre Prozesse nur noch von einem Argu-
ment, dem Abstand der beiden Zufallsvariablen, abhängig. Alle drei Gleichungen sind
damit unabhängig vom Zeitindex.

Man sieht also, dass stationäre stochastische Prozesse Vorteile für die Zeitreihenanalyse
liefern. Bedingt durch die Informationsarmut einer Zeitreihe in Bezug auf die Zufallsvaria-
blen, lassen sich die Momente nur schätzen, wenn diese auch konstant bleiben. Dies ist bei
den stationären Prozessen der Fall. Im Gegensatz dazu müsste man bei nicht stationären
Prozessen für jede Zufallsvariable separat die Momente schätzen. Dies ist allerdings nicht
möglich, da je Zufallsvariable immer nur eine Beobachtung innerhalb einer Zeitreihe vor-
liegt.
Der Erwartungswert, die Autokovarianz- und die Autokorrelationsfunktion eines stochas-
tischen Prozesses können nun wie folgt geschätzt werden:
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Definition 18. Schätzen der Momente nach Schira [SCHIR05]

µ̂ = ȲT =
1

T

T∑
t=1

Yt

γ̂(l) =
1

T

T−l∑
h=1

(Yt − ȲT )(Yt+l − ȲT )

ρ̂(l) =
γ̂(l)

γ̂(0)

Abschließend soll nun noch ein sehr einfacher, jedoch grundlegender stationärer Prozess
vorgestellt werden. Es handelt sich dabei um den White-Noise-Prozess, auch das Weiße
Rauschen genannt.

Definition 19. White-Noise-Prozess nach Neusser [NEUS09] Zt heißt White-Noise-Prozess,
falls Zt stationär ist und gilt:

E(Zt) = 0

γZ(l) =

{
σ2 l = 0

0 l 6= 0

Dieser Sachverhalt wird mit Zt ∼WN(0, σ2) bezeichnet.

Man kann einen White-Noise-Prozess als Folge unkorrelierter Zufallsvariablen verstehen.
Dies drückt sich darin aus, dass die Autokorrelationsfunktion immer null ist, außer für
l = 0. Es ist also nicht möglich einen Zusammenhang zwischen vergangenen Werten der
Zufallsvariablen und der zukünftigen Entwicklung des Prozesses herzustellen.

3.3.3 MA-Prozesse

Moving-Average-Prozesse [NEUS09, SCHIR05, BOXJ76] sind Bestandteile von AR(I)MA-
Modellen. Sie lassen sich mit Hilfe von White-Noise-Prozessen darstellen. Dazu bildet man
über die White-Noise-Prozesse so genannte gleitende Durchschnitte, was zur Definition der
MA-Prozesse führt. Es wird zunächst die Definition eines MA(1)-Prozesses betrachtet:

Definition 20. MA(1)-Prozess nach Neusser [NEUS09]

Yt = Zt + θZt−1 mit Zt ∼WN(0, σ2)

Für den Mittelwert eines solchen stochastischen Prozesses gilt E(Yt) = 0. Die Autokova-
rianzfunktion ergibt sich wie folgt:

γY (t+ l, t) = cov(Yt+l, Yt)

= cov(Zt+l + θZt+l−1, Zt + θZt−1)

= E(Zt+lZt) + θE(Zt+lZt−1) + θE(Zt+l−1Zt) + θ2E(Zt+l−1Zt−1)
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Mit E(Z2
t ) = σ2 und E(ZtZt+l) = 0 für h 6= 0 folgt:

γY (l) =


(1 + θ2)σ2 l = 0

θσ2 l = ±1

0 sonst

Hiermit ist Yt für jeden Wert von θ stationär. Aus Definition 20 geht hervor, dass immer
nur Zt−1 und Zt in Beziehung miteinander stehen. Veranschaulicht wird dies noch einmal
in Abbildung 4. Dort sind die Störterme mit ε benannt. Da sonst zwischen den Zufalls-
variablen keine Abhängigkeiten bestehen, ist die Autokovarianzfunktion also null für alle
Zeitabstände |l| > 1.

Abbildung 4: Autokorrealtion der Störterme aus [SCHIR05]

Es bleibt noch die Autokorrelationsfunktion zu betrachten, die sich nun einfach aus der
Autokovarianzfunktion errechnen lässt:

ρY (l) =
γY (l)

γY (0)
=


1 l = 0
θ

1+σ2 l = ±1

0 sonst

Die Eigenschaften eines MA(1)-Prozesses, oder auch Moving-Average-Prozess erster Ord-
nung, lassen sich verallgemeinern. So kann man auf die Eigenschaften von MA-Prozessen
höherer Ordnung schließen. Dazu werden nun gleitende Durchschnitte über mehr als zwei
White-Noise-Prozesse gebildet:

Definition 21. MA(q)-Prozess nach Neusser [NEUS09]

Yt = θ0Zt + θ1Zt−1 + ...+ θqZt−q mit θ0 = 1 und θq 6= 0 und Zt ∼WN(0, σ2)

Da der Erwartungswert von White-Noise-Prozessen immer null ist und wir auch hier die
Prozesse aus diesen zusammensetzen, gilt für die MA(q)-Prozesse immer E(Yt) = 0. Auch
die Autokovarianzfunktion und die Autokorrelationsfunktion sind analog zu den MA(1)-
Prozessen definiert und werden nun durch die Durchschnittsbildung über q Zufallsvariablen
verallgemeinert:

γY (l) =

{
σ2
∑q−|l|

i=0 θiθi+|l| |l| ≤ q
0 |l| > q

Dadurch ergibt sich für die Autokorrelationsfunktion:

ρY (l) =

{
1∑q

i=0 θ
2
i

∑q−|l|
i=0 θiθi+|l| |l| ≤ q

0 |l| > q
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MA(q)-Prozesse haben also einen konstanten Erwartungswert und ihre ersten und zwei-
ten Momente sind unabhängig vom Zeitindex. Vergleicht man diese Eigenschaften mit
Definition 17, sieht man leicht, dass MA(q)-Prozesse immer stationär sind.

3.3.4 AR-Prozesse

Nachdem der erste der beiden Teilprozesse der ARIMA-Modelle erläutert wurde, betrach-
ten wir nun den zweiten, den so genannten Autoregressiven Prozess [NEUS09, SCHIR05,
BOXJ76]. Die AR-Prozesse werden aus vergangenen Werten der Zufallsvariablen gebil-
det, welche gewichtet und aufsummiert werden. Außerdem wird ein White-Noise-Prozess
angehängt. Es soll zunächst der einfachere AR(1)-Prozess betrachtet werden, um anschlie-
ßend wiederum eine Verallgemeinerung vornehmen zu können:

Definition 22. AR(1)-Prozess nach Neusser [NEUS09]
Ein AR(1)-Prozess ist als Lösung der folgenden stochastischen Differenzengleichung defi-
niert:

Yt = φYt−1 + Zt mit Zt ∼WN(0, σ2) und φ 6= 0

Wie man sieht, ist jede Zufallsvariable von ihrem direkten Vorgänger zum Zeitpunkt t− 1
abhängig. Diese hängt jedoch wieder von ihrem Vorgänger ab. Durch rekursives Einsetzen
ergibt sich also eine Abhängigkeit von allen Vorgängern:

Yt = φYt−1 + Zt

= φ2Yt−2 + φZt−1 + Zt
...

= Zt + φZt−1 + φ2Zt−2 + ...+ φk+1Yt−k−1

Zu beachten ist, dass der Einfluss der vergangenen Werte der Zufallsvariablen nur ab-
nimmt, wenn |φ| < 1 gilt. Ist dies gegeben, so liegt, wie gleich zu sehen ist, ein stationärer
AR(1)-Prozess vor. Sollte φ anders gewählt werden, so konvergiert die Reihe nicht und der
resultierende AR(1)-Prozess ist nicht stationär. Man kann die Form in der letzten Zeile
nun umformulieren, indem man sich vorstellt, dass der Prozess bereits ewig existiert. Für
k → ∞ konvergiert φk+1 gegen null und damit auch der gesamte Ausdruck φk+1Yt−k−1.
Dadurch ergibt sich folgende Form:

∞∑
j=0

φjZt−j

Vergleicht man diese Form mit Definition 21, sieht man, dass der AR(1)-Prozess nun in
Form eines MA(∞)-Prozesses vorliegt. Da MA-Prozesse immer stationär sind, sind es
AR(1)-Prozesse mit |φ| < 1 auch. Die Momente eines solchen AR(1)-Prozesses sind damit
wieder unabhängig vom Zeitindex und sehen wie folgt aus:
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E(Yt) = 0

γY (l) =
φ|l|

1− φ2
σ2

ρY (l) = φ|l|

Es ist nun wieder möglich den Ansatz für AR(1)-Prozesse zu verallgemeinern, so dass
man die Definition der AR(p)-Prozesse erhält. Statt nur die Abhängigkeit der vorherge-
henden Zufallsvariable Yt−1 einzubeziehen, verallgemeinert man dieses Prinzip nun über
p Zufallsvariablen der Vergangenheit:

Definition 23. AR(p)-Prozess nach Box und Jenkins [BOXJ76]

Yt = φ1Yt−1 + ...+ φpYt−p + Zt mit Zt ∼WN(0, σ2)

Ein solcher Prozess ist nicht immer stationär. Um Stationarität zu gewährleisten, müssen
die Parameter φ1, ..., φp einige Bedingungen erfüllen. Um diese Bedingungen näher einzu-
grenzen, bietet es sich an, die Definition von AR(p) etwas allgemeiner zu fassen:

Yt = φ0 + φ1Yt−1 + ...+ φpYt−p + Zt

φ0 ist konstant und wirkt sich damit direkt auf den Erwartungswert des Prozesses aus.
Geht man nun davon aus, dass der betrachtete Prozess stationär ist, so haben alle Yt den
gleichen Erwartungswert und man erhält für den Erwartungswert des gesamten AR(p)-
Prozesses:

E(Yt) = E(φ0 + φ1Yt−1 + ...+ φpYt−p + Zt)

= φ0 + φ1E(Yt−1) + ...+ φpE(Yt−p) + E(Zt)

µ = φ0 + φ1µ+ ...+ φpµ+ 0

Dies lässt sich nach µ umstellen, also dem Erwartungswert:

µ =
φ0

1− φ1 − ...− φp
Wie leicht zu erkennen ist, muss φ1+...+φp 6= 1 sein, da man sonst keinen Erwartungswert
erhält. Ist die Summe der Parameter gleich eins, so kann der AR(p)-Prozess nie stationär
sein. Auch wenn φ1 + ... + φp 6= 1 gilt, ist die Stationarität des AR(p)-Prozesses nicht
zwingend gegeben. Es ist jedoch möglich einen AR(p)-Prozess auf eben diese zu prüfen.
Dazu verwendet man eine Gleichung, die an die Prozessgleichung 23 angelehnt ist. In
dieser werden die Zufallsvariablen durch eine Unbekannte λ ersetzt. Das Resultat nennt
man charakteristisches Polynom:

Definition 24. Charakteristisches Polynom nach [SCHIR05]

λ0 = φ1λ
1 + φ2λ

2...+ φpλ
p
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Ein solches Polynom vom Grad p hat p Nullstellen. Wenn alle Nullstellen |λ| > 1 außerhalb
des Einheitskreises liegen, so ist der AR(p)-Prozess stationär. Es bleibt nun die Herleitung
der Autokovarianz-, sowie der Autokorrelationsfunktion von AR(p)-Prozessen. Da diese
sich als recht komplex erweist, soll hier auf das entsprechende Kapitel in [BOXJ76] ver-
wiesen werden. Die Funktionen lauten wie folgt:
Autokovarianzfunktion für AR(p)-Prozesse:

γY (l) = φ1γl−1 + φ2γl−2 + ...+ φpγl−p

Es lässt sich daraus leicht die Autokorrelationsfunktion errechnen:

ρY (l) = φ1ρl−1 + φ2ρl−2 + ...+ φpρl−p mit l = 1, 2, 3...

Die Gleichungen, die sich für l = 1, 2, 3, ... ergeben, nennt man die Yule-Walker-Gleichungen.
Mit deren Hilfe lassen sich die Autokorrelationskoeffizienten (pj) bei gegebenen Prozesspa-
rametern (φp) errechnen. Sollten die Autokorrelationskoeffizienten bekannt sein, so können
umgekehrt auch die Prozessparameter errechnet werden. Oft verwendet man in diesem Zu-
sammenhang durch Schätzungen erhaltene Autokorrelationskoeffizienten und kann dann
die so genannten Yule-Walker-Schätzer für die Prozessparameter berechnen.

3.3.5 ARMA-Prozesse

Im folgenden Abschnitt geht es nun um ARMA-Prozesse [NEUS09, SCHIR05, BOXJ76],
welche die wichtigste Modellklasse für stationäre Prozesse bilden. Dies ist darauf zurückzu-
führen, dass jeder stationäre Prozess beliebig genau durch ein ARMA-Prozess angenähert
werden kann. Sie werden aus den bereits behandelten AR(p)-Prozessen und MA(q)-Pro-
zessen zusammengesetzt, was zu folgender Definition führt:

Definition 25. ARMA(p,q)-Prozess nach Neusser [NEUS09]
Sei Yt ein stochastischer Prozess, dann heißt Yt ein autoregressiver-Moving-Average-Prozess
der Ordnung (p,q), abgekürzt ARMA(p,q)-Prozess, falls er stationär ist und die stochasti-
sche Differenzengleichung

Yt−φ1Yt−1− ...−φpYt−p = Zt+θ1Zt−1 + ...+θqZt−q mit Zt ∼WN(0, σ2) und φpθp 6= 0

erfüllt.

Man erhält einen AR-Prozess, der mehrere White-Noise-Prozesse als Störterme besitzt.
Diese haben nun, da sie einem MA-Prozess entstammen, untereinander Abhängigkeiten.

Eine Eigenschaft der MA(q)-Prozesse ist, dass sie immer stationär sind. Aus diesem
Grund hängt die Stationarität eines ARMA(p,q)-Prozesses nur vom AR-Teil ab. Damit
ein ARMA-Prozess stationär ist, müssen deshalb die gleichen Bedingungen gelten, die
auch für AR-Prozesse in diesem Zusammenhang gelten (siehe dazu Definition 24). Da der
Erwartungswert eines MA-Prozesses immer null ist, ist auch der Erwartungswert eines
ARMA-Prozesses nur vom AR-Teil abhängig:

µ =
φ0

1− φ1 − ...− φp
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Wieder muss φ1 + ...+ φp 6= 1 gelten, da man sonst keinen Erwartungswert erhält.
Um den Prozess vollständig charakterisieren zu können, müssen nun noch die Auto-
korrelations- und Autokovarianzfunktion der ARMA-Prozesse hergeleitet werden. Dazu
multipliziert man die Prozessgleichung mit Yt−l und erhält:

γY (l) = φ1γl−1 + ...+ φpγl−p + γY Z(l)− θ1γY Z(l − 1)− ...− θqγY Z(l − q)
Dabei ist γY Z(l) eine Kovarianzfunktion zwischen den Zufallsvariablen Y und den White-
Noise-Prozessen Z und ist definiert durch γY Z(l) = E(Yt−lZt). Es ist also eine Abhängigkeit
zwischen Yt−l und Zt gesucht. Betrachtet man die Prozessgleichung, so stellt man fest, dass
Yt−l nur von White-Noise Prozessen abhängt, die bis zum Zeitpunkt t− l aufgetreten sind.
Sollte jedoch l > 0 gelten, so ist Yt−l nicht mehr von Zt abhängig. Es gilt also:

γY Z = 0 l > 0

γY Z 6= 0 l ≤ 0

Dadurch ergibt sich die Autokovarianzfunktion:

γl = φ1γl−1 + φ2γl−2 + ...+ φpγl−p mit l ≥ q + 1

und mit γl
γ0

die Autokorrelationsfunktion:

ρl = φ1ρl−1 + φ2ρl−2 + ...+ φpρl−p mit l ≥ q + 1

aus der zuvor betrachteten Gleichung.

Da nun der Aufbau der ARMA-Modelle bekannt ist, soll es im Folgenden um die Pro-
gnose anhand dieser Modelle gehen. Voraussetzung ist, dass man die Werte einer Zeitreihe
bis zum Zeitpunkt T kennt und man die Werte für YT+h vorhersagen will. Gesucht ist
dabei die optimale Prognose eines ARMA-Prozesses. Dazu betrachtet man den mittleren
quadratischen Fehler einer Prognose:

E(ŶT+h − YT+h)2

Ist dieser minimal, so hat man die optimale Prognose gefunden. Man kann zeigen, dass
dies für den bedingten Erwartungswert von Yt zutrifft. Diese Funktion ist jedoch im All-
gemeinen nicht linear, man müsste also die Verteilung der Zufallsvariablen Yt kennen,
um eine Prognose berechnen zu können. Daher unterstellt man in der Praxis eine lineare
Prognosefunktion von folgender Form:

ŶT+h = a0 + a1YT + a2YT−1 + ...+ aTY1 = a0 +

T∑
i=1

aiYT+1−i

Die Parameterwerte a0, a1, ..., aT werden nun wieder nach mittleren quadratischen Feh-
lern minimiert. Für die h-Schritt-Prognose von ARMA-Modellen kann daher einfach die
Prozessgleichung weitergeschrieben werden:

Definition 26. Prognoseformel für ARMA-Modelle nach Box und Jenkins [BOXJ76]

ŶT+h = φ1YT+h−1 + ...+ φpYT+h−p − θ1ZT+h−1 − ...− θqZT+h−q + ZT+h
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Man berechnet nacheinander die Prognosewerte für h = 1, 2, 3, .... Um dies durchführen zu
können, müssen bekannte Werte eingesetzt werden. Werte für die Zufallsvariablen bis zum
Zeitpunkt T sind aus den Beobachtungen der Zeitreihe bekannt und können verwendet
werden. Die Werte der Zufallsvariablen zum Zeitpunkt T + j (j > 0) sind durch ihren
Schätzwert, den man aus dem zuvor erfolgten Prognoseschritt erhält, zu ersetzen. Es muss
außerdem eine geeignete Wahl für die White-Noise-Prozesse getroffen werden. Für alle
ZT+j (j > 0) kann ihr Erwartungswert verwendet werden. Dieser ist, wie aus Definition
19 bekannt, immer 0. Für die White-Noise-Prozesse vor dem Zeitpunkt T+1 setzt man die
erhaltenen Prognosefehler, die man aus der Differenz zwischen dem Realwert der Zeitreihe
und dem entsprechenden Prognosewert erhält, ein. Für das praktische Berechnen der Pro-
gnose müssen schließlich die Werte der Prozessparameter φ und θ sowie die Ordnungen p
und q bekannt sein. Geht man davon aus, dass ein bekanntes ARMA-Modell als Grund-
lage dient, so liegen diese Werte vor. Sonst fallen sie bei der Schätzung des zu Grunde
liegenden ARMA-Modells an. Der Vorgang des Schätzens und Anpassens eines solchen
Modells gestaltet sich sehr komplex, deshalb wird an dieser Stelle auf die entsprechenden
Kapitel in [BOXJ76] und [NEUS09] verwiesen. Dort werden entsprechende Methoden, wie
zum Beispiel die

”
Maximum-Likelihood-Methode“, vorgestellt.

3.3.6 ARIMA-Modelle

Die bisher betrachteten ARMA-Modelle eignen sich für stationäre Zeitreihen. Allerdings
liegen oft auch Zeitreihen vor, die dieses Kriterium nicht erfüllen. Ist eine Zeitreihe bei-
spielsweise trendbehaftet, so ist sie nicht stationär. Es bedarf also einer Möglichkeit auch
solche Zeitreihen zu modellieren. Dazu verwendet man die so genannten ARIMA-Modelle
[NEUS09, SCHIR05, BOXJ76]. Im Gegensatz zum Vorgehen bei ARMA-Modellen wird
hier zuerst eine Transformation auf eine nicht stationäre Zeitreihe beziehungsweise einen
nicht stationären stochastischen Prozess angewendet, um diesen in eine stationäre Form
zu überführen. Bei dieser Transformation handelt es sich um eine Differenzenbildung nach
folgendem Schema:

Differenz 1.Ordnung : ∆y2,∆y2,∆y3, ...,∆yT mit ∆yi := yi − yi−1
Differenz 2.Ordnung : ∆2y3,∆

2y3, ...,∆
2yT mit ∆2yi := ∆yi −∆yi−1

Differenz 3.Ordnung : ∆3y3, ...,∆
3yT mit ∆3yi := ∆2yi −∆2yi−1

...

Meist findet man auf diese Weise innerhalb der ersten drei Differenzen eine stationäre
Form der ursprünglich nicht stationären Zeitreihe. Aus einer solchen differenzierten Zeitrei-
he kann man durch Summation die ursprüngliche Reihe zurückrechnen. Dieses Vorgehen
nennt man auch Integration:
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Anfangswert : y1

Integration : y2 = y1 + ∆y2

y3 = y1 + ∆y2 + ∆y3

y4 = y1 + ∆y2 + ∆y3 + ∆y4
...

Einer differenzierten Zeitreihe, die dann wieder das Stationaritätsprinzip erfüllt, kann wie-
der ein normaler ARMA-Prozess angepasst werden. Damit erhalten wir die folgende De-
finition für ARIMA(p,d,q)-Prozesse:

Definition 27. ARIMA(p,d,q)-Prozess nach Schira [SCHIR05]
Ein stochastischer Prozess, der durch d-malige Summation (Integration) aus einem stati-

onären ARMA(p,q)-Prozess hervorgeht, heißt autoregressiver integrierter Moving-Average-
Prozess oder ARIMA(p,d,q)-Prozess.

Damit ist ein ARIMA-Modell nichts anderes als ein ARMA-Modell einer nicht stationären
Zeitreihe, die durch d-maliges Differenzieren in eine stationäre Form gebracht wurde. Für
eine Prognose ergeben sich nur geringfügige Änderungen in der Prognoseformel:

Definition 28. Prognoseformel für ARIMA-Modelle nach Box und Jenkins [BOXJ76]

ŶT+h = φ1YT+h−1 + ...+ φp+dYT+h−p−d − θ1ZT+h−1 − ...− θqZT+h−q + ZT+h

Sollte eine Zeitreihe außerdem Saisonalität aufweisen, so kombiniert man ein ARIMA-
Modell einfach mit einem weiteren ARIMA-Modell, das eine Verzögerung von s Zeitpunk-
ten aufweist. s entspricht dabei der Periode der Saisonkomponente. Man bezeichnet dies
als saisonales ARIMA-Modell oder SARIMA-Modell und schreibt dann ARIMA(p, d, q)×
(P,D,Q)s.

3.3.7 Zusammenfassung und Erwartungen

Mit den ARIMA-Modellen kann man nahezu beliebige Zeitreihentypen untersuchen. Dieser
Vorteil ensteht durch die Anpassungsfähigkeit des Modells. Der Vorgang die verschiedenen
Parameter und Ordnungen jener Modelle zu berechnen, beziehungsweise zu schätzen, ist
jedoch sehr komplex. In der anstehenden Evaluierung werden daher die Parameter φ und
θ mit Hilfe von R [RST] berechnet und bei der Anwendung genutzt. Um die komplexe Mo-
dellbildung zu umgehen, werden in der Evaluierung außerdem nur sehr einfache ARIMA-
Modelle genutzt. Es bleibt abzuwarten, ob sich durch den Ansatz der ARIMA-Modelle,
der sich vom Ansatz des Exponentiellen Glättens und des Holt-Winters-Verfahrens unter-
scheidet, trotzdem bessere Prognoseergebnisse erzielen lassen.
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Nach der theoretischen Vorstellung der nun bekannten Methoden geht es im Folgenden
um die Umsetzung und Anwendung dieser in der Praxis, um sie abschließend bewerten
zu können. Dazu sollen die Prognoseverfahren auf eine geeigneten Zeitreihe angewendet
werden. Daher wurde im Rahmen dieser Arbeit eine prototypische Java-Anwendung [JA-
VA] geschrieben, die die kennengelernten Verfahren implementiert. Durch die Auswertung
der Daten, die Mittels dieser Anwendung gewonnen wurden, soll dann die Bewertung der
Prognoseverfahren erfolgen. Der folgende Abschnitt wird daher eine Übersicht über diese
Implementierung geben.

4.1 Funktionalitäten

Die Anwendung muss in der Lage sein, eine entsprechend formatierte Zeitreihe einzulesen.
Bei der verwendeten Zeitreihe wurden die Antwortzeiten der Anwendung iBatis JPetS-
tore [IBAT] gemessen. In der Praxis beeinflussen, wie bereits in Abschnitt 2.1.2 aufgezeigt
wurde, verschiedene Faktoren die Leistungsfähigkeit und damit auch die Antwortzeit einer
Anwendung. Dazu gehört auch die Auslastung durch Nutzer, die Anfragen an die Anwen-
dung stellen. Mit Hilfe von JMeter [JME] und Markov4JMeter [MAR] wurde daher ein
Auslastungsprofil erstellt, das ein solches Szenario simulieren soll. In Abbildung 5 ist eine
zugehörige Markovkette zu sehen, die man verwendet, um das Nutzerverhalten zu model-
lieren. Die einzelnen Zustände stellen dabei die Funktionen dar, die die Benutzer ausführen
können. Die Zahlen an den Übergängen entsprechen prozentualen Angaben und stehen für
die Wahrscheinlichkeit mit der diese Transition gewählt wird.

Abbildung 5: Simuliertes Nutzerverhalten

Gesteuert durch dieses Profil wurden schließlich Anfragen an das System gestellt, um eine
Auslastung dessen zu erreichen. Die so erhaltene Lastkurve wird in Abbildung 8 dargestellt.
Man erhält nach der Messung eine kommaseparierte Textdatei, in der die Funktionsauf-
rufe, Zeitpunkte und Antwortzeiten enthalten sind. Die geschriebene Implementierung ist
in der Lage beim Starten einer Prognose die Antwortzeiten für einen Typ von Funktions-
aufrufen zu separieren und sie so für die Prognoseverfahren nutzbar zu machen.

Nachdem die Zeitreihe nun eingelesen wurde und aufbereitet vorliegt, beginnen die Pro-
gnoseverfahren darauf zu arbeiten. Diese entsprechen den in Abschnitt 3 vorgestellten
Verfahren und deren Arbeitsweise. Dazu müssen ebenfalls die zugehörigen Parameter vor
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dem Start der Prognose gewählt werden. Diese gibt man über die Benutzeroberfläche der
Implementierung an. Außerdem sind zwei verschiedene Darstellungen auswählbar. Der
XY-Graph zeigt nur die Originalzeitreihe und das Prognoseergebnis an. Die Darstellung
mittels Differenzen-Graph hebt die Differenzen zwischen Zeitreihe und Prognose hervor.
Es ist schließlich möglich die folgenden Prognosverfahren auszuführen:

� Einfaches Exponentielles Glätten

� Holt-Winters-Verfahren mit additivem und multiplikativem Saisonmodell

� ARIMA(1,1,1) / ARIMA(1,0,1)

Nach der erfolgreichen Durchführung der Prognosen erhält man als Ergebnis für jede Pro-
gnose und ihre Darstellung ein Fenster, das den entsprechenden Graph beinhaltet und
zusätzlich den errechneten mittleren Prognosefehler anzeigt. Dieser wird vor allem im Ka-
pitel 5 hilfreich sein, um die Güte der Prognosen vergleichen zu können.

Abschließend noch einmal alle Funktionalitäten aufgelistet:

� Einlesen der Messergebnisse

� Formatieren der Messergebnisse zu einer verwendbaren Zeitreihe

� Einlesen der zugehörigen Prognoseparameter

� Durchführen der Prognoseverfahren:

– Einfaches Exponentielles Glätten

– Holt-Winters-Verfahren mit additivem und multiplikativem Saisonmodell

– ARIMA(1,1,1) / ARIMA(1,0,1)

� Berechnung des mittleren Prognosefehlers

� Darstellung der Prognoseergebnisse in der gewählten Form

4.2 Struktur

Da die Funktionalitäten und der grobe Programmablauf bekannt sind, soll nun die Struktur
des Prototyps untersucht werden. Dazu betrachten wir Abbildung 6, die ein Klassendia-
gramm der Anwendung mit den wichtigsten Funktionen und Attributen zeigt.

Die Klasse StartWindow initialisiert die Benutzeroberfläche der Anwendung. Sie bein-
haltet Möglichkeiten zur Auswahl von Prognoseverfahren und Graphentypen, sowie Felder
für die Angabe von Parametern. Die Parameter müssen in der vorliegenden Implementie-
rung vom Benutzer eingegeben werden. In einer Weiterentwicklung wäre die Berechnung
der Modellparameter durch das Statistik-Tool R [RST] denkbar. Dieses besitzt bereits
Funktionen [RARIMA, RHW], die die Errechnung der Parameter beinhalten. Außerdem
wird von diesem Fenster aus das Einlesen der Quelldatei und das Starten der Prognosen
ausgelöst. Die zugehörigen Listener sind ausgelagert in die Klasse ViewCommandsContro-
ler. Bei Bedarf kann bei einer späteren Weiterentwicklung der Anwendung die Logik so von
der View getrennt werden, um beispielsweise eine MVC-Struktur umzusetzen. Die Klasse
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Abbildung 6: Klassendiagramm der prototypischen Java-Implementierung

TimeSeriesAnalysis beginnt also beim Start der Prognose mit dem Einlesen der Quell-
datei. Dies geschieht innerhalb der Funktion getSeriesData, die eine Instanz der Klasse
SeriesReader erstellt und mit deren Hilfe eine Datei ausliest. Die Daten einer Zeitrei-
he liegen danach als double-Array vor. Nach erfolgreichem Einlesen wird die Funktion
StartSetForecastings aufgerufen. Diese überprüft, welche Prognosen ausgewählt wurden
und initialisiert die entsprechenden Objekte, die zur Berechnung der Prognose vorgesehen
sind. In der Abbildung wird beispielhaft die Klasse für ARIMA(p,d,q)-Prognosen gezeigt.
Eventuell benötigte Parameter werden den Prognosefunktionen der Objekte übergeben.
Diese Klassen enthalten ein Array Result, in das das berechnete Ergebnis der Prognose
geschrieben wird. Dieses Ergebnis wird an das TimeSeriesAnalysis-Objekt zurückgegeben.
Dort wird dann die Klasse ForecastError instanziiert, um aus der eingelesenen Zeitrei-
he und dem Ergebnis der Prognose den mittleren Prognosefehler zu errechnen. Danach
wird ein Graph erstellt, je nach dem welche Darstellungstypen ausgewählt wurden. Die
Graphen werden unter Verwendung der JFreeChart Library [JFR] in einem CreateGraph-
Objekt erstellt und liegen schließlich als JLabel vor. Dieses Label wird an eine Instanz der
Klasse GraphView übergeben, welche dann das Prognoseergebnis und den Prognosefehler
darstellt.
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Die eben genannten Interaktionen während des Programmablaufs können an dem Se-
quenzdiagramm in Abbildung 7 noch einmal nachvollzogen werden. Ausgangspunkt ist
dabei, dass ein Benutzer die gewünschte Quelle angegeben, die ARIMA(1,1,1)-Prognose
und Parameter gesetzt hat und die Prognose gestartet wurde. Man befindet sich also in
der Funktion getSeriesData aus der TimeSeriesAnalysis-Klasse. Die Funktionsparameter
wurden der Übersicht halber weggelassen.

Abbildung 7: Sequenzdiagramm der Implementierung
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Mit der vorgestellten Implementierung haben wir nun ein Werkzeug, mit dem eine Bewer-
tung der Prognoseverfahren erfolgen kann. Wie bereits in der Einleitung angesprochen,
ist ein möglicher Einsatz beispielsweise für dynamische Ressourcenallokation denkbar. Die
Evaluation soll daher auch auf einen solchen Anwendungsfall ausgelegt sein. Im Gegensatz
zu den üblichen Einsatzgebieten der Prognoseverfahren, wie zum Beispiel in der Wirtschaft
oder im demographischen Bereich, in denen oft langfristige Prognosen benötigt werden,
sind hier vor allem die kurzfristigen Prognosen von Bedeutung. Um die Prognosen bewer-
ten zu können, erfolgen Vorhersagen auch über den Zeitraum, in dem bereits bekannte
Beobachtungen vorliegen. Mit Hilfe solcher Ex-Post-Prognosen ist es leicht möglich die
Prognoseergebnisse mit den real eingetretenen Werten zu vergleichen. Außerdem werden
die behandelten Prognosemethoden mit sehr trivialen Prognosen, wie beispielsweise der
Mittelwertbildung über alle vorhergehenden Beobachtungen, verglichen. Abschließend sol-
len die Prognosemethoden dann untereinander verglichen werden.

5.1 Die erzeugte Zeitreihe

Zu Beginn von Abschnitt 4 wurde kurz vorgestellt, wie eine praxisnahe Zeitreihe durch
Lasttests und Nutzerverhaltens-Simulierung erzeugt wurde. Diese Zeitreihe soll nun näher
untersucht werden, da sie die Grundlage ist, auf der die Prognosemethoden arbeiten. Dazu
betrachten wir Abbildung 8.

Abbildung 8: Lastkurve des Systems (Messung und Lasttest durch JMeter)

Innerhalb der ersten 20 Minuten steigt der Workload an, danach fällt er ab. Dieses Muster
wiederholt sich innerhalb des Messzeitraumes sechs mal, der Anstieg des Workloads jedoch
beginnt jedesmal auf einem etwas höheren Level. Der Graph weist daher ein trendbehaf-
tetes Verhalten auf und besitzt zusätzlich eine saisonale Beeinflussung. Weiterhin sieht
man, dass mit steigendem Workload auch die Auslastung der CPU zunimmt. Dieser An-
stieg verhält sich ähnlich dem des Workloads. Man könnte erwarten, dass diese Einflüsse
sich auch auf die Zeitreihe der Antwortzeiten auswirkt. Daher wurde exemplarisch die
Zeitreihe der Funktion searchProducts eingelesen. Die Messung der Antworzeiten erfolgte
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über einen Zeitraum von 2 Stunden, so dass pro Funktion etwa 90000 Antworzeiten gemes-
sen wurden. Zur besseren Darstellung wurde daher ein Mittelwert über alle Antwortzeiten
im Intervall von etwa 1 Minute gebildet. Das Ergebnis sieht man in Abbildung 9.

Abbildung 9: Durch Mittelwerte geglättete Zeitreihe

Es ist deutlich zu erkennen, dass sich die Einflüsse des Workloads und der CPU-Auslastung
auch in der resultierenden Zeitreihe der Antwortzeiten wiederfinden. Allerdings sind die
saisonalen Einflüsse, im Gegensatz zum Graphen des Workloads, deutlich verzerrt. Wei-
terhin ist innerhalb der letzten 20 Minuten ein stärkerer Anstieg der Antwortzeiten zu
sehen, als dies bis zu diesem Zeitpunkt der Fall ist. Man könnte vermuten, dass die An-
wendung bei weiterhin steigendem Workload auch stark steigende Antwortzeiten geliefert
hätte. Wären für die Anwendung zum Beispiel Antwortzeiten von maximal 50ms vorge-
sehen gewesen, hätte eine Gegenmaßnahme zeitnah erfolgen müssen. Die Zeitreihen der
verschiedenen Funktionen sollen nun mit den bekannten Prognoseverfahren untersucht
werden.

5.2 Evaluierung des einfachen Exponentiellen Glättens

Wie bereits im theoretischen Teil der Arbeit erwartet, gestaltete sich die Implementie-
rung des Exponentiellen Glättens einfach. Die gesamte Prognoseformel kann innerhalb
einer Schleife abgehandelt werden. Die erzeugten Ein-Schritt-Prognosen lassen sich dabei
in einem Array ablegen. Es ist außerdem festzustellen, dass zur Ausführung des Exponen-
tiellen Glättens nur ein Glättungsparameter gesetzt werden muss und man den Startwert
der Prognose einfach mit dem ersten Wert der beobachteten Zeitreihe initialisieren kann.
Dieses Verfahren benötigt somit den geringsten Initialisierungsaufwand im Feld der drei
behandelten Prognosen.

Um einen Vergleich zu anderen Prognosemethoden herstellen zu können, soll der mitt-
lere Prognosefehler verwendet werden. Dieser errechnet sich wie folgt:
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MPF =
1

T

T∑
t=1

∣∣y(t)− ŷt
∣∣

Vom jeweiligen realen Beobachtungswert wird also die für diesen Zeitpunkt errechnete
Prognose abgezogen. Aus den so erhaltenen Prognosefehlern wird dann der Mittelwert
errechnet. Es ist anzumerken, dass die Zeitspanne, in der die Prognosemethoden initiali-
siert werden, bei der Berechnung des MPF innerhalb dieser Evaluation nicht mit in den
Prognosefehler eingerechnet werden.

In der abschließenden Bewertung der Prognoseverfahren ist ein Vergleich untereinander
wichtig, allerdings muss auch festgestellt werden, ob die Verfahren überhaupt eine ausrei-
chende Genauigkeit bieten. Mit den MPF-Werten ist gut ablesbar wie weit die Prognosen
im Schnitt vom Realwert entfernt liegen, allerdings muss dieser Wert auch in Realation zu
den durchschnittlichen Antwortzeiten gesetzt werden. Liegt beispielsweise ein MPF-Wert
von 5, 0 vor und die Zeitreihe besitzt Messwerte zwischen 0 und 5 Millisekunden, so sind
die Prognoseergebnisse als eher schlecht zu bewerten. Enthielte die Zeitreihe allerdings
Messwerte die ein Niveau zwischen 0 und 500 Millisekunden haben, so wären die durch-
schnittliche Abweichung von 5 Millisekunden ein guter Wert. Dazu soll der so genannte
Mittlere absolute prozentuale Fehler verwendet werden:

MAPE =
1

T

T∑
t=1

∣∣∣∣∣y(t)− ŷt
y(t)

∣∣∣∣∣
In Abbildung 10 sieht man das Ergebnis der Anwendung des Exponentiellen Glättens auf
die Zeitreihe der Funktion searchProducts und den errechneten MPF. Wie bereits bekannt,
gibt es für die Wahl des Glättungsparameters Erfahrungswerte. Auf Grund der schnellen
Trendanstiege, besonders gegen Ende der Zeitreihe, wurde der Glättungsparameter α =
0, 35 für diesen Prognosevorgang tief angesetzt. Folglich werden erst kürzlich verwendete
Beobachtungen stärker berücksichtigt als weiter zurückliegende.

Abbildung 10: Exponentielles Glätten mit α = 0, 35
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Der errechnete MPF liegt bei 2, 71. Durch weitere Prognosedurchläufe kann man ermit-
teln, dass der Wert für α = 0, 25 optimale Ergebnisse in Bezug auf den MPF liefert. Damit
wird ein MPF von 2, 68 erreicht. Auch mit gewähltem Alpha konnten also brauchbare Er-
gebnisse erzielt werden. Diese Werte sollen nun zwei trivialen Prognosen gegenübergestellt
werden. Später werden sie ebenfalls mit den Ergebnissen des Holt-Winters-Verfahrens und
der Prognose mittels ARIMA-Modellen verglichen.

Eine einfache Art der Prognose kann durch Mittelwertrechnung erreicht werden. Dabei
wird der Mittelwert aller Beobachtungen bis zum Zeitpunkt T errechnet und als Prognose
für den Zeitpunkt T + 1 eingesetzt:

ŶT+1 =
1

T

T∑
t=1

Yt

Eine weitere triviale Prognosemethode erhält man, indem die jeweils zum Zeitpunkt T
beobachteten Werte einfach für den Zeitpunkt T + 1 als Prognosewert genutzt werden.
Diese Methode lässt sich leicht mit der erstellten Anwendung erreichen. Betrachten wir
dazu die verwendete Prognoseformel des Exponentiellen Glättens:

ŷT+1 = (1− α)yT + αŷT

Für α = 0 gilt:

ŷT+1 = (1− 0)yT + 0 · ŷT = yT

Das Exponentielle Glätten mit α = 0 entspricht also der Prognose durch Wiederverwen-
dung des Beobachtungswertes zum Zeitpunkt T . Die Graphen dieser Vorhersagen sind in
Abbildung 11 und 12 zu sehen.

Abbildung 11: Prognose durch Mittelwertbildung

Bei der Prognose mittels Mittelwertbildung erhält man einen MPF von 6, 07. Bedingt
durch die langsame Anpassung an das vor allem im letzten Teil der Zeitreihe stark stei-
gende Niveau, fallen die Abweichungen zu den Beobachtungswerten sehr hoch aus. Bei
der Prognose durch Wiederverwendung des letzten Beobachtungswertes wird ein MPF
von 2, 73 errechnet. Das Exponentielle Glätten erzielt auf dieser Zeitreihe also ein viel
besseres Ergebnis als die Prognose durch Mittelwertbildung, selbst mit gewähltem, nicht
optimiertem Glättungsfaktor. Allerdings ist die Prognose nur unwesentlich besser als die
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Abbildung 12: Prognose durch Wiederverwendung

durch Wiederverwendung. Dies bestätigt sich auch für die Zeitreihen der anderen Funk-
tionen. Es ist nun leicht zu erkennen, dass der Prognose durch Wiederverwendung eine
relativ glatte Zeitreihe zugute kommt. Dann sind die Unterschiede zwischen zwei Zeitrei-
henwerten meist gering. Deshalb soll an dieser Stelle einmal die Zeitreihe der Funktion
viewProduct untersucht werden. Diese besitzt die steilsten Niveauanstiege aller vier Funk-
tionen. Zusätzlich wurde nun der Mittelwert nicht mehr über eine Minute, sondern nur
noch über sechs Sekunden gebildet. In Abbildung 13 sieht man die resultierende Zeitreihe
und die Prognose mittels Exponentiellen Glättens.

Abbildung 13: Exponentielles Glätten mit α = 0, 75

Es fällt auf, dass die Zeitreihe mehr Ausreißer besitzt als die glattere Variante. Für diese,
der Realität näheren Zeitreihe, liefert das Exponentielle Glätten mit optimierten Parame-
tern nun einen MPF von 4, 73. Die Prognose durch Wiederverwendung erreicht hingegen
nur noch einen MPF von 5, 89. Auf dieser Zeitreihe wird der Unterschied der Prognosegüte
zwischen dem Exponentiellen Glätten und den trivialen Prognosen deutlicher. Verkleinert
man das Intervall der Mittelwertbildung weiterhin, so vergößert sich auch der Unterschied
zwischen den MPF-Ergebnissen weiter. Es ergibt sich bei den Prognosen das Bild, dass die
Prognoseergebnisse der realen Zeitreihe immer sehr ähnlich sind, allerdings den Realwer-
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ten nachlaufen. In der theoretischen Vorstellung wurde angemerkt, dass das Exponentielle
Glätten eigentlich nicht für Zeitreihen mit Trend- und Saisonkomponente vorgesehen ist
und dennoch brauchbare Ergebnisse liefern kann. Dies bestätigt sich am Beispiel dieser
Zeitreihen.

5.3 Evaluierung des Holt-Winters-Verfahrens

Bei dem Verfahren nach Holt und Winters müssen vor jeder Ausführung der Prognosefor-
mel die Rekursionsgleichungen für Trend, Niveau und Saison berechnet und gespeichert
werden. Dies erhöht den Rechen-, Speicher- und Implementierungsaufwand im Gegensatz
zum einfachen Exponentiellen Glätten. Es ist damit auch erforderlich für den Zeitraum
einer kompletten Periode Startwerte zu schätzen. Dies kann dazu führen, dass das Pro-
gnoseverfahren zu Beginn noch keine optimalen Prognosewerte liefert. Für die Ein-Schritt-
Prognosen stellt dies jedoch kein größeres Problem dar, da sich die Prognosen durch den
Einfluss der in jedem Schritt verwendeten Realwerte schnell verbessern. Um die Prognose
durchführen zu können, müssen außerdem die drei Glättungsfaktoren der Rekursionsglei-
chungen gesetzt werden. Es ergibt sich also ein höherer Initialisierungsaufwand als beim
einfachen Exponentiellen Glätten.

Zunächst wird das Holt-Winters-Verfahren mit additiven Saisonmodell betrachtet. In Ab-
bildung 14 ist eine so erstellte Ein-Schritt-Prognose auf der Zeitreihe der Funktion search-
Products zu sehen. Der Wert für α = 0, 2 wurde tief angesetzt, so wird vor allem der
letzte Beobachtungswert einbezogen. Für β = 0, 7 wurde ein hoher Wert benutzt. Schaut
man in die Rekursionsgleichung, so sieht man, dass dies das aktuelle Trendverhalten stark
berücksichtigt, was durch den schnellen Trendanstieg gegen Ende der Zeitreihe bessere Er-
gebnisse als ein geringer Wert erzielen sollte. Schließlich bleibt die Wahl für γ. Hier wurde
mit γ = 0, 5 ein ausgewogener Wert für den Einfluss der Saisonkomponente festgelegt.

Abbildung 14: Ein-Schritt-Prognose des Holt-Winters-Verfahrens

Man erhält einen mittleren Prognosefehler von 2, 78. Die Prognose fällt damit geringfügig
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schlechter aus als die des Exponentiellen Glättens und der durch Wiederverwendung. Die
Prognose durch Mittelwertbildung bietet jedoch deutlich schlechtere Ergebnisse als das
Holt-Winters-Verfahren. Es ist also auch hier möglich die Parameter sinnvoll zu wählen,
ohne eine Berechnung durchführen zu müssen. Allerdings fällt dies schwerer als beim Ex-
ponentiellen Glätten, da nun drei Parameter, die unterschiedliche Komponenten gewich-
ten, gewählt werden müssen. Durch mehrere Prognosedurchläufe oder durch Berechnung
können diese wieder an optimale Parameter angenähert werden. Mit α = 0, 1, β = 0, 95
und γ = 0, 6 erreicht man schließlich einen MPF von 2, 70 und liegt damit wieder unter
den Prognosefehlern, die bei den trivialen Prognoseverfahren erreicht wurden. Reduziert
man das Intervall zur Glättung der Zeitreihe wieder auf die auch beim Exponentiellen
Glätten benutzten sechs Sekunden, so schneidet auch hier das Holt-Winters-Verfahren
besser ab als die Prognose durch Wiederverwendung. Dann wird mit optimierten Parame-
tern (α = 0, 51, β = 0, 7, γ = 0, 95) ein MPF von 3, 84 erreicht. Dieser liegt damit wieder
deutlich unter dem MPF-Wert von 4, 45, den die Prognose durch Wiederverwendung lie-
fert. Die Anwendungen auf die Zeitreihen der anderen Funktionen ergeben vergleichbare
Ergebnisse. Dieses, dem Exponentiellen Glätten ähnliche Verhalten, ist wenig verwunder-
lich. Schließlich handelt es sich beim Holt-Winters-Verfahren um eine Verallgemeinerung
des Exponentiellen Glättens. Zusätzlich ist der Einfluss der Saisonkomponente für die Ein-
Schritt-Prognosen nicht sonderlich groß.
Für die Prognose mit multiplikativen Saisonmodell ergibt sich das gleiche Bild. Es kann
mit optimierten Parametern ein minimal besserer MPF-Wert erreicht werden. Dieser liegt
für die Zeitreihe mit Mittelwertbildung über eine Minute bei 2, 69. Auf der Zeitreihe, die
durch Mittelwertbildung über nur sechs Sekunden gewonnen wurde, ist der Wert mit 3, 68
etwa 0, 24 besser als beim additiven Saisonmodell. Bei Untersuchungen der Zeitreihen der
anderen Funktionen bestätigen sich diese Unterschiede zwischen den Prognosen mit den
zwei verschiedenen Saisonmodellen jedoch nicht. Die Ergebnisse unterscheiden sich nur
minimal, so dass nicht klar festgestellt werden kann, ob sich eines der beiden Saisonmo-
delle für diese Zeitreihen besser eignet.
Es soll nun, auch wenn der Fokus auf den kurzfristigen Prognosen liegt, einmal die Güte
einer längerfristigen Prognose untersucht werden.
Aus Abschnitt 3.2 ist bekannt, dass mit diesem Verfahren auch Prognosen über einen Pro-
gnosehorizont h > 1 möglich sind. Die erstellte Implementierung beinhaltet die Möglichkeit
Prognosen über den Zeitraum einer kompletten Periode zu erstellen. Bei der Erläuterung
der Eigenschaften der zu untersuchenden Zeitreihe ergab sich ein saisonelles Muster in
Abständen von jeweils 20 Minuten. Daher wurde, um einen Vergleich ziehen zu können,
ebenfalls auf der Zeitreihe der Funktion searchProducts, mit einer Mittelwertbildung über
den Zeitraum von einer Minute, eine Prognose mit h = 20 erstellt. Nach mehreren Progno-
sedurchläufen mit dem additiven Saisonmodell konnte mit α = 0, 5, β = 0, 7 und γ = 0, 1
ein MPF von 2, 55 erreicht werden.

Selbst für einen längeren Zeitraum sind also Prognosen von hoher Güte möglich. Der
MPF fällt sogar besser aus als bei der Ein-Schritt-Prognose. Dies ist dadurch bedingt, dass
nun wirklich saisonale Einflüsse einer kompletten Periode in das Prognoseergebnis einflie-
ßen. Der jeweils prognostizierten Periode ist die Ähnlichkeit zur realen vorangegangenen
Periode deutlich anzusehen. Betrachtet man dazu eine markante Zeitspanne im Graph
des Realwertes zwischen den Zeitpunkten 75 bis 80, dann sieht man einen deutlichen
Anstieg im saisonalen Muster. Dieser findet sich 20 Zeiteinheiten später gut erkennbar
in der Prognose wieder. Voraussetzung für solche Mehr-Schritt-Prognosen ist allerdings,
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Abbildung 15: Holt-Winters-Prognose mit h = 20

dass die Periodendauer gleichmäßig bleibt und bekannt ist. Da das Verfahren mindes-
tens mit Zeitreihenwerten von zwei Perioden initialisiert werden sollte, entsteht zudem ein
erhöhter Initialisierungsaufwand. Bei dem hier gewählten Beispiel könnte das Verfahren
in dieser Form sogar erst nach 40 Minuten angwewendet werden. Im praktischen Einsatz
erschweren diese Eigenschaften also die Erstellung von Mehr-Schritt-Prognosen mit dem
Holt-Winters-Verfahren.

5.4 Evaluierung der ARIMA(1,0,1)- und ARIMA(1,1,1)-Modelle

In den vorangegangenen Ausführungen wurde deutlich, dass mit dem Holt-Winters-Ver-
fahren und dem Exponentiellen Glätten recht ähnliche Ergebnisse erzielt werden. Die
ARIMA-Modelle nutzen jedoch einen vollkommen anderen Ansatz, als die beiden bisher
betrachteten Prognosemethoden. Es wird sich also zeigen, ob sich dieser Ansatz besser
eignet als der, der beiden anderen Prognosemethoden und der, der trivialen Prognosen.
Normalerweise wird einer vorliegenden Zeitreihe ein ARIMA-Modell angepasst. Da dies
jedoch ein sehr komplexer Vorgang ist, soll hier untersucht werden, ob auch Prognosen mit
einfachen ARIMA(1,0,1)- beziehungsweise ARIMA(1,1,1)-Modellen brauchbare Ergebnis-
se liefern können. Da wir also ein einfaches Modell voraussetzen, entfällt der eigentlich
größte Aufwand: die Modellanpassung. Die Implementierung der Prognosemethode ge-
staltete sich einfach. Im Wesentlichen ist es lediglich nötig, die Prognoseformeln nach
Definition 26 und 28 umzusetzen. Diese haben für die verwendeten Modelle eine noch
recht unkomplizierte Form.
Damit eine Prognose ausgeführt werden kann, müssen bis zu dem Zeitpunkt, an dem die
Prognose gestartet werden soll, Ein-Schritt-Prognosen über die bekannten Beobachtungs-
werte durchgeführt werden, um Startwerte für die Störterme ermitteln zu können (siehe
dazu Definition 26). Im Falle der hier verwendeten einfachen Modelle reicht eine Initialisie-
rung über zwei Beobachtungswerte aus, was den Initialisierungsaufwand zusätzlich gering
hält. Für die Prognose werden außerdem noch zwei Parameter benötigt. φ gewichtet dabei
den AR-Teil und θ den MA-Teil der Prognose. Da die Einflüsse der Parameter in einem
solchen stochastischen Prozess nicht, so wie dies bei Holt-Winters und beim Exponentiel-
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len Glätten der Fall war, aus der Prognoseformel abgelesen werden können, soll hier die
Möglichkeit genutzt werden die Parameter von R berechnen zu lassen.

Es wird mit einer Prognose durch ein ARIMA(1,0,1)-Modell begonnen. Um Qualitätsunter-
schiede der Prognoseergebnisse im Vergleich zu den anderen Prognosemethoden zu erhal-
ten, betrachten wir vorerst wieder die Funktion searchProducts mit einem Mittelwertinter-
vall von einer Minute und werden die dort erhaltenen Ergebnisse dann mit den Ergebnissen
auf weiteren Zeitreihen vergleichen. Der Aufruf der Funktion arima(x = a, order = c(1, 0,
1)) in R, wobei a die entsprechende Zeitreihe enthält, liefert die Parameterwerte φ = 0, 91
und θ = 0, 18. In Abbildung 16 ist das Ergebnis dieser Prognose zu sehen.

Abbildung 16: ARIMA(1,0,1) Ein-Schritt-Prognose

Das Prognoseergebnis fällt mit einem MPF von 3, 73 wesentlich schlechter aus, als das der
bisher betrachteten Prognosen und auch der Prognose durch Wiederverwendung. Lediglich
die Mittelwertprognose liefert ein schlechteres Ergebnis. Dies ändert sich auch nicht, wenn
man das Intervall verringert. Allerdings fällt auf, dass die erhaltenen Ergebnisse nicht mehr
so stark nachlaufen, wie dies bei Holt-Winters und beim Exponentiellen Glätten der Fall
war. Aus der Theorie ist bekannt, dass sich das ARIMA(1,0,1)-Modell für trendbehaftete
Zeitreihen nicht eignet. Daher soll nun auf dieser Zeitreihe noch einmal eine Prognose mit
dem ARIMA(1,1,1)-Modell ausgeführt werden. Dieses sollte nach den Erwartungen aus
der Theorie auf Zeitreihen mit Trend besser abschneiden. Die Prognoseparameter werden
wieder mittels R errechnet und man erhält φ = 0, 34 und θ = 0, 31.

Mit einem MPF von 2, 52 liefert die Prognose mittels ARIMA(1,1,1)-Modell das bes-
te Ergebnis auf dieser Zeitreihe. Bei einer Reduzierung des Mittelwertintervalls auf sechs
Sekunden liefert das ARIMA(1,1,1)-Modell einen MPF = 3, 68. Damit ergibt sich im Ge-
gensatz zur vorhergehenden Prognose ein schlechterer Wert als durch das Exponentielle
Glätten (MPF = 3, 58). Auch bei einem Intervall von nur zwei Sekunden schlägt das Ex-
ponentielle Glätten (MPF = 5, 33) die Prognose durch das ARIMA(1,1,1)-Modell (MPF
= 5, 47). Die bisher erhaltenen Ergebnisse sollen anhand von Zeitreihen einer weiteren
Funktion überprüft werden. Dazu betrachten wir nun die Ergebnisse für die Zeitreihe
viewCategory. Es wird wieder mit einer Mittelwertbildung über eine Minute begonnen.
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Abbildung 17: ARIMA(1,1,1) Ein-Schritt-Prognose

Die Parameter für die ARIMA-Modelle werden wieder durch R ermittelt. Damit erhält
man für eine ARIMA(1,0,1)-Prognose einen MPF von 3, 93. Auch dieser Wert ist schlechter
als der des Exponentiellen Glättens (MPF = 2, 75) und der Prognose durch Wiederverwen-
dung (MPF = 2, 82). Für die ARIMA(1,1,1)-Prognose wiederholt sich das Bild der vorher
betrachteten Zeitreihe. Diese ist hier ebenfalls mit einem MPF von 2, 61 die beste Progno-
semethode. Wie bereits auf der vorhergehenden Zeitreihe, liefert das ARIMA(1,1,1)-Modell
bei den Zeitreihen mit einem geringeren Intervall zur Mittelwertbildung schlechtere Ergeb-
nisse als das Exponentielle Glätten. Damit bestätigt sich also, dass die Prognose mittels
ARIMA(1,1,1)-Modell für die glatten Varianten der Zeitreihen die besten Ergebnisse lie-
fert, für kürzere Mittelwertintervalle jedoch das Exponentielle Glätten die bessere Wahl
ist. Man muss allerdings bedenken, dass hier nur sehr einfache ARIMA-Modelle zur An-
wendung kommen. Scheinbar sind diese nicht ausreichend, um auch auf Zeitreihen mit
geringerem Mittelwertintervall so präzise Ergebnisse zu liefern, wie dies für die Zeitreihen
mit einem Mittelwertintervall von einer Minute der Fall ist. Es bliebe zu überprüfen, wie
sich ARIMA-Modelle von höherer Ordnung an dieser Stelle verhalten.
Zwar ist es möglich mit den ARIMA-Modellen auch langfristige Prognosen zu erstellen,
diese eröffnen jedoch lediglich Korridore, in denen sich die Ergebnisse befinden können.
Dies ist dadurch bedingt, dass das Verfahren nicht direkt Daten wie die saisonalen Schwan-
kungen oder die Periodenlänge aufnimmt. Auf Grund dieser Tatsache sind diese Prognosen
für die hier gestellte Aufgabe nicht geeignet.

5.5 Errechnete MAPE-Werte

Um die allgemeine Güte der Prognoseergebnisse festzustellen, wurden MAPE-Werte er-
rechnet. Da die Zeitreihen der verschiedenen Funktionen ein ähnliches Verhalten aufwei-
sen, wurden exemplarisch die MAPE-Werte auf der Zeitreihe der Funktion searchProducts
ermittelt. Die Ergebnisse sind in Abbildung 18 aufgeführt.
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Abbildung 18: Errechnete MAPE-Werte der Funktion searchProducts

5.6 Abschließende Bewertung und Ergebnis

Innerhalb der Evaluierung wurden nun zahlreiche Prognosen durchgeführt. Mit diesen soll-
te gezeigt werden, ob sich die Prognoseverfahren für einen praktischen Einsatz eignen und
welches dabei die besten Ergebnisse liefern könnte. Bereits in der Einleitung wurde dazu
ein Beispiel gegeben, hierbei handelte es sich um die dynamische Ressourcenallokation. Im
Falle einer praktischen Anwendung wäre es denkbar eine Anwendung während der Lauf-
zeit zu beobachten. Für die Ausführung der Prognosemethoden würden die gemessenen
Antwortzeiten dann als Datenstrom vorliegen. Um eine schnelle Reaktion auf veränderte
Antwortzeiten bewerkstelligen zu können, wäre eine schnelle Prognose mit geringem In-
itialisierungsaufwand und Prognoseergebnissen mit hoher Güte ideal. Für ein solches und
ähnliche Szenarien kann festgestellt werden, dass alle drei untersuchten Prognosemetho-
den brauchbare Ergebnisse liefern:

Auf den Zeitreihen, die über den Zeitraum von einer Minute gemittelt wurden, lieferte
das ARIMA(1,0,1)-Modell die schlechtesten Werte. Im Falle der Zeitreihe searchProducts
konnte nur ein MPF-Wert von 3, 73 und ein MAPE-Wert von 0, 089 errechnet werden. Pro-
zentual liegen die Prognoseergebnisse also selbst bei der am schlechtesten abschneidenden
Prognose recht nah an den Realwerten. Zum Vergleich liefert die beste Prognose auf diesem
Zeitreihentyp, das ARIMA(1,1,1)-Modell, einen MAPE = 0, 061. Mit so geringen prozen-
tualen Abweichungen ist die allgemeine Güte der Prognoseergebnisse recht hoch. Für die
Zeitreihen, bei denen eine Mittelwertbildung über geringere Zeiträume stattfand, konnten
auch höhere MPF-Werte festgestellt werden. Daher wurden hier ebenfalls die MAPE-Werte
errechnet, um festzustellen, ob die Prognosegüte auf diesen Zeitreihen nachlässt. Für ein
Mittelwertintervall von sechs Sekunden schnitt das Exponentielle Glätten mit einem MA-
PE von 0, 087 am besten ab. Das ARIMA(1,0,1)-Modell lieferte wieder den schlechtesten
Wert mit MAPE = 0, 11. Es stellt sich also heraus, dass die Prognosen für diese Zeitreihen
schlechtere Ergebnisse erzielen, diese aber immer noch von brauchbarer Qualität sind.

Das Holt-Winters-Verfahren schnitt für Ein-Schritt-Prognosen am schlechtesten ab. Da
es eine Verallgemeinerung des Exponentiellen Glättens ist, lieferte es auch ähnliche Er-
gebnisse. Obwohl bei diesem Verfahren Trend- und Saisoneinflüsse berücksichtigt werden,
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erbrachte es für keine Zeitreihe ein besseres Ergebnis als das Exponentielle Glätten. Bei
Ein-Schritt-Prognosen ist für die untersuchten Zeitreihen also das Exponentielle Glätten
vorzuziehen. Für Einsätze, bei denen längerfristige Prognosen benötigt werden, hat das
Holt-Winters-Verfahren seine Stärken, vorausgesetzt es liegt ein festes saisonales Mus-
ter vor. Mit diesen Eigenschaften eignet es sich also weniger für die Voraussage der hier
benötigten Antwortzeiten und man erkennt deutlich das Haupteinsatzgebiet des Verfah-
rens, den wirtschaftlichen Bereich. Dort findet man oft, beispielsweise mit Jahreszeiten
verknüpfte, feste saisonale Schwankungen, bei denen dieses Verfahren besonders gute Er-
gebnisse liefert.
Das Exponentielle Glätten prognostiziert auf allen Zeitreihen mit großer Genauigkeit. Auf
den Zeitreihen mit geringen Mittelwertintervallen ist es im Vergleich zu den anderen Prog-
nosemethoden sogar am genausten. Dieses Verfahren zeichnet sich außerdem durch seine
Einfacheit aus, wodurch es leicht zu verstehen und zu implementieren ist. Da es kaum
Initialisierungsschritte benötigt und die Parameter auch aus Erfahrungswerten brauchbar
geschätzt werden können, stehen die Prognosen schnell zur Verfügung, was insgesamt die
oben genannten Kriterien erfüllt. Allerdings bleibt anzumerken, dass die Prognosen oft
sehr nah an den Prognoseergebnissen durch Wiederverwendung liegen. Es ergibt sich der
Eindruck, dass die Prognose der realen Zeitreihe hinterherläuft. Dies würde bedeuten, dass
auf die veränderten Antwortzeiten trotzdem mit einer gewissen Verzögerung reagiert wer-
den würde.
Betrachtet man die Prognosen durch die ARIMA-Modelle, so tritt der eben beschriebene
Effekt nicht so stark auf. Durch den Ansatz die Zeitreihe mittels stochastischem Prozess zu
modellieren, scheint die Prognose nicht so abhängig vom jeweils vorangegangenen Realwert
zu sein, wie es bei den anderen Prognosemethoden der Fall ist. Mit dem ARIMA(1,1,1)-
Modell konnten auf den Zeitreihen mit Mittelwertintervallen von einer Minute die besten
Ergebnisse erzielt werden. Auf den Zeitreihen mit kürzeren Mittelwertintervallen wurde
das Verfahren jedoch vom Exponentiellen Glätten übertroffen.
Zwar müssen bei so einfachen ARIMA-Modellen nur zwei Parameter gesetzt werden und
es genügen zwei bekannte Beobachtungen zur Schätzung der einzusetzenden Störterme,
allerdings fällt eine Wahl oder eine sinnvolle Berechnung der Parameter ohne ausreichen-
de Beobachtungswerte schwerer als beim Exponentiellen Glätten.

Für die im Rahmen dieser Bachelorarbeit betrachteten Einsatzszenarien der Prognose-
methoden würden daher vor allem das Exponentielle Glätten und die ARIMA-Modelle
in Frage kommen. Das Exponentielle Glätten zieht seine Vorteile aus den guten Progno-
sen, im Vergleich zu seiner Einfachheit und den wenigen Initialisierungsschritten. Mit dem
Konzept der ARIMA-Modelle können für die im Zuge der Evaluierung durchgeführten
Messungen allerdings auf einem speziellen Zeitreihentyp bessere Prognosen erstellt wer-
den als durch das Exponentielle Glätten. Wie bereits erwähnt, wäre an dieser Stelle die
Untersuchung von ARIMA-Modellen höherer Ordnung wünschenswert, um festzustellen,
ob dieser Sachverhalt bestehen bleibt. In Bezug auf das genannte Beispiel der Verarbeitung
eines Datenstroms wäre auch eine kombinierte Anwendung denkbar. So könnte anfangs,
auf Grund der Informationsarmut, das Exponentielle Glätten zum Einsatz kommen und
sobald genügend Daten vorliegen, bestünde die Möglichkeit ein ARIMA-Modell anzupas-
sen und die Parameter zu berechnen.
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6 Zusammenfassung und Ausblick

Ziel der Bachelorarbeit war festzustellen, ob die ausgewählten Prognoseverfahren brauch-
bare Ergebnisse bei der Prognose des Antwortzeitverhaltens einer Softwarekomponente
liefern können.

Dazu wurden die grundlegenden Begriffe der Aufgabenstellung und der Zeitreihenanalyse
geklärt. Anschließend wurden die Verfahren vorgestellt und ihre Funktionsweisen, sowie
ihre Eigenschaften aufgezeigt. Durch die so erlangten Kenntnisse erfolgte eine Implemen-
tierung der Prognoseverfahren. Mit Hilfe dieser Implementierung konnten Messungen auf
mehreren Zeitreihen vorgenommen werden, die aus einem Lasttest einer laufenden An-
wendung entnommen wurden. Auf Basis der so erhaltenen Prognoseergebnisse fand eine
Bewertung der Prognoseverfahren statt.

Dabei wurde festgestellt, dass sich die in der Theorie gewonnen Kenntnisse größtenteils
in der Praxis widerspiegeln. Insgesamt liefern alle drei untersuchten Prognoseverfahren
brauchbare Ergebnisse in der praktischen Anwendung. Es ist allerdings festzustellen, dass
jedes der Verfahren auf Grund seiner Eigenschaften für spezielle Anwendungsfälle optimal
geeignet ist. So kann keine der Prognosemethoden für sich beanspruchen auf jeder unter-
suchten Zeitreihe das beste Ergebnis zu liefern. Anhand der Messungen konnte der Vorteil
des Holt-Winters-Verfahren bei langfristigen Prognosen gezeigt werden. Die beiden ande-
ren Verfahren sind zwar nicht in der Lage eine solche langfristige Prognose zu leisten, liefern
jedoch bei Ein-Schritt-Prognosen die besseren Ergebnisse. Wie durch die Prognoseergeb-
nisse auf glatteren Varianten der Zeitreihen gezeigt wurde, sind hier die ARIMA-Modelle
im Vorteil. Für Zeitreihen mit kürzeren Mittelwertintervallen konnte hingegen das Expo-
nentielle Glätten die besten Ergebnisse erzielen.

Es lässt sich also abschließend festhalten, dass jedes der drei Prognoseverfahren geeignet
ist, das Antwortzeitverhalten einer Softwarekomponente brauchbar vorherzusagen. Aller-
dings können optimale Vorhersagen nur getroffen werden, wenn jedes der Verfahren unter
den jeweils passenden Voraussetzungen angewendet wird. Wie bereits in Abschnitt 5.6
dargelegt, wäre eine kombinierte Anwendung der Prognosemethoden denkbar, um auch
bei sich verändernden Voraussetzungen eine optimale Prognose zu erreichen.

Weiterführend könnte die erarbeitete Implementierung so angepasst werden, dass nicht
mehr nur bereits gewonnene Zeitreihen verarbeitet werden können, sondern auch Da-
tenströme. So könnten die Prognoseverfahren zur Laufzeit einer Anwendung ausgeführt
werden und noch detaillierteren Aufschluss über die Anwendbarkeit der Prognosen geben.
In diesem Zusammenhang wäre eine Verknüpfung der Anwendung mit einer Instanz von
R wünschenswert, um die Parameter berechnen zu lassen und aktuell zu halten. Außer-
dem könnte die Prognose mittels ARIMA-Modellen erweitert werden, so dass auch die
Möglichkeit besteht Modelle höherer Ordnung zu evaluieren, was auf Grund der kompli-
zierten Verfahren zur Anpassung eines ARIMA-Modells in dieser Arbeit nicht stattfinden
konnte.
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